
HAL Id: hal-04877547
https://inria.hal.science/hal-04877547v1

Submitted on 10 Jan 2025

HAL is a multi-disciplinary open access
archive for the deposit and dissemination of sci-
entific research documents, whether they are pub-
lished or not. The documents may come from
teaching and research institutions in France or
abroad, or from public or private research centers.

L’archive ouverte pluridisciplinaire HAL, est
destinée au dépôt et à la diffusion de documents
scientifiques de niveau recherche, publiés ou non,
émanant des établissements d’enseignement et de
recherche français ou étrangers, des laboratoires
publics ou privés.

Distributed under a Creative Commons Attribution - NoDerivatives 4.0 International License

Re_actShap : détection de rebranchements des réseaux
de régulation d’expression génique à l’aide des valeurs

SHAP
Lisa Chabrier, Anton Crombach, Sergio Peignier, Christophe Rigotti

To cite this version:
Lisa Chabrier, Anton Crombach, Sergio Peignier, Christophe Rigotti. Re_actShap : détection de
rebranchements des réseaux de régulation d’expression génique à l’aide des valeurs SHAP. 25ième
conference sur l’Extraction et Gestion des Connaissances (EGC), session demonstrations, 2025, Stras-
bourg, France. pp.8. �hal-04877547�

https://inria.hal.science/hal-04877547v1
http://creativecommons.org/licenses/by-nd/4.0/
http://creativecommons.org/licenses/by-nd/4.0/
https://hal.archives-ouvertes.fr


Re_actShap : détection de rebranchements des réseaux de
régulation d’expression génique à l’aide des valeurs SHAP

Lisa Chabrier1, 2, Anton Crombach1, 2, Sergio Peignier3, and Christophe
Rigotti1, 2

1Inria, Lyon Centre, France.
2INSA Lyon, CNRS, UCBL, LIRIS, UMR5205, F-69621 Villeurbanne, France.

3BF2i, UMR 0203 INRAE, INSA Lyon, France.

Abstract

Nous présentons dans cet article une méthode permettant de détecter les modifications
dans les réseaux de régulation géniques, modélisant les interactions de régulations entre les
gènes. Ces interactions varient d’un type cellulaire à un autre, et ces changements sont
fondamentaux pour comprendre les mécanismes en jeux dans les cellules. Nous proposons
une méthode de détection qui requière uniquement les données issues de la technique dite du
single-cell RNA-Sequencing. Cette restriction permet de rendre la méthode applicable à un
grand nombre d’espèces et de types cellulaires. En premier lieu, des modèles d’apprentissage
automatiques sont entraînés à prédire l’expression d’un gène cible à partir de l’expression
d’autres gènes appelés facteurs de transcriptions. Grâce à une méthode d’IA explicable
basée sur les valeurs SHAP nous décrivons l’activité du réseau de régulation génique dans
chacune des cellules. En détectant les interactions de régulation différentiellement exprimées
dans un type cellulaire, nous faisons des hypothèses sur les modifications de la régulation.

1 Introduction
Les données obtenues avec la technique dite single-cell RNA sequencing (scRNA-seq) permet-
tent d’observer l’hétéro-généité de l’expression des gènes entre les cellules d’une même espèce.
Comprendre cette hétérogénéité est important, car elle est à l’origine de nombreux mécanismes
biologiques. Cette hétérogénéité est en partie due à la régulation des gènes par des facteurs de
transcriptions, des protéines produite à partir des gènes du même nom, et qui ont la capacité
d’influencer l’expression d’autre gènes, les gènes cible. Les facteurs de transcription, ou Tran-
scription Factors en anglais, seront abrégés TFs, et les gènes cibles, ou Target Genes en anglais,
seront abrégés TGs. L’ensemble des liens de régulation entre TFs et TGs forme un réseau ap-
pelé réseau de régulation génique (Gene Regulatory Network en anglais, abrégé GRN). Il a été
montré que ces réseaux ne sont pas statiques [1, 2], un même gène pouvant être régulé par des
TFs différents dans des contextes différents (par exemple des types cellulaires différents). Ceci
est représenté dans la figure 1. Ces changements sont appelés les rebranchements des GRNs.

Il existe différentes méthodes computationnelles qui s’intéressent à ces rebranchements dans
les GRNs. Ces méthodes nécessitent souvent plusieurs types de données d’entrées différents, en
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Figure 1: Rebranchement des liens de régulation entre deux types cellulaires.

plus des données scRNA-seq. Ces formes de données d’entrées sont issues des techniques dites
sc-ATAC-Seq et sc-ChIP-Seq, ou encore des réseaux d’interaction entre protéines. Or, pour la
plupart des espèces, ces types de données ne sont pas accessibles. En effet, pour les techniques
sc-ATAC-Seq et sc-ChIP-Seq, l’adaptation des protocoles d’expérience à une nouvelle espèce, ou
a un nouveau type cellulaire, est coûteux et long, sans garantie de réussite. Pour les réseaux
d’interactions entre protéines, ils consistent en un archivage méticuleux de nombreuses sources
d’information pour constituer un ensemble cohérent. La quantité d’études nécessaires permettant
d’obtenir ces réseaux n’existe que pour quelques espèces très étudiées : l’humain, les souris ou la
drosophile par exemple.

Nous proposons dans cet article une méthode - re_actShap - qui utilise uniquement des
données issues du scRNA-seq pour la détection des rebranchements des GRNs. Cette méthode est
compatible avec l’environnement de développement "scanpy", qui est très utilisé pour l’analyse
de ce type des données scRNA-seq.

2 Etat de l’art
Des études suggèrent que les événements de rebranchements ont un fort impact phénotypique [3].
Ils sont impliqués dans la prise de décisions cellulaire [4], l’adaptation à l’environnement [5], la
réaction au stress [6] et la division cellulaire [7]. Le nombre croissant d’études publiées mention-
nant les relations de régulation nous aide à comprendre l’importance du rebranchement.

La détection des événements de rebranchements est un défi majeur pour la compréhension
des processus cellulaires. Elle pourrait permettre de mieux comprendre les différences entre les
types cellulaires, les états cellulaires, les états pathologiques ou encore les effets des traitements.

Cependant, cette tâche est encore exploratoire. Plusieurs articles ont été publiés dans le but de
détecter des rebranchements sur un ensemble de données pré-défini, avec une question biologique
spécifique. Afin de détecter des rebranchements entre deux conditions biologiques différentes, la
plupart des articles se limitent à appliquer des opérations ensemblistes sur les GRNs inférés pour
les deux conditions. Cependant, la revue de [8] suggère que de telles approches ne sont pas assez
robustes.

D’autres articles proposent des méthodes générales pouvant être utilisées dans différents con-
textes d’étude. Ces méthodes proposent d’enrichir l’approche des opérations ensemblistes en
usant d’outils issus de l’apprentissage automatique et des statistiques. Dans le tableau I sont
listés les méthodes que nous avons identifiées.

Comme l’indique ce tableau, toutes les méthodes utilisent des données scRNA-seq, ainsi que
des jeux de données complémentaires, dans une approche dite multi-omique. Pour la plupart des
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Méthode données d’entrées requises article

ANANSE scRNA-seq, APH, sc-ATAC-Seq, sc-ChIP-Seq [9]
sc-compreg pour deux populations: scRNA-seq, sc-ChIP-Seq [10]

RNCMI scRNA-seq, RIPP [11]
CEFCON scRNA-seq, RIPP [12]
TopicNet scRNA-seq, sc-ChIP-Seq [13]

Table I: Differentes methodes de detection des rebranchements des GRNs. APH signifie Atlas
des Protéines Humaines, et RIPP signifie Réseau d’Interaction Proteine-Proteine.

espèces, il n’est pas aisé d’obtenir tous ces jeux de données, car ils nécessitent l’adaptation des
techniques d’acquisitions à chaque nouvelle espèce, et cette adaptation est longue et coûteuse.
Par conséquent, ces données ne sont souvent pas disponibles, en particulier pour des organismes
qui ne font pas partie des quelques organismes modèles communément étudiés.

3 Présentation de re-actShap
Dans cet article, nous souhaitons nous appuyer uniquement sur l’utilisation des données de
type scRNA-seq. La méthode que nous proposons, re_actShap, est inspirée d’un autre outil
nommé Arboreto présentées dans [14]. Cette méthode est très populaire, et permet l’inférence des
GRNs. Le fonctionnement de re_actShap est le suivant : un modèle d’apprentissage automatique
est entraîné à la prédiction de l’expression d’un gène, en utilisant comme paramètre pour la
prédiction les expressions des facteurs de transcription (TFs). Ce modèle apprend les relations
complexes qui lient les TFs au gène cible.

À la différence d’Arboreto, nous proposons d’utiliser une méthode d’explicabilité locale. Pour
chacune des cellules, les TFs qui jouent un rôle dans la prédiction du modèle se voient attribuer
un score d’importance. Nous sélectionnons les 10 meilleurs TFs pour chacun des gènes (avec
ex aequo). Ces liens TF → TG sont considérés comme activés dans la cellule. Nous avons
choisi l’emploi des valeurs SHAP [15] appliquées à l’explicabilité de l’apprentissage automatique
qui est une méthode d’explicabilité locale qui propose des garanties d’équité, ce qui nous semble
adapté. Dans la pratique, le calcul de ces valeurs est très coûteux, et nous proposons d’en
calculer des approximations. De plus, nous sommes intéressés par les TFs les plus importants,
et nous sélectionnons donc les k TFs associés aux valeurs SHAP les plus élevées. Afin de réduire
le coût de calcul des valeurs SHAP, nous utilisons la méthode TopShap, décrite dans [16] qui
permet d’obtenir les top-k valeurs SHAP en élaguant l’espace de recherche lors d’un processus
d’approximation itératif. Nous recueillons toutes ces valeurs SHAP qui correspondent chacune
au niveau d’activation d’un des liens du GRN dans une des cellules de la population. Les cellules
sont maintenant toutes représentées par un vecteur indiquant l’activité de chacun des liens de
régulation, et sont donc représentées dans un nouvel espace.

Nous utilisons cet espace pour détecter des tendances dans les activations des cellules de
différents types cellulaires. Pour ce faire, nous utilisons un test statistique de Student. Les liens
de régulation qui sont statistiquement plus activés dans un type cellulaire comparé au reste de
la population sont qualifiés de liens de régulation marqueurs de ce type cellulaire. En comparant
les liens détectés pour chacun des types cellulaires, il est possible de détecter les TGs qui seraient
régulés par des TFs différents dans des types cellulaires différents.
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4 Démonstration
Nous proposons dans cette partie une démonstration de l’usage qui peut être fait de cette méth-
ode. Pour ce faire, nous utiliserons le jeu de données PBMC 3k mis à disposition par 10X
Genomics1. Le jupyter notebook utilisé pour cette démonstration, ainsi que les données sont
accessibles au lien suivant : https://gitlab.inria.fr/topshap/Re_actShap_demonstration

Nous distinguons plusieurs étapes. En premier lieu, il faut nettoyer les données. Ensuite,
interviens une étape de clustering des cellules et d’identification des types cellulaires parmi les
différents groupes formés par le clustering. Enfin, une fois les groupes identifiés, nous calculons
les représentations des cellules dans l’espace des liens de régulation2. La dernière consiste à
appliquer un test de Student. Pour chacun des liens de régulation, ce test permet l’obtention
d’un t-score et d’un p-value. Plus le t-score est élevé, plus le lien de régulation est sur-activé dans
le type cellulaire, et sous-activé ailleurs. Plus la p-value est faible, plus le résultat du test est
significatif. Ceci permet le classement des liens de régulation par t-score pour chacun des types
cellulaires. Nous sélectionnons les 20 premiers liens et les nommons liens de régulations marqueur
du type cellulaire. Nous présentons dans les figures 2, 3 et 4 les différentes visualisations que
nous utilisons pour analyser les résultats.

Dans la figure 2, nous représentons les liens marqueurs de chacun des types cellulaires avec
leurs expressions dans les différents groupes de cellules. Chacun des diagrammes montre les 20
liens de régulation marqueurs (axe y), avec la valeur du t-score associé représenté comme la
largeur de la barre (axe x, gauche), et les points représentant par leur taille la proportion de
cellules du groupe pour lesquelles ce lien est actif, et par leur couleur la moyenne de la valeur
d’activation dans le groupe de cellule (axe x, droite). On peut voir sur les graphiques que les
niveaux d’activation des différents liens marqueurs sont plus important dans le type cellulaire
pour lequel ils sont détectés comme marqueurs. Certains types proches biologiquement ont des
profils d’activation similaire, par exemples les monocytes CD14+ et FCGR3A+. Au contraire,
certains types cellulaires ont des profils d’activation unique, tels que les Megakaryocytes. On
remarque par ailleurs que les gènes cible des liens de régulation marqueurs (le TG dans le lien
TF→TG) sont souvent très uniformes parmi les liens détectés pour un même type cellulaire.

Dans la figure 3, nous observons la représentation des liens marqueurs sous la forme de liens
dans un réseau. La couleur du lien correspond au type cellulaire pour lequel le lien est détecté
comme statistiquement différent. Certains liens sont représentés par des lignes pointillées quand
ils sont détectés dans plusieurs types cellulaires.

La figure 4 est une représentation synthétique du réseau. La couleur des barres représente
le type cellulaire dans lequel est détecté le lien de régulation qui a pour cible le gène. Cette
figure permet d’identifier rapidement les gènes qui sont impliqués dans des liens de régulation
dans plusieurs types cellulaires. C’est le cas pour les gènes NKG7 et FCGR3A par exemple.
Nous faisons ici l’analyse suivante : ces gènes apparaissent comme étant régulés par des groupes
de TFs différents dans deux types cellulaires. Il est possible que ceci soit la matérialisation des
rebranchements dans le GRN. Il faudra vérifier ces résultats expérimentalement avant de pouvoir
affirmer que c’est bien le cas. Néanmoins, cet outil permet de générer des hypothèses et de limiter
le nombre d’expériences à envisager.

1les données sont accessibles au lien suivant: https://support.10xgenomics.com/
single-cell-gene-expression/datasets/1.1.0/pbmc3k

2Les étapes de pré-processing et de clustering des cellules sont des taches non-triviales, mais classique pour
l’étude des jeux de données single-cell. Classiquement, la production d’un jeu de données prend plusieurs mois,
et les traitements bio-informatiques des données produites plusieurs mois supplémentaires. Ici, le temps de calcul
d’une matrice d’association est de l’ordre de la journée, ce qui en fait un outil compatible avec les délais usuel de
ce type d’études.
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Figure 2: Les niveaux d’activités des liens de régulations détectés comme marqueurs dans chacun
des types cellulaires. Les types cellulaires B cells, CD4 T cells et CD8 T cells ne sont pas
représentés ici, mais les figures correspondantes sont disponibles sur le dépot Git.
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Figure 3: Les liens de régulation détéctés pour chacun des types cellulaires représentés dans
un réseau. La couleur des arretes correspond au type cellulaire dans lequel ce lien est detecté.
Certains liens sont détecté dans plusieurs types cellulaires, et les arretes correspondantes sont
représentées en pointillé.

Figure 4: Pour chacun des gènes cible, sont représentés le nombre de régulateurs détectés. Les
couleurs des barres représentent le nombre de régulateurs détectés dans chacun des types cellu-
laires.
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5 Conclusion
Cet article présente la méthode re_actShap, qui permet la détection d’événement de rebranche-
ments dans les réseaux de régulation de l’expression génique (GRNs). La nouveauté proposée par
cette méthode réside dans le fait que seul un jeu de données single-cell RNA sequencing (scRNA-
seq), et une liste de gènes spécifiques, dit facteurs de transcription (TFs). Avec seulement ces
deux entées, nous proposons d’entraîner des modèles d’apprentissage automatiques à prédire
l’expression des gènes cible à partir de l’expression des TFs. Grâce à une méthode d’explicabilité
des prédictions des modèles basées sur les valeurs SHAP nommée topShap, nous construisons
une matrice d’association dans laquelle chaque cellule du jeu de données est représentée par son
état d’activation du GRN. Puis grâce à un test de Student, nous détectons les liens de régu-
lation les plus différentiellements activés dans chacun des types cellulaires. Grâce à plusieurs
visualisations complémentaires, nous pouvons proposer des hypothèses sur les rebranchements
du GRN à l’œuvre dans le jeu de données étudié. Cette méthode est donc applicable dans un
grand nombre d’études. Afin de faciliter l’accès à la méthode re_actShap, nous avons rendu
l’implémentation compatible avec l’outil scanpy, qui est très utilisé pour l’analyse des données
de type scRNA-seq. La méthode, ainsi qu’un jupyter notebook sont accessible sur un dépôt Git
: https://gitlab.inria.fr/topshap/Re_actShap_demonstration
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