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Résumé

Cette thèse traite de la reconnaissance d’entités dans les documents océrisés guidée par une base de
données. Une entité peut être, par exemple, une entreprise décrite par son nom, son adresse, son numéro
de téléphone, son numéro TVA, etc. ou des méta-données d’un article scientifique tels que son titre, ses
auteurs et leurs affiliations, le nom de son journal, etc. Disposant d’un ensemble d’entités structurées
sous forme d’enregistrements dans une base de données et d’un document contenant une ou plusieurs
de ces entités, nous cherchons à identifier les entités contenues dans le document en utilisant la base de
données. Ce travail est motivé par une application industrielle qui vise l’automatisation du traitement des
images de documents administratifs arrivant en flux continu.

Nous avons abordé ce problème comme un problème de rapprochement entre le contenu du document
et celui de la base de données. Les difficultés de cette tâche sont dues à la variabilité de la représentation
d’attributs d’entités dans la base et le document et à la présence d’attributs similaires dans des entités
différentes. À cela s’ajoutent les redondances d’enregistrements et les erreurs de saisie dans la base de
données et l’altération de la structure et du contenu du document, causée par l’OCR.

Devant ces problèmes, nous avons opté pour une démarche en deux étapes : la résolution d’entités
et la reconnaissance d’entités. La première étape consiste à coupler les enregistrements se référant à une
même entité et à les synthétiser dans un modèle entité. Pour ce faire, nous avons proposé une approche
supervisée basée sur la combinaison de plusieurs mesures de similarité entre attributs. Ces mesures per-
mettent de tolérer quelques erreurs sur les caractères et de tenir compte des permutations entre termes.

La deuxième étape vise à rapprocher les entités mentionnées dans un document avec le modèle
entité obtenu. Nous avons procédé par deux manières différentes, l’une utilise le rapprochement par le
contenu et l’autre intègre le rapprochement par la structure. Pour le rapprochement par le contenu, nous
avons proposé deux méthodes : M-EROCS et ERBL. M-EROCS, une amélioration/adaptation d’une
méthode de l’état de l’art, consiste à faire correspondre les blocs de l’OCR avec le modèle entité en se
basant sur un score qui tolère les erreurs d’OCR et les variabilités d’attributs. ERBL consiste à étiqueter
le document par les attributs d’entités et à regrouper ces labels en entités. Pour le rapprochement par
les structures, il s’agit d’exploiter les relations structurelles entre les labels d’une entité pour corriger
les erreurs d’étiquetage. La méthode proposée, nommée G-ELSE, consiste à utiliser le rapprochement
inexact de graphes attribués modélisant des structures locales, avec un modèle structurel appris pour cet
objectif.

Cette thèse étant effectuée en collaboration avec la société ITESOFT-Yooz, nous avons expérimenté
toutes les étapes proposées sur deux corpus administratifs et un troisième corpus extrait du Web.

Mots-clés: Reconnaissance d’entités, Document océrisé, Base de données, Rapprochement d’entités,
Résolution d’entités, Mesures de similarité, Rapprochement de graphes, Structure locale.

Abstract

This thesis focuses on entity recognition in documents recognized by OCR, driven by a database.
An entity is a homogeneous group of attributes such as an enterprise in a business form described by the
name, the address, the contact numbers, etc. or meta-data of a scientific paper representing the title, the
authors and their affiliation, etc. Given a database which describes entities by its records and a document
which contains one or more entities from this database, we are looking to identify entities in the document
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using the database. This work is motivated by an industrial application which aims to automate the image
document processing, arriving in a continuous stream.

We addressed this problem as a matching issue between the document and the database contents. The
difficulties of this task are due to the variability of the entity attributes representation in the database and
in the document and to the presence of similar attributes in different entities. Added to this are the record
redundancy and typing errors in the database, and the alteration of the structure and the content of the
document, caused by OCR.

To deal with these problems, we opted for a two-step approach : entity resolution and entity recog-
nition. The first step is to link the records referring to the same entity and to synthesize them in an entity
model. For this purpose, we proposed a supervised approach based on a combination of several similarity
measures between attributes. These measures tolerate character mistakes and take into account the word
permutation.

The second step aims to match the entities mentioned in documents with the resulting entity model.
We proceeded by two different ways, one uses the content matching and the other integrates the structure
matching. For the content matching, we proposed two methods : M-EROCS and ERBL. M-EROCS,
an improvement / adaptation of a state of the art method, is to match OCR blocks with the entity model
based on a score that tolerates the OCR errors and the attribute variability. ERBL is to label the document
with the entity attributes and to group these labels into entities. The structure matching is to exploit the
structural relationships between the entity labels to correct the mislabeling. The proposed method, called
G-ELSE, is based on local structure graph matching with a structural model which is learned for this
purpose.

This thesis being carried out in collaboration with the ITESOFT-Yooz society, we have experimented
all the proposed steps on two administrative corpuses and a third one extracted from the web.

Keywords: Entity recognition, Ocred document, Database, Entity matching, Entity resolution, Similar-
ity measure, Graph matching, Local structure.
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Notations et définitions

e : une entité définie comme un objet, une réalité ou une chose concrète ou abstraite d’un domaine
fonctionnel, identifiable par ses attributs et potentiellement en relation avec les autres entités du
domaine.

BD : une base de données définie comme une structure de données qui organise des entités, compo-
sée de tables et des associations entre elles.

E : Le modèle entité composé d’un ensemble d’entités e.

T : une table dans une base de données composée d’un ensemble fini de champs (ou colonnes) et
d’un ensemble fini d’enregistrements.

r : un enregistrement composé d’une suite d’attributs.

c : un champ qui renseigne sur la sémantique des attributs dans la table.

e.c : l’attribut (une caractéristique) associé à l’entité e correspondant au champ c.

d : un segment d’un document représentant une séquence d’une ou plusieurs phrases consécutives
dans un document, composée chacune par une suite de mots.

OCR : la reconnaissance optique de caractères (en anglais Optical Character Recognition) désigne
les procédés informatiques pour la transformation d’images de textes imprimés en fichiers de
texte.

D : un document océrisé défini comme un document image traduit en fichier texte par l’OCR.

b : un bloc représentant un ensemble de lignes qui forment un paragraphe dans un document océrisé.

d ∈ D : un segment qui correspond à un bloc ou un ensemble de blocs contigus dans un document
océrisé.

t : un terme (mot) dans une chaîne de caractères.

l : un label qui représente une expression étiquetée dans le document image définie par sa valeur
textuelle v, son champ c et ses coordonnées physiques.

conf : la confiance d’étiquetage d’un label l par un champ c.

P (l ∈ e/e) : la probabilité d’appartenance d’un label l à une entité connue e.

S(e) : une structure locale définie par un ensemble de labels d’une entité e proches physiquement
dans une page.

Ps(c) : la probabilité d’appartenance d’un label dont le champ est c à une structure locale quel-
conque.

G = (N,A, µ, ξ) : un graphe attribué défini par un ensemble de nœuds N , un ensemble d’arcs A et
deux fonctions d’étiquetage de nœuds et d’arcs µ et ξ.

n ∈ N : un nœud dans N défini par un vecteur de caractéristiques.

a ∈ A : un arc dans A défini par un vecteur de caractéristiques.
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Notations et définitions

f : une caractéristique associée à un nœud ou un arc.

df (f1, f2) : la distance de deux caractéristiques f1 et f2 de type f .

nt : le nombre de termes d’un label.

nl : le nombre de lignes d’un label.

p : la police normalisée d’un label par rapport à la police moyenne du document.

vs : la séparation verticale en nombre de lignes entre deux labels.

hs : la séparation horizontale en nombre de caractères entre deux labels.

al : l’alignement (gauche, centré, droite) entre deux labels.

δ(G,G′) : la fonction de mise en correspondance entre deux graphes G et G′.

C(G,G′, δ) : le coût de la mise en correspondance δ.

C(G,G′) : le coût de rapprochement entre deux graphes G et G′.

CN (n, n′) : le coût de rapprochement entre deux nœuds n et n′.

CA(a, a′) : le coût de rapprochement entre deux arcs a et a′.
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Chapitre 1

Introduction générale
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1.1 Contexte et objectifs

Cette thèse s’inscrit dans le domaine du rapprochement de données venant de sources hétérogènes.
Étant donné une base de données qui décrit des entités par des enregistrements et un document qui men-
tionne une ou plusieurs de ces entités, nous nous intéressons à l’identification des entités mentionnées
dans ce document en étant guidés par la base de données. L’application concerne les documents numéri-
sés reconnus par un OCR (documents océrisés).

Cette thèse a été réalisée dans le cadre du projet industriel DoD (Documents on Demand) en collabo-
ration avec la société ITESOFT-Yooz 1. ITESOFT-Yooz est un éditeur innovateur de logiciels spécialisés
dans l’analyse et la reconnaissance de documents. Ses clients sont des administrations publiques ou pri-
vées (telles que CAF, EDF, les banques, etc.) qui lui envoient quotidiennement leurs documents en flux
continu. Les documents peuvent être de différents types (électroniques, papiers, etc.) et de différentes
classes (bons de commandes, factures, mails, etc.). Ils doivent être traités automatiquement de manière
rapide et efficace. Pour ce faire, il est nécessaire d’identifier et d’extraire les informations qui y sont
contenues et de les représenter de manière structurée. Comme les données qui décrivent des entités par-
ticulières dans les documents administratifs sont souvent sauvegardées dans des bases de données, nous
nous sommes orientés vers une démarche de rapprochement entre la représentation d’entités dans le do-
cument et leurs définitions structurées dans la base de données (appelé rapprochement d’entités dans la
suite). La finalité de ce processus est double : d’une part, enrichir le document par des méta-données à
partir de la description des entités dans la base de données et d’autre part, compléter les enregistrements
de la base à partir du contenu des documents, en y ajoutant les attributs manquants.

1.2 Difficultés

Le rapprochement d’entités consiste à identifier une entité mentionnée dans un document par un
rassemblement d’un nombre suffisant de ses attributs (valeurs de champs), extraits en utilisant la base de

1. http ://www.yooz.fr
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données. Cette identification doit se faire sans connaissance a priori sur le document traité. Une solution
primitive consiste à maximiser l’intersection entre les termes du document et les attributs des entités de
la base de données. Cette méthode est coûteuse, car elle nécessite une comparaison terme à terme entre
le document et toutes les entités dans la base de données. De plus, elle est trop sensible aux ambiguïtés
qui sont rencontrées lors de la sélection de la meilleure entité dans la base de données. Ces ambiguïtés
peuvent être dues à des attributs partagés par plusieurs entités, ou qui apparaissent dans plusieurs champs
de la base de données (Par exemple, l’attribut “Nancy” peut être à la fois un “prénom de personne” et un
“nom de ville”). Un exemple est montré dans la Figure 1.1, où la Figure 1.1 (a) représente un document
administratif qui mentionne une entité “personne” et la Figure 1.1 (b) représente deux entités dans la base
de données des personnes. Ces deux entités possèdent des attributs en commun avec l’entité mentionnée
dans le document et induisent ainsi une ambiguïté dans son rapprochement.

Les défis consistent à résoudre ces cas d’ambiguïté et à surmonter les variantes de représentation
d’attributs dans la base de données et dans les documents. Ces différences sont causées par des variations
textuelles telles que des abréviations (par exemple, “St Cecile” et “Saint Cecile” dans la Figure 1.1), des
formats différents (par exemple pour la date, “14 juillet 1983” et “14/07/1983” dans la Figure 1.1), des
surnoms, des fusions ou des permutations de mots, de l’absence de ponctuations, etc. Par ailleurs, comme
nous traitons des documents reconnus par OCR, leurs contenus peuvent être bruités et leurs structures
peuvent être altérées. À cela s’ajoute, la mauvaise qualité de la base de données qui peut contenir des
redondances d’enregistrements, des informations incomplètes et des erreurs de saisie.

Le défi est d’autant plus important que l’état de l’art est quasiment inexistant dans le domaine de
l’analyse de documents images. S’il est plus important dans le domaine de la fouille de données, les
méthodes restent inadaptées au cas de documents océrisés.

Les approches existantes dans le domaine de la fouille de données traitent seulement des documents
du Web et considèrent leur contenu comme une succession de phrases formant des paragraphes ou seg-
ments bien structurés. Elles se basent sur la comparaison entre les termes des segments et des entités dans
la base de données. Ces approches sont inappropriées aux documents océrisés dont la structure d’origine
est altérée par l’OCR. De plus, ces approches emploient des comparaisons strictes entre les termes qui
échouent dans le cas d’un texte bruité reconnu par l’OCR. L’utilisation de mesures de similarité peut
être intéressante pour résoudre ce problème, mais la question qui se pose est : quelle(s) mesure(s) uti-
liser, surtout que les erreurs d’OCR diffèrent des fautes d’orthographe courantes et nécessitent donc un
traitement spécial ?

Des connaissances a priori sur la structure de documents et la représentation d’entités dans les docu-
ments pourraient faciliter la tâche de rapprochement d’entités. Ceci n’est pas possible dans notre cas car
les documents arrivent en flux continu, leurs structures changent au cours du temps et la représentation
d’entités varie.

Par ailleurs, les bases de données utilisées dans les approches existantes de reconnaissance d’entités
sont supposées être fiables et complètes. Et même si des problèmes liés à la mauvaise qualité des bases
de données ont été traités dans d’autres contextes, ils n’ont jamais été combinés, à nos connaissances,
avec le problème de reconnaissance d’entités dans les documents.

À travers ces défis, apparaissent trois points qui doivent être pris en compte pour réussir le rappro-
chement de données. Ces points sont traités dans cette thèse :

— Un travail de normalisation et d’épuration des entités dans la base de données.
— Une modélisation de la structure des documents océrisés pour faciliter la recherche et l’extraction

d’entités.
— Une prise en considération, lors du rapprochement, des cas d’ambiguïté, des erreurs de contenu

générées par l’OCR et des variantes de représentation d’attributs dans le document et dans la base
de données.

La figure 1.2 montre la démarche globale proposée pour réaliser le rapprochement. Cette démarche
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(a) Exemple d’un document administratif

(b) Échantillon d’une base de données décrivant des “personnes”

Figure 1.1 – Un exemple montrant une ambiguïté de rapprochement d’entités : les termes encadrés en
rouge ou en bleu dans le document correspondent à des attributs (colorés en rouge en en bleu) de deux
entités différentes dans la base de données.
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Figure 1.2 – Système global

comporte deux principales étapes : la résolution d’entités et la reconnaissance d’entités. La résolution
d’entités consiste à coupler, dans une base de données, les enregistrements se référant à une même entité
et de proposer pour chaque entité un modèle synthétisant ses variations. La reconnaissance d’entités
a pour objectif d’identifier les entités mentionnées dans les documents en se servant de leurs modèles
d’entité et d’un modèle document qui structure les entités telles qu’elles apparaissent dans le document.

1.3 Description des chapitres

Le reste de ce mémoire est organisé comme suit :
D’abord, nous commençons par décrire, dans le Chapitre 2, les corpus utilisés. Ensuite, nous pré-

sentons nos travaux de recherche en deux parties :
Dans la Partie I, nous détaillons l’étape de résolution d’entités dans une base de données. Cette

partie est composée de deux chapitres :
Dans le Chapitre 3, nous présentons l’état de l’art sur les mesures de similarité entre des chaînes

de caractères, qui serviront dans la comparaison d’attributs. Ensuite, nous donnons un aperçu sur les
méthodes de couplage d’enregistrements.

Dans le Chapitre 4, nous décrivons une approche de résolution d’entités qui consiste à coupler les
enregistrements se référant à une même entité et à les représenter par un modèle entité. Le couplage d’en-
registrements se base sur la comparaison d’attributs en combinant plusieurs mesures de similarité. Deux
méthodes de combinaison où l’une est supervisée et l’autre est non supervisée sont étudiées. L’approche
de résolution d’entité est ensuite évaluée sur des bases de données réelles.

Dans la Partie II, nous détaillons l’étape de reconnaissance d’entités dans les documents océrisés.
Cette partie est composée de trois chapitres :

Dans le Chapitre 5, nous étudions les méthodes de reconnaissance d’entités proposées dans la litté-
rature en distinguant le cas des documents du Web et les documents océrisés. Nous mettons la lumière sur
les traitements faits pour pallier les problèmes liés aux documents océrisés, notamment pour la correction
des erreurs d’OCR.

Dans le Chapitre 6, nous proposons deux méthodes de reconnaissance d’entités basées sur le rap-
prochement par le contenu. La première, nommée M-EROCS, modélise les documents par des segments
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(blocs de l’OCR) et propose de faire correspondre ces segments avec les entités dans le modèle entité.
La deuxième méthode, nommée ERBL, se base sur l’étiquetage des attributs d’entités dans le document
puis un regroupement des étiquettes (labels) en entités. Ces deux méthodes sont ensuite évaluées sur les
corpus d’étude et comparées avec l’état de l’art.

Dans le Chapitre 7, nous résolvons le problème de reconnaissance d’entités à l’aide du rapproche-
ment de graphes de structures. D’abord, nous présentons une étude théorique détaillée sur les méthodes
de rapprochement de graphes dans la littérature. Ensuite, nous proposons une méthode de reconnaissance
d’entités, nommée G-ELSE, qui emploie les relations structurelles pour la correction des erreurs d’éti-
quetage. Le chapitre se termine par des expérimentations qui feront ressortir l’intérêt de l’emploi des
structures.

Enfin, le Chapitre 8 présentera les conclusions sur le travail accompli dans cette thèse et donnera
quelques perspectives de ce travail.
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Description des corpus
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2.1 Introduction

Pour diversifier les entités recherchées et montrer l’efficacité des méthodes proposées, nous avons
utilisé trois types de corpus : corpus d’entreprises, corpus d’articles scientifiques et corpus de matériaux.
Nous décrivons dans la suite chacun de ces corpus.

2.2 Corpus d’entreprises

C’est un corpus fourni par des clients de la société ITESOFT-Yooz, où les entités sont les clients et
les fournisseurs de documents de type facture ou bon de commande. Ce corpus est composé de :

— 278 documents image multipages représentant :
— 200 factures ;
— 78 bons de commande ;

— une base de données qui contient 229338 enregistrements décrits chacun par :
— des champs d’identifiants : identifiant, nom ;
— des champs d’adresse : voie, complément d’adresse, code postal, ville, pays ;
— des champs de données de contact : téléphone, fax, e-mail, site web ;
— des champs de données juridiques : numéro SIREN, numéro SIRET, numéro TVA;

— une table de vérité qui relie les documents avec leurs identifiants d’enregistrements dans la base
de données (526 entités recherchées).

Chaque document image est traité par OCR et donné par un fichier XML (qui décrit la structure
physique du document sous forme hiérarchique : blocs, lignes, mots et caractères avec leurs coordonnées
dans le plan de l’image).

Nous montrons deux exemples de factures dans la Figure 2.1 où les éléments encadrés par la même
couleur représentent les attributs d’une même entité. Nous remarquons que ces attributs sont regroupés
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(dans des structures adresses, des structures de formulaires, etc.) dans différentes zones du document.
La description des entités représentées dans ces documents dans la base de données est montrée dans
le Tableau 2.1 où la première colonne représente les champs de la base d’entreprises et les colonnes
suivantes représentent les valeurs de ces champs pour différents enregistrements.

Tableau 2.1 – Un échantillon de 4 enregistrements extraits de la base d’entreprises
Enregistrement 1 Enregistrement 2 Enregistrement 3 Enregistrement 4

Id 37772 44181 44180 47460
Nom Sas Jacoulot Vecatel Vecanord Sarl Delomier
Adresse1 546 rue des Jacques rue des Esselots Rt Beaumont (null)
Adresse2 (null) Zac des Combottes (null) (null)
Code postal 71570 25700 44180 71800
Ville Romaneche Thorins Valentigney Noyelles Godault Varennes sous Dun
Téléphone 0385355185 0381361212 0321493820 0385280407
Fax 0385355556 0381345166 0321494029 (null)
E-mail info@jacoulot.fr trans@vecatel.fr svecanord@-cassier.fr (null)
Web (null) www.vecatel.fr www.cassier.fr (null)
Siren 401484183 300796554 409032059 382678092
Siret 40148418300017 30079655400032 40903205900035 (null)
Tva FR69401484183 FR32300796554 FR17409032059 FR03382678092

Un autre exemple de document extrait du corpus d’entreprises, représentant une facture, est montré
dans la Figure 2.2. Il contient des attributs communs partagés par des entités différentes (signalés par des
couleurs spécifiques), comme les noms d’entreprises “TIMAC AGRO” et “FRANCE SECURITE”.

La base d’entreprises est construite par plusieurs utilisateurs, de façon progressive et non contrôlée.
Elle contient donc des redondances d’enregistrements se référant à une même entité. En se basant sur
des statistiques faites sur cette base, nous comptons :

— 229338 enregistrements ;
— 129804 entités distinctes ;
— pourcentage de redondance : 43.4% ;
— nombre moyen d’enregistrements par entité : 1.77 ;
— nombre maximal d’enregistrements par entité : 181.

2.3 Corpus d’articles scientifiques

Le deuxième corpus est public. Il est extrait de sites d’archives d’articles scientifiques : HAL 2,
ISTEX 3 et DBLP 4. Il comprend des documents qui représentent les premières pages d’articles scien-
tifiques. Nous avons aussi créé une base de données à partir de la description (disponible en fichiers
XML ou CSV) des méta-données de ces articles. Les documents sont océrisés par l’OCR de la société
ITESOFT-Yooz (ABBY Finereader paramétré par la société). Ce corpus contient :

— 252 images (premières pages des articles) représentant :
— 50 revues dans des journaux (IJDAR, PRL, PR, etc.) ;
— 140 actes de conférences (VLDB, KDD, ICPRAM, IEEE, etc.) ;
— 48 manuscrits de thèse ;

2. https ://hal.archives-ouvertes.fr/
3. http ://www.istex.fr/
4. http ://dblp.uni-trier.de/
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(a) Les attributs de l’entité en vert sont éparpillés dans différentes zones de la page du document. Les attributs de l’entité en
rouge sont regroupés dans l’entête de la page et forment une structure d’adresse postale et une structure en formulaire.

(b) Les attributs de l’entité en bleu sont regroupés dans deux zones éloignées : l’entête et le pied de page.

Figure 2.1 – Exemples de deux documents, d’une page chacun, extraits du corpus d’entreprises. Les
éléments encadrés par la même couleur représentent les attributs d’une même entité.
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Figure 2.2 – Un document extrait du corpus d’entreprises montrant des entités différentes (représentées
par des couleurs différentes) mais ayant des attributs communs. le nom d’entreprise “TIMAC AGRO”
est commun entre l’entité en vert et l’entité en rouge ; le nom d’entreprise “FRANCE SECURITE” est
commun entre l’entité en bleu et l’entité en orangé.
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Tableau 2.2 – Un échantillon de 2 enregistrements extraits de la base de références bibliographiques
Enregistrement 1 Enregistrement 2

Id hal-00918671 conf/kdd/Lacoste-JulienPDKGG13
Type Communication (null)
Titre SiGMa : Simple Greedy Matching for Ali-

gning Large Knowledge Bases
SIGMa : simple greedy matching for ali-
gning large knowledge bases

Auteurs Simon Lacoste-Julien ; Konstantina Palla ;
Alex Davies ; Gjergji Kasneci ; Thore
Graepel ; Zoubin Ghahramani

S. Lacoste-Julien ; K. Palla ;A. Davies ; G.
Kasneci ; T. Graepel ; Z. Ghahramani

Affiliations INRIA;University of Cambridge ;Univer-
sity of Cambridge ;Microsoft Research ;
Microsoft Research ; University of Cam-
bridge

(null)

Date production 2013-08-11 2013
Journal (null) (null)
Éditeur (null) (null)
Pages pp. 572-580 572-580
Conférence KDD 2013 - The 19th ACM SIGKDD

International Conférence on Knowledge
Discovery and Data Mining

KDD

Date conférence 2013-08-11 2013

— 14 posters ;
— une base de données composée de 415500 enregistrements décrits par :

— des champs de références : titre, sous-titre, type de la référence ;
— des champs d’éditions : nom de conférence, nom de journal, volume, numéro, page, éditeur,

date production, date acceptation, date publication ;
— des champs d’auteurs : noms, prénoms, affiliations, adresses, téléphones, faxes, e-mails ;

— une table de vérité qui relie chaque document avec des identifiants d’enregistrements dans la base
de données (252 entités recherchées).

Un exemple de première page d’un acte de conférence est montré dans la figure 2.3 où les éléments
encadrés en vert représentent les méta-données sur cet article. Le Tableau 2.2 montre un extrait de la base
de références bibliographiques où la première colonne représente les champs de la base de données et la
deuxième, représente les attributs de deux enregistrements qui correspondent à l’entité représentée par
la Figure 2.3. Nous constatons des variations dans certains attributs tels que l’abréviation dans le champ
“conférence”, la représentation des prénoms par leurs initiaux dans le champ “auteur” et le manque de
certains attributs (représentés par “(null)”), etc.

D’autres exemples de premières pages d’articles scientifiques sont montrés dans la Figure 2.4, où
la Figure 2.4 (a) correspond à un acte de conférence, la Figure 2.4 (b) correspond à une revue dans un
journal, la Figure 2.4 (c) correspond à un poster et la Figure 2.4 (d) correspond à un manuscrit de thèse.
En effet, ces documents montrent des variations dans les présentations d’attributs d’entités (attributs
alignés à gauche, sur la même ligne, contigus, éparpillés, etc.), dans différentes zones dans le document
(entête, pied de page, corps de la page, etc.).

Comme la base d’articles scientifiques est une fusion de données extraites de 3 différents sites, elle
contient des redondances d’enregistrements, où nous comptons :

— 415500 enregistrements ;
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Figure 2.3 – Un document du corpus d’articles scientifiques, les éléments encadrés en vert représentent
les méta-données sur cet article. Les attributs représentant le titre, les auteurs et leurs affiliations sont
localisés dans le haut de la page. Les attributs qui décrivent la conférence sont localisés en bas de page.
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(a) Un acte de conférence : attributs regroupés en haut ou en
bas de page.

(b) Une revue dans un journal : attributs regroupés dans dif-
férentes zones de la page.

(c) Un poster : attributs regroupés dans l’entête ou le bas de
page.

(d) Un manuscrit de thèse : attributs éparpillés dans la page.

Figure 2.4 – Exemples de documents extraits du corpus d’articles scientifiques (premières pages) mon-
trant la variabilité de la structuration des attributs d’entités.
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Tableau 2.3 – Un échantillon de 3 enregistrements extraits de la base de matériaux
Enregistrement 1 Enregistrement 2 Enregistrement 3

Id 121 122 123
Référence 40-908-001 1-921-001-KIT1 41-200-044
Quantité 1 1 1
Description Pxi chassis 8 slots Pcivicia-Pxi control kit Dmm 6.5 Smx2044
Num. série 8470NS3003 8102SC10 10073071
Prix 1766.00 1500.00 2063.00
Prix unit. 1766.00 1500.00 2063.00
Prix net 1766.00 1500.00 2063.00
Taxe 0 0 0

— 286695 entités distinctes ;
— pourcentage de redondance : 31% ;
— nombre moyen d’enregistrements par entité : 2.5 ;
— nombre maximal d’enregistrements par entité : 3.

2.4 Corpus de matériaux

C’est un corpus qui est fourni par des clients de la société ITESOFT-Yooz, où nous proposons d’ex-
traire les matériaux commandés dans des factures. Ce corpus est composé de :

— 200 images multipages représentant 200 Factures ;
— une base de données composée de 86600 enregistrements décrits par :

— des champs de matériel : référence, description, numéro de série, quantité, etc. ;
— des champs de prix : prix unitaire, taxe, prix net, etc. ;

— une table de vérité qui relie chaque document avec des identifiants d’enregistrements dans la base
de données (630 entités recherchées).

Pour chaque base de données, nous disposons d’une table de vérité, annotée manuellement, qui as-
socie aux identifiants d’enregistrements se référant à la même entité, un même index.

Nous montrons deux extraits de factures dans la Figure 2.5 où les attributs des matériaux comman-
dés, par chaque facture, sont décrits par les lignes d’un tableau. La description des matériaux commandés
dans la facture de la Figure 2.5 (a), resp. Figure 2.5 (b) dans la base de matériaux est montrée par les
colonnes du Tableau 2.3, resp. Tableau 2.4. Nous pouvons signaler la difficulté de rapprocher certains
attributs à cause de variations dans leurs représentations dans le document et dans la base de données,
A titre d’exemple, les attributs qui correspondent au champ “description” sont des chaînes de carac-
tères longues et variables. De plus, certains attributs sont fusionnés tels que ceux qui correspondent aux
champs “désignation” et “marque” (voir Tableau 2.4).

2.5 Conclusion

Nous avons décrit dans ce chapitre les corpus utilisés pour l’évaluation de nos méthodes.
D’après les exemples de documents montrés, nous constatons que les entités peuvent être structu-

rées de différentes manières dans chacun des corpus (structures d’adresses, de formulaires, de lignes de
tableau, etc.). De plus, les termes qui mentionnent les entités peuvent être rassemblés ou éparpillés. Ils
peuvent figurer dans n’importe quelle zone de la page (dans l’entête, le corps de la page, le pied de page,
etc.). Ceci va rendre complexe la tâche de reconnaissance d’entités dans ces documents.
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2.5. Conclusion

(a) Facture 1

(b) Facture 2

Figure 2.5 – Deux factures extraites du corpus de matériaux, les attributs des matériaux commandés par
chaque facture sont décrits par les lignes d’un tableau. Les éléments encadrés par une même couleur
représentent les attributs d’une même entité.
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Tableau 2.4 – Un échantillon de 6 enregistrements extraits de la base de matériaux
Enregistrement
1

Enregistrement
2

Enregistrement
3

Enregistrement
4

Enregistrement
5

Enregistrement
6

Id 88 89 90 91 92 93
Référence (null) (null) (null) (null) (null) (null)
Quantité 1 1 1 1 1 1
Description Videoprojec-

teur XGA
1024X768
OLP Mit-
subichi XD
4

Support de vi-
deoprojecteur
potence Eurex
supp sup

Selecteur de
sources IR et
contrôle de
volume extr

Support selec-
teur de source
support mural
Extron E

Forfait ca-
blage connec-
tique visserie.
Imatech DIV

Forfait main
d’œuvre
installation
réglages
format

Num. série (null) (null) (null) (null) (null) (null)
Prix (null) (null) (null) (null) (null) (null)
Prix unit. 1680.00 228 298 48 80 840
Prix net 1680.00 228 298 48 80 840
Taxe 0 0 0 0 0 0

D’après la description des bases de données, nous signalons que les deux premières bases (celle
d’entreprises et celle d’articles scientifiques) souffrent du problème de redondance. Elles nécessitent
donc un traitement de résolution d’entités.
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Première partie

Résolution d’entités
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Introduction

La base d’entités est souvent un dépôt de données fait de manière non contrôlée : elle résulte d’une
fusion de différentes sources de données ; elle est mise à jour dynamiquement et elle est souvent gérée par
plusieurs administrateurs. Ceci conduit à des données dupliquées, incomplètes et erronées. Les attributs
d’entités peuvent être absents, nombreux ou différents, comprenant des écritures non standardisées et des
erreurs typographiques.

Pour exploiter ces données, il est nécessaire de les épurer. La résolution d’entités joue ce rôle en
faisant la synthèse de tous les enregistrements, en enlevant les redondances de définitions, en identifiant
les différentes écritures d’un même attribut telles que les abréviations, les acronymes et en repérant les
erreurs typographiques, voire les corrigeant quand elles sont identifiées.

La Figure 1 montre un talon de paiement extrait d’une facture et le Tableau 1 montre les 3 enre-
gistrements qui décrivent l’entité “entreprise” dans la base de données. Nous notons des représentations
variables de certains attributs (par exemple, dans “nom” et “ville”), des manques d’attributs dans certains
enregistrements (par exemple, “e-mail” dans Enreg. 1 et Enreg. 2) ou des valeurs différentes pour certains
attributs (par exemple, dans “téléphone”).

Figure 1 – Talon de paiement extrait d’une facture

Cette partie est organisée en deux chapitres. Dans le Chapitre 3, nous présentons l’état de l’art sur les
mesures de similarité et les méthodes de couplage d’enregistrements. Dans le Chapitre 4, nous proposons
une approche de résolution d’entités et nous proposons une validation expérimentale de cette approche.
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Introduction

Tableau 1 – Un échantillon de 3 enregistrements extraits de la base des entreprises
Enregistrement 1 Enregistrement 2 Enregistrement 3

Nom Siaep rive droite allier S.i.a.e.p. allier Siaep rive droite
Adresse Les sanciots Les sanciots Saint-Jean
Code postal 03460 03460 03400
Ville Trevol Trevol Trevol auvergne
Téléphone (null) 0470468191 0470468198
Fax (null) 0470468190 (null)
E-mail siaep@rda.fr (null) siaep.rda@wanadoo.fr
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Chapitre 3

État de l’art

Sommaire
3.1 Introduction . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 35
3.2 Mesures de similarité . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 35

3.2.1 Mesures à base de séquences de caractères . . . . . . . . . . . . . . . . . 36
3.2.2 Mesures à base de sacs de mots . . . . . . . . . . . . . . . . . . . . . . . 38
3.2.3 Mesures hybrides . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 39
3.2.4 Comparaison et combinaison de mesures . . . . . . . . . . . . . . . . . . 42

3.3 Couplage d’enregistrements . . . . . . . . . . . . . . . . . . . . . . . . . . . . 42
3.3.1 Méthodes déterministes . . . . . . . . . . . . . . . . . . . . . . . . . . . 43
3.3.2 Méthodes probabilistes . . . . . . . . . . . . . . . . . . . . . . . . . . . 43

3.4 Conclusion . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 45

3.1 Introduction

Le problème de la résolution d’entités est plus connu dans la communauté des bases de données
sous le nom de fusion (merge)/nettoyage (purge). Il consiste à relier les enregistrements se référant à la
même entité, nommé couplage d’enregistrements, dans le but d’enlever les redondances. Le couplage
d’enregistrements dans une base de données s’appuie souvent sur la comparaison d’attributs en utilisant
des mesures de similarité qui tolèrent certaines variantes de représentations.

Dans ce chapitre, nous présentons dans la Section 3.2 une étude de plusieurs mesures de similarité
proposées dans la littérature. Nous nous intéressons également aux techniques de comparaison et de
combinaison de ces mesures. Ensuite, nous proposons dans la Section 3.3 une étude bibliographique des
méthodes de couplage d’enregistrements dans une base de données.

3.2 Mesures de similarité

Pour comparer les attributs d’enregistrements d’une base de données, des mesures de similarité entre
chaînes de caractères sont souvent utilisées dans le but de tolérer leurs variations. Des études de ces
mesures sont présentées dans [Cohen03a, Cohen03b, Bilenko03a]. Les mesures peuvent être classées en
trois catégories : les mesures basées sur les séquences de caractères, les mesures basées sur les sacs de
mots et les mesures hybrides. Les 8 enregistrements extraits de la base d’entreprises, qui se réfèrent à
une même entité et qui sont représentés dans le Tableau 3.1, serviront d’exemples.
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Tableau 3.1 – Échantillon de 8 enregistrements de la table des entreprises
Nom Adresse Code postal Ville Téléphone

Enregistrement
1

Xerox 24 rue de la chapelle 97122 Baie Ma-
hault

0825082081

Enregistrement
2

Xerox0 (null) (null) (null) (null)

Enregistrement
3

Xeroxfs CDG 92000 Neuilly-sur-
Seine

0825082090

Enregistrement
4

Xerox financial
servicex

120 avenue Charles de
gaulle

92202 Neuilly 0825082081

Enregistrement
5

Xerox finacial
services

Charles de gaulle 92202 Neuilly 0825082081

Enregistrement
6

Xerox financial
sces

120 av. Charles de
gaulle

92000 Neuilly sur
seine

0825082081

Enregistrement
7

Xerox financial
services

120 av Charles de
gaulle

92202 Neuilly 0825082090

Enregistrement
8

Financial ser-
vices xerox

Av Charles de gaulle 92000 Neuilly sur
seine

(null)

3.2.1 Mesures à base de séquences de caractères

Ces mesures définissent la similarité par la présence de caractères identiques à des positions simi-
laires. Nous étudions ci-dessous les mesures de Levenshtein, de Jaro et de Jaro-Winkler.

3.2.1.1 Mesure de Levenshtein

C’est la mesure d’édition la plus utilisée pour comparer des chaînes de caractères [Levenshtein66].
Elle affecte des coûts pour les opérations d’insertion, de suppression ou de substitution et calcule le coût
minimal de transformation d’une chaîne en une autre. Soient S = s1, s2, . . . , sn et T = t1, t2, . . . , tm
deux chaînes de caractères. La mesure de Levenshtein entre S et T est donnée par dmn, définie par la
récurrence de l’équation (3.1) :

d0,0 = 0 ;

di,0 =
∑i

k=1 coût(tk → ε) ∀ 1 ≤ i ≤ m;

d0,j =
∑j

k=1 coût(ε→ sk) ∀ 1 ≤ j ≤ n;

di,j =


di−1,j−1 si sj = ti

min


di−1,j + coût(ti → ε)
di,j−1 + coût(ε→ sj)
di−1,j−1 + coût(si → tj)

∀ sj 6= ti
∀ 1 ≤ i ≤ m, 1 ≤ j ≤ n.

(3.1)

où ε représente le vide, coût(ti → ε), coût(ε → sj) et coût(si → tj) représentent respectivement le
coût de suppression de ti, le coût d’insertion de sj et le coût de substitution de si par tj .

Dans la version classique de la mesure de similarité de Levenshtein, des coûts unitaires sont utilisés
(voir l’équation (3.2)).

coût(si → tj) =

{
0 si si = tj
1 sinon.

(3.2)
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La mesure de similarité de Levenshtein normalisée sur [0, 1], est définie par l’équation (3.3).

Levenshtein(S, T ) = 1− dmn
max(|S|, |T |)

(3.3)

où |x| représente la longueur de la chaîne de caractères x.

Exemple 1. Soient les trois chaînes de caractères : S=“Xerox”, T =“Xerox0” et U=“Xeroxfs”. Les
mesures de Levenshtein entre S, T et S, U sont données par :

Levenshtein(S, T ) = 1− coût(ε→ ‘0’)

|T |
= 1− 1

6
= 0.83

Levenshtein(S,U) = 1− coût(ε→ ‘f ’) + coût(ε→ ‘s’)

|U |
= 1− 2

7
= 0.71

3.2.1.2 Mesure de Jaro

La mesure de Jaro [Jaro95] se base sur le nombre et l’ordre des caractères communs entre les deux
chaînes de caractères. Ainsi, la mesure de Jaro entre S et T est définie par l’équation (3.4).

Jaro(S, T ) =
1

3
.(
c

m
+
c

n
+
c− Tr

c
) (3.4)

avec :
— c est le nombre de caractères de S communs avec T ; un caractère si de S est dit en commun avec

T s’il existe tj dans T tel que si = tj et i−H ≤ j ≤ i+H , où H = 1
2 .min(n,m) ;

— Tr est la moitié du nombre de transpositions de S et T , où une transposition de S et T est une
position i tel que si 6= ti.

Exemple 2. Soient les chaînes de caractères : S=“Xerox” et T =“Xerox0”. La mesure de Jaro entre S
est donnée par :

Jaro(S, T ) =
1

3
.(

5

6
+

5

5
+

5− 0.5

5
) = 0.92

où la chaîne commune est “Xerox” et H = 5
2 .

3.2.1.3 Mesure de Jaro-Winkler

La mesure de Jaro-Winkler [Winkler99] est une variante de la mesure de Jaro. Elle est définie par
l’équation (3.5). Elle donne des mesures plus précises que la mesure de Jaro puisqu’elle met en valeur
les longs préfixes communs (dont la taille maximale est fixée à 4) entre les deux chaînes de caractères.

Jaro-Winkler(S, T ) = Jaro(S, T ) +
P ′

10
.(1− Jaro(S, T )) (3.5)

avec P ′ = min(4, P ) où P est le plus long préfixe commun entre S et T .

Exemple 3. Soient les chaînes de caractères : S=“Xerox” et T =“Xerox0”. La mesure de Jaro-Winkler
entre S et T est donnée par :

Jaro-Winkler(S, T ) = 0.92 +
4

10
.(1− 0.92) = 0.95

avec P = 5 et P ′ = min(4, 5) = 4.
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3.2.2 Mesures à base de sacs de mots

Les mesures à base de sacs de mots (en anglais, token based), appelées aussi n-grammes de caractères
proposent de traiter chaque chaîne de caractères comme un ensemble d’éléments (les mots ou les n-
grammes) et de comparer le nombre d’éléments en commun entre les deux chaînes indépendamment de
leurs positions. Nous distinguons les mesures de Jaccard et Tf-idf.

3.2.2.1 Mesure de Jaccard

Soient S et T deux ensembles de mots, la mesure de Jaccard [Jaccard66] est définie par le ratio entre
l’intersection et l’union de S et T . Elle est donnée par l’équation (3.6). Cette mesure tolère la permutation
de termes.

Jaccard(S, T ) =
S ∩ T
S ∪ T

(3.6)

Exemple 4. Soient les chaînes de caractères S=“Xerox financial services”, T= “Financial services
xerox”, U=“Xerox financial servicex”et V =“Xerox finacial services”. Les mesures de Jaccard entre S,
T et U , V sont données par :

Jaccard(S, T ) =
3

3
= 1

Jaccard(U, V ) =
1

5
= 0.2

Il convient de constater que la valeur de la mesure de Jaccard entre U et V est faible (0.2) car elle
utilise une comparaison stricte entre les mots et ne tolère donc pas les erreurs de saisie.

3.2.2.2 Mesure Tf-idf (ou Cosinus)

La mesure Tf-idf [Jones72] est très utilisée dans le domaine de recherche d’information et se base
sur la fréquence et l’importance des termes en commun entre les deux chaînes relativement à un corpus
ou une collection de mots. Soient S et T deux chaînes de caractères composées d’ensembles de mots.
Tf w,S représente le nombre d’occurrences du terme w dans la chaîne de caractères S. Idf w représente
le nombre total d’enregistrements dans la base de données divisé par le nombre d’enregistrements qui
contiennent au moins une occurrence de w. La mesure Tf-idf est donnée par l’équation (3.7).

Tf-idf(S, T ) =
∑

w∈S∩T
V (w, S).V (w, T ) (3.7)

avec V (w, S) = V ′(w, S)/
√∑

w∈S V
′(w, S)2 et V ′(w, S) = log(Tf w,S + 1). log(Idf w).

Exemple 5. Soient les chaînes de caractères S=“Xerox”, T= “Xerox financial servicex” et U=“Xerox
finacial services”. Nous supposons que la base de données est composée seulement des 8 enregistrements
de l’exemple dans le Tableau 3.1. La mesure Tf-idf entre S et T est donnée par :

Tf-idf(S, T ) = V (“Xerox”, S).V (“Xerox”, T ) = 0.13

avec :
— Tf “Xerox”,S = 1 et Idf “Xerox ” = 8

6 = 1.33 d’où V (“Xerox”, S) = 1 ;
— Tf “financial”,T = 1 et Idf “financial” = 8

4 = 2 d’où V ′(“financial”, T ) = 0.09 ;
— Tf “servicex”,T = 1 et Idf “servicex” = 8

1 = 8 d’où V ′(“servicex”, T ) = 0.27 ;
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— Tf “Xerox”,T = 1 et Idf “Xerox” = 8
6 = 1.33 d’où V ′(“Xerox”, T ) = 0.04 et V (“Xerox”, T ) =

0.13.
En suivant le même calcul précédent, la mesure Tf-idf entre T et U est donnée par :

Tf-idf(T,U) = V (“Xerox”, T ).V (“Xerox”, U) = 0.13 ∗ 0.12 = 0.02

Nous remarquons que cette mesure donne une valeur faible à cause des erreurs de saisie.

3.2.3 Mesures hybrides

Les mesures hybrides proposent de combiner les caractéristiques des deux précédents types de me-
sures afin de profiter de leurs avantages. Nous étudions les mesures de Monge-Elkan et Soft-tf-idf ci-
dessous.

3.2.3.1 Mesure de Monge-Elkan

Soient les chaînes de caractères S et T composées chacune par un ensemble de mots. La mesure de
Monge-Elkan, proposée dans [Monge96], cherche le meilleur appariement de chaque mot de S avec un
mot de T . Cet appariement se fait l’aide d’une mesure basée sur les séquences de caractères permettant
de tolérer les variations de certains caractères. Elle est présentée dans l’équation (3.8).

Monge-Elkan(S, T ) =
1

|S|
.

|S|∑
i=1

max
j=1,|T |

sim(S[i], T [j]) (3.8)

où |S|, resp. |T | représente le nombre de mots dans S, resp. T , S[i], resp. T [j] représente le ième, resp.
jème mot dans S, resp. T et sim représente une mesure basée sur les séquences de caractères (par
exemple la mesure de Levenshtein).

Exemple 6. Soient les chaînes de caractères S= “Xerox financial servicex” et T=“Xerox finacial servi-
ces”. La mesure de Monge-Elkan entre S et T , en considérant la mesure de Levenshtein comme mesure
secondaire, est donnée par :

Monge-Elkan(S, T ) = 0.92

avec :
— Levenshtein(“Xerox”, “Xerox”) = 1
— Levenshtein(“financial”, “finacial”) = 0.89 ;
— Levenshtein(“servicex”, “services”) = 0.88.
Cette mesure donne une valeur importante (0.92) par rapport à celle donnée par la mesure de Jaccard

(0.2) grâce à l’utilisation de la mesure tolérante de Levenshtein pour la comparaison entre les mots au
lieu d’une comparaison stricte.

3.2.3.2 Mesure Soft-Tf-idf

La mesure Soft-tf-idf [Cohen03a] est une variation de la mesure Tf-idf combinée avec une deuxième
mesure basée sur les séquences de caractères. En effet, cette mesure étend l’ensemble de mots en commun
à l’ensemble de mots similaires par rapport à la deuxième mesure. Soient S et T deux ensembles de mots,
la mesure Soft-tf-idf est définie par l’équation (3.9).

Soft-Tf-idf(S, T ) =
∑

w∈Close(θ,S,T )

V (w, S).V (w, T ).D(w, T ) (3.9)

avec :
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— Close(θ, S, T ) est l’ensemble des mots w ∈ S où il existe v ∈ T tel que D(w, v) > θ ;
— pour w ∈ Close(θ, S, T ), D(w, T ) = maxv∈T dist(w, v) telle que dist est une mesure basée sur

les séquences de caractères.

Exemple 7. Soient les chaînes de caractères S= “Xerox financial servicex” et T=“Xerox finacial servi-
ces”. Nous supposons que la base de données est composée seulement des 8 enregistrements de l’exemple
dans le Tableau 3.1 et nous considérons que dist est la mesure de Jaro-Winkler et que θ = 0.9. La mesure
Soft-Tf-idf entre S et T est donnée par :

Soft-Tf-idf(S, T ) =V (“Xerox”, S).V (“Xerox”, T ).D(“Xerox”, T )

+ V (“financial”, S).V (“finacial”, T ).D(“financial”, T )

+ V (“servicex”, S).V (“services”, T ).D(“servicex”, T )

=0.13 ∗ 0.12 ∗ 1 + 0.31 ∗ 0.90 ∗ 0.98 + 0.94 ∗ 0.42 ∗ 0.95

=0.67

avec :
— D(“Xerox”, T ) = Jaro-Winkler(“Xerox”, “Xerox”) = 1 ;
— D(“financial”, T ) = Jaro-Winkler(“financial”, “finacial”) = 0.98 ;
— D(“servicex”, T ) = Jaro-Winkler(“servicex”, “services”) = 0.95.
En comparant avec la mesure Tf-idf qui a retourné une valeur faible (0.02), on a ici une valeur

importante (0.67) avec la mesure Soft-tf-idf qui tolère une marge de variations dans les mots composant
la chaîne de caractères.
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3.2.4 Comparaison et combinaison de mesures

Une comparaison entre les différentes mesures présentées est montrée dans le Tableau 3.2. Il convient
de noter que chacune des mesures présentées ci-dessus est intéressante pour absorber des variations
particulières dans la représentation d’attributs. En effet, les mesures à base de séquence de caractères
sont clairement utiles pour remédier aux erreurs typographiques et aux erreurs d’OCR. Les mesures
à base de sacs de mots sont intéressantes dans les cas où l’attribut est composé de plusieurs mots et
permettent alors de mettre en valeur certains mots pertinents dans la comparaison de deux chaînes de
caractères. Les mesures hybrides combinent les avantages des deux types précédents.

Il est donc intéressant d’utiliser plusieurs types de mesures en fonction de la nature du champ en
question et le type de variation que nous souhaitons tolérer. Ceci peut être fait en combinant d’une façon
ou d’une autre plusieurs mesures. Plusieurs travaux de la littérature se sont intéressés à la comparaison
et la combinaison de mesures de similarité pour l’appariement de chaînes de caractères.

Une comparaison expérimentale d’exemples de mesures de similarité des deux catégories (celles ba-
sées sur les séquences de caractères et celles basées sur les sacs de mots) a été proposée dans [Cohen03a,
Cohen03b] dans le cadre de couplage d’enregistrements dans une base de données. Ces expérimentations
ont favorisé la mesure Tf-idf, resp. une variation pondérée de la mesure de Levenshtein proposée dans
[Monge96] dans le cas des mesures basées sur les sacs de mots, resp. les séquences de caractères sur le
corpus testé.

Les auteurs dans [Pouliquen06] ont proposé une approche de combinaison de plusieurs mesures de
similarité à l’aide d’une simple moyenne sur trois mesures (Tf-idf sur les bi-grammes, tri-grammes sur
les chaînes de caractères et les bi-grammes sur seulement les consonnes des chaînes de caractères) dans
le but de la reconnaissance des noms de personnes dans des collections multilingues.

Certaines méthodes de combinaison se basent sur la classification supervisée des mesures de simila-
rité qui offre une considération plus fine des caractéristiques des mesures et des données. Par exemple,
la méthode donnée dans [Bilenko03a] propose d’apparier des attributs dans des bases de données en
combinant différentes mesures à l’aide du classifieur linéaire SVM.

Les auteurs dans [Moreau08] ont proposé une combinaison de plusieurs mesures de similarité à
l’aide d’une classification supervisée pour apparier des entités nommées en tolérant les variations dues
aux translittérations. L’entrée du classifieur est un ensemble de vecteurs de paramètres créés pour chaque
couple d’entités nommées. Ces paramètres représentent les valeurs données par les mesures de similarité
et les caractéristiques (telles que les longueurs et les fréquences) d’un couple d’entités nommées. Deux
classifieurs (Régression Logique et C4.5) ont été utilisés sur deux corpus composés de paires d’entités
nommées (des noms de personnes, d’organisations et de lieux). Les expérimentations ont montré l’intérêt
de la classification supervisée pour améliorer les résultats d’appariement d’entités nommées.

3.3 Couplage d’enregistrements

Le couplage d’enregistrements (en anglais, record linkage) se réfère à la tâche de trouver des enregis-
trements dans un ensemble de données qui font référence à la même entité à travers différentes sources
de données (par exemple, les fichiers de données, livres, sites Web, bases de données).

Plusieurs travaux se sont intéressés au problème de couplage d’enregistrements dans la littérature.
Une étude bibliographique détaillée est fournie dans [Christen12]. Sur le plan méthodologique, nous
pouvons classer ces travaux suivant deux approches : les méthodes déterministes et les méthodes proba-
bilistes. Nous détaillons chacune de ces méthodes dans la suite.
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3.3.1 Méthodes déterministes

Les méthodes déterministes, telle que celle proposée dans [Lee00], se basent sur des règles définies
par des experts déterminant les conditions de couplage d’une paire d’enregistrements. Ces règles sont gé-
néralement dépendantes d’un ensemble de champs pertinents (dits variables de couplage). Si les attributs
d’une paire donnée d’enregistrements correspondant aux champs pertinents coïncident, alors cette paire
est couplée. Des poids (par exemple, la fréquence du champ) peuvent être attribués à ces champs. Ainsi,
si la somme pondérée du nombre d’attributs qui coïncident dépasse un seuil, alors le couplage est retenu.
Souvent, les comparaisons sont de type exact et ne tolèrent pas les erreurs de saisie. Ces techniques sont
coûteuses en temps car elles nécessitent une implication importante de l’utilisateur pour permettre la gé-
nération de transformations spécifiques au domaine et aux données. De plus, elles sont trop rigides (car
elles sont dépendantes de la base de données) pour corriger les erreurs évoquées dans l’introduction de
cette partie.

D’autres techniques [Church91, Bitton83, Kukich92] ramènent la comparaison à des mesures de si-
milarité entre les attributs pour corriger les variations de représentation, comme la mesure de Levenshtein
[Monge97]. En revanche, ces techniques obligent également l’utilisateur à intervenir pour fixer les seuils
de mesures.

3.3.2 Méthodes probabilistes

Les méthodes probabilistes consistent à utiliser les statistiques sur les propriétés des variables en
commun entre paires d’enregistrements pour calculer la probabilité qu’ils représentent la même entité.
Elles peuvent être non supervisées ou supervisées.

3.3.2.1 Méthodes non supervisées

Ces méthodes sont intéressantes quand il n’existe pas de données annotées. Un modèle théorique de
couplage d’enregistrements qui offre des méthodes statistiques pour estimer les paramètres de couplage
et les taux d’erreurs a été proposé par Fellegi et Sunter dans [Fellegi69]. Ce modèle est décrit ci-après.

Modèle de Fellegi et Sunter

Définition. Le modèle définit les quantités suivantes pour fonctionner :
— M -probabilité : c’est la probabilité de couplage (matching) estimée pour qu’une paire d’attributs

quelconque d’un champ donné soit similaire sachant que la paire d’enregistrements correspon-
dante est un vrai couplage (i.e. les deux enregistrements correspondent en réalité) ;

— U -probabilité : c’est la probabilité de non couplage (unmatching) estimée pour qu’une paire
d’attributs quelconque d’un champ donné soit similaire sachant que la paire d’enregistrements
correspondante est un faux couplage, i.e. la probabilité que les deux enregistrements se couplent
par hasard ;

— ratio de couplage d’attributs : le ratio de couplage d’une paire d’attributs correspondants à un
champ ayant une probabilité de couplage M et une probabilité de non couplage U est calculé
par :
— pour un accord sur l’attribut : log(MU ) ;
— pour un désaccord sur l’attribut : log(1−M

1−U ) ;
— ratio de couplage d’enregistrements R : le ratio de couplage d’une paire d’enregistrements est

calculé par la somme des ratios de couplage des différentes paires d’attributs qui le composent ;
— le couplage d’enregistrements se fait par rapport aux seuils Tλ et Tµ comme suit :
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— si R < Tλ alors non couplage (rejet) ;
— si Tµ < R < Tλ alors possible couplage (indécis) ;
— si R > Tµ alors couplage (acceptation).

Problèmes posés. Les problèmes posés par ce modèle se traduisent par 3 questions :
— Comment définir M et U ?
— Comment fixer les seuils Tλ et Tµ ?
— Comment déterminer les mesures de similarité entre champs?

Interprétation. Pour l’évaluation, nous pouvons définir les vrais et les faux positifs (resp. négatifs)
à l’aide de ces considérations de couplage (resp. non couplage) et de liaison (resp. non liaison) (voir
Tableau 3.3). En effet, si nous avons décidé de coupler (resp. ne pas coupler) une paire d’enregistrements
alors si cette paire est liée (resp. n’est pas liée) en réalité, alors il s’agit d’un vrai positif (resp. vrai
négatif) sinon il s’agit d’un faux positif (resp. faux négatif).

Tableau 3.3 – Classification des résultats de couplage
Couplage Non couplage

Liaison vrai positif (TP) faux positif (FP)
Non liaison faux négatif (FN) vrai négatif (TN)

Plusieurs méthodes se sont basées sur le modèle de Fellegi et Sunter pour le couplage d’enregistre-
ments. A titre d’exemple, Winkler a détaillé dans [Winkler99] une technique qui se base sur l’algorithme
“espérance-maximisation” pour estimer les paramètres du modèle et optimiser les règles de couplage.

Dans le cas des bases de données volumineuses (par exemple, des dizaines de milliers d’enregistre-
ments), le couplage d’enregistrements consiste à comparer tous les enregistrements deux à deux en cal-
culant le produit cartésien, ce qui n’est pas efficace en temps et en mémoire. Pour résoudre ce problème,
les auteurs dans [Hernandez95] proposent une amélioration du modèle de Fellegi et Sunter consistant à
séparer la base de données en des groupements d’enregistrements (blocs ou fenêtres), en se basant sur de
simples heuristiques qui aident à éliminer les paires d’enregistrements clairement non liés.

3.3.2.2 Méthodes supervisées

Dans ce type de méthodes, les auteurs traitent le problème de couplage d’enregistrements se référant
à la même entité comme un problème de classification supervisée. En effet, ils proposent de représenter
chaque paire d’enregistrements à l’aide d’un vecteur de caractéristiques décrivant les similarités entre
les paires d’attributs. Ces caractéristiques peuvent être binaires (par exemple, les attributs “nom” cor-
respondent), discrètes (par exemple, les n-premiers caractères du “prénom” correspondent) ou continues
(par exemple, la mesure de Levenshtein entre les prénoms). Ainsi, la comparaison entre paires d’enre-
gistrements conduit à les ranger dans les 3 classes : couplage, non couplage ou couplage possible. Les
classifieurs utilisés déterminent, à partir des données annotées, les conditions de couplage entre les en-
registrements, à savoir la détermination des champs pertinents et les seuils de décision pour la similarité
entre les attributs.

Nous pouvons citer à titre d’exemple les travaux dans [Bilenko03b] qui proposent une méthode
basée sur deux niveaux d’apprentissage supervisé employant un SVM. Le premier niveau représente la
comparaison de paires d’attributs en utilisant un apprentissage avec la mesure de Levenshtein (similarité
au niveau attribut) et le deuxième niveau représente la comparaison des paires d’enregistrements en
utilisant un apprentissage sur la similarité (similarité au niveau enregistrement).
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Les auteurs dans [Tejada02] utilisent un apprentissage actif pour sélectionner les paires d’enregis-
trements les plus informatives. Ainsi, l’utilisateur est sollicité pour annoter ces paires d’enregistrements
informatives comme paires liées ou non liées afin d’entraîner les classifieurs. Ces derniers génèrent des
règles de classification qui croisent des attributs et des mesures de similarité entre ces attributs.

Les auteurs dans [Churches02] proposent de normaliser certains attributs (ceux qui désignent des
noms et des adresses postales) pour effectuer convenablement la comparaison de ces attributs dans le
processus de couplage d’enregistrements. Cette normalisation est effectuée en se basant sur un résultat
de segmentation des attributs (par exemple un attribut adresse est segmenté en : numéro de voie, type de
voie, nom de voie). Pour la segmentation, un modèle de Markov caché est utilisé avec comme observa-
tions, les mots de l’attribut, et comme états cachés, les segments. Cette méthode nécessite suffisamment
de données annotées sous forme de chaînes de caractères segmentées pour l’apprentissage.

3.4 Conclusion

Dans ce chapitre, nous avons étudié, dans un premier temps, quelques mesures de similarité. D’après
cette étude, nous avons constaté que chaque type de mesure est intéressant pour absorber des variations
particulières dans la représentation d’attributs. Nous avons cité quelques travaux qui ont étudié la com-
paraison et la combinaison de ces mesures. Ces travaux ont proclamé l’intérêt de la combinaison dans
la comparaison de chaînes de caractères. Dans un second temps, nous avons présenté l’état de l’art sur
les méthodes de couplage d’enregistrements. Ces méthodes se basent sur la comparaison d’attributs. Il
est alors intéressant d’étudier les manières de combinaison de mesures de similarité pour le couplage
d’enregistrements.
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Chapitre 4

Méthode proposée
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4.1 Introduction

Nous proposons dans ce chapitre une approche de résolution d’entités qui se base sur la comparai-
son d’attributs pour le couplage d’enregistrements se référant à une même entité. Pour la comparaison
d’attributs, nous étudions différentes manières de combinaisons entre les mesures de similarité.

Dans la Section 4.2, nous détaillons notre approche de résolution d’entités. Nous étudions deux
méthodes de couplage d’enregistrements dont l’une est supervisée et l’autre est non supervisée. Dans
la Section 4.3, nous évaluons l’approche de résolution d’entités sur des bases de données réelles. Nous
comparons notamment les deux méthodes de couplage d’enregistrements.

4.2 Méthode proposée

La résolution d’entités se base principalement sur le couplage d’enregistrements se référant à une
même entité. Nous proposons d’intégrer, en plus, une phase préliminaire qui permet de réduire le nombre
de comparaisons et une phase finale de structuration des enregistrements couplés en entités. Ceci per-
mettra d’améliorer, par la suite, la phase de rapprochement d’entités avec les documents. Ainsi, notre
approche est composée de trois étapes :

1. Pré-couplage qui prépare le couplage en regroupant les enregistrements proches dans des blocs.

2. Couplage qui inclut le couplage de paires d’attributs, puis le couplage de paires d’enregistre-
ments.
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3. Post-couplage qui structure les enregistrements liés dans un même modèle (modèle entité) et
déduit un dictionnaire d’abréviations et de sigles.

Nous reviendrons dans la suite sur chacune de ces étapes du système.

4.2.1 Pré-couplage

Le pré-couplage consiste à segmenter la base de données en des blocs d’enregistrements à l’aide d’un
regroupement des enregistrements qui ont des chances de représenter la même entité dans un même bloc.
Ainsi, seuls les enregistrements d’un même bloc sont comparés entre eux dans la phase de couplage. Ce
regroupement est réalisé à l’aide de clés de regroupement (par exemple, un champ donné, une combi-
naison de champs, etc.). Les enregistrements dont les attributs, qui correspondent à ces clés, coïncident
sont regroupés. Comme exemples de clés, nous pouvons considérer les n-premiers caractères du champ
“nom” d’une entreprise ou les n-premiers termes du champ “titre” d’une référence bibliographique.

4.2.2 Couplage d’enregistrements

Le couplage d’enregistrements se base sur la comparaison de leurs paires d’attributs. Un problème
important consiste à sélectionner la mesure de similarité adéquate pour cette comparaison. Une fois la
mesure sélectionnée, une méthode de prise de décision de couplage, qui tient compte des résultats de
comparaison d’attributs, doit être utilisée. Pour ce faire, nous proposons deux méthodes de couplage
d’enregistrements :

— la première, basée sur le modèle de Fellegi et Sunter, est non supervisée et propose de calculer un
score probabiliste, entre paires d’enregistrements, défini en fonction de la similarité entre leurs
paires d’attributs ;

— la deuxième est supervisée et propose d’utiliser deux niveaux de classification pour lier les enre-
gistrements : niveau paire d’attributs et niveau paire d’enregistrements.

Nous commençons par comparer expérimentalement les mesures de similarité dans le but de choisir
la plus adéquate. Ensuite, nous détaillons chacune de deux méthodes de couplage d’enregistrements
proposées.

4.2.2.1 Étude de mesures de similarité

Nous proposons de comparer les différentes mesures présentées dans la Section 3.2 à l’aide de cor-
pus annotés de paires d’attributs (les attributs de chaque paire correspondent à un même champ). Nous
considérons ici tous les champs, de la même manière, comme des chaînes de caractères. Cette étude ex-
périmentale a été réalisée sur deux corpus, où l’un est extrait de la base d’entreprises et l’autre est extrait
de la base d’articles scientifiques. Comme le principe est similaire, nous nous contentons de présenter
l’étude faite sur le corpus d’entreprises.

Corpus annoté de paires d’attributs. Ce corpus est composé de paires d’attributs extraits à partir de la
base d’entreprises et annotées semi-automatiquement (classification préliminaire à l’aide de la mesure de
Levenshtein puis une révision manuelle) en paires similaires ou non similaires. Les paires similaires sont
les paires qui représentent un même attribut. En effet, nous avons sélectionné 1940 paires d’attributs,
de sorte que les deux classes (similaire et non-similaire) soient équilibrées en nombre de paires. Ces
paires d’attributs sont sélectionnées manuellement de sorte qu’elles soient représentatives de la base
d’entreprises. Le corpus obtenu est décrit dans le Tableau 4.1.
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Tableau 4.1 – Corpus annoté de paires d’attributs
Champ d’attributs # paires d’attributs #similaires #non similaires
Nom 680 330 350
Siren 120 60 60
Adresse 270 130 140
Code postal 250 120 130
Ville 130 60 70
Téléphone 250 120 130
E-mail 130 60 70
Web 110 50 60

Total 1940 930 1010

Comparaison des mesures de similarité. Nous considérons les mesures de : Levenshtein, Jaro, Jaro-
Winkler, Jaccard, Monge-Elkan, Tf-idf, Soft-tf-idf-lev (la mesure Soft-tf-idf qui utilise la mesure de
Levenshtein pour comparer les mots) et Soft-tf-idf-jaro (la mesure Soft-tf-idf qui utilise la mesure de
Jaro-Winkler pour comparer les mots). Ces mesures de similarité sont comparées en évaluant le couplage
d’attributs, en considérant tous les champs de la même manière comme des chaînes de caractères. Le
Rappel (R), la Précision (P) et la F-mesure (F) du couplage d’attributs sont définis respectivement par les
équations (4.1), (4.2) et (4.3).

R =
# paires coupl ées correctes

# paires similaires
(4.1)

P =
# paires coupl ées correctes

# paires coupl ées
(4.2)

F =
2.R.P

R+ P
(4.3)

Pour évaluer chaque mesure, nous avons ordonné de manière descendante les paires selon leurs va-
leurs de similarités et nous avons évalué la Précision et le Rappel selon le nombre des nmeilleures valeurs
de similarités acceptées. La Figure 4.1 montre les courbes de variation de Rappel et de Précision pour les
8 mesures de similarités (présentées dans le Chapitre précédent) en distinguant leurs 3 catégories. Nous
constatons d’après ces courbes qu’aucune de ces mesures ne se démarque. Ceci est expliqué par l’intérêt
de chaque mesure pour un type spécifique de chaîne de caractères (chaîne longue, courte, contient un
seul ou plusieurs mots, etc.) et pour tolérer des variations spécifiques de représentation d’attributs (sub-
stitution de caractères, ordre des mots dans une chaîne, etc.). Par exemple, la mesure de Jaro-Winkler est
intéressante pour tolérer les variations de certains codes postaux (“92200” et “92202” dans le Tableau 3.1
) et téléphones (par exemple “825082081” et “825082090” dans le Tableau 3.1) puisqu’elle souligne le
plus long préfixe commun entre les chaînes de caractères.

En conséquence, nous avons cherché à étudier les manières de combiner certaines de ces mesures,
c’est l’objectif de la section suivante.

4.2.2.2 Couplage non supervisé d’enregistrements

Nous avons choisi une approche probabiliste basée sur le modèle de Fellegi et Sunter [Fellegi69] en
intégrant une combinaison de plusieurs mesures de similarité pour la comparaison d’attributs. Le choix
de ce modèle est motivé par le fait qu’il s’agit d’une approche facile à mettre en œuvre et qui demande
peu de paramètres à fixer. Nous proposons de comparer d’abord les paires d’attributs. Ensuite, nous
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(a) Rappel et Précision des mesures basées sur les séquences de caractères

(b) Rappel et Précision des mesures basées sur les sacs de mots

(c) Rappel et Précision des mesures hybrides

Figure 4.1 – Comparaison des mesures de similarité
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Tableau 4.2 – Comparaison non supervisée de mesures de similarité
Mesure Seuil Résultats

P (%) R (%) F (%)
Levenshtein 0.47 82.60 78.35 80.42
Jaro 0.75 79.35 75.26 77.25
Jaro-Winkler 0.85 76.09 82.35 79.10
Jaccard 0.20 51.09 63.51 56.63
Monge-Elkan 0.24 66.60 74.39 70.11
Tf-idf 0.37 50.00 66.67 57.14
Soft-tf-idf-lev 0.46 55.43 82.26 66.23
Soft-tf-idf-jaro 0.49 72.83 65.69 69.07

Tableau 4.3 – Combinaison non supervisée de mesures de similarité
Mesure Seuil Résultats

P (%) R (%) F (%)
Moyenne de toutes les mesures 0.48 64.13 81.94 71.95
Moyenne (Levenshtein,Jaro-Winkler) 0.6 83.70 77.78 80.63
Moyenne (Jaro-Winkler,Soft-tf-idf-lev) 0.43 83.70 62.10 71.30
Moyenne (Levenshtein,Jaro-Winkler,Soft-tf-idf-jaro ) 0.21 72.83 73.63 73.22
Maximum de toutes les mesures 0.85 79.35 82.95 81.11
Maximum (Jaro-Winkler,Monge-Elkan,Soft-tf-idf-lev) 0.85 79.35 82.95 81.11
Maximum (Monge-Elkan,Soft-tf-idf-lev) 0.46 67.40 82.67 74.25
Maximum (Jaro-Winkler,Monge-Elkan) 0.85 76.09 82.35 79.10
Maximum (Jaro-Winkler,Soft-tf-idf-lev) 0.85 79.35 82.95 81.11
Minimum de toutes les mesures 0.19 50.00 63.01 55.76
Minimum (Levenshtein,Jaro-Winkler) 0.47 82.61 78.35 80.42
Minimum (Monge-Elkan,Jaro-Winkler,Soft-tf-idf-lev) 0.33 46.74 84.31 60.14
Minimum (Jaro-Winkler,Soft-tf-idf-lev) 0.46 54.35 81.97 65.36

couplons les paires d’enregistrements qui possèdent suffisamment d’attributs similaires en se basant sur
un score de couplage.

Comparaison d’attributs. Pour la comparaison entre paires d’attributs, nous avons étudié expérimen-
talement les mesures de similarité sur le corpus présenté dans le Tableau 4.1. Nous avons comparé ces
différentes mesures individuellement en utilisant le meilleur seuil (celui qui maximise la F-mesure), puis
nous les avons combinées à l’aide des trois fonctions : Maximum, Minimum et Moyenne. Les résultats
des comparaisons individuelles et des combinaisons les plus intéressantes (en terme de taux de classi-
fication) sont illustrés respectivement dans le Tableau 4.2 et le Tableau 4.3. D’après ces résultats, nous
constatons que la comparaison individuelle favorise la mesure de Levenshtein. De plus, nous constatons
l’intérêt de la combinaison et notamment le Maximum entre les mesures de Jaro-Winkler et Soft-tf-
idf-lev. En effet, cette combinaison maximise la F-mesure en utilisant le nombre minimum de mesures.
Cette combinaison a également donné les meilleurs résultats sur le corpus extrait de la base d’articles
scientifiques. Elle est ainsi retenue pour cette méthode.

Comparaison d’enregistrements. La comparaison d’une paire d’enregistrements suit le modèle de
Fellegi et Sunter. Elle est faite par rapport à un score probabiliste calculé en fonction de la similarité
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entre les paires d’attributs et les probabilités de couplage estimées pour les champs de la base de données.
Cette comparaison est décrite par l’Algorithme 1 où nous notons :

— E est la base de données définie par n enregistrements {ri} et m champs {cj} ; chaque enregis-
trement ri est composé de m attributs, où l’attribut ri.cj correspond au champ cj ;

— q est le nombre de blocs {Bk} regroupant les enregistrements de E ;
— |Bk| est la taille (i.e. nombre d’enregistrements) du bloc Bk ;
— sim(r1.c, r2.c) est la fonction Maximum des mesures de Jaro-Winkler et Soft-tf-idf-lev entre

deux attributs r1.c et r2.c ;
— M(c) et U(c) représentent respectivement les probabilités M et U estimées pour un champ c ;
— Ratio est le ratio de couplage calculé pour chaque paire d’enregistrements ;
— Tλ et Tµ représentent respectivement les seuils pour la mesure de similarité entre attributs sim

et le ratio de couplage Ratio. Ces seuils sont fixés expérimentalement à l’aide d’une base de
validation.

L’algorithme consiste à comparer deux à deux les paires d’enregistrements dans chaque bloc. Cette
comparaison se base sur un ratio de couplage Ratio défini en fonction de la similarité entre les paires d’at-
tributs d’un même champ (si sim dépasse le seuil Tλ alors les attributs sont considérés comme similaires)
et les probabilités M et U . Dans le cas où le ratio de couplage dépasse le seuil Tµ, les enregistrements
sont considérés se référant à la même entité et donc liés.

Algorithme 1 Couplage d’enregistrements
Entrées: base de données : E, seuils : Tλ, Tµ
Sortie: base de données liée : E′

1: pour k = 1→ q faire // parcours des blocs
2: pour i = 1→ |Bk| − 1 faire // parcours des enregistrements du bloc courant
3: pour j = i+ 1→ |Bk| faire // parcours des enregistrements du bloc courant
4: Ratio = 0
5: pour p = 1 → m faire // parcours des champs de la paire d’enregistrements cou-

rante
6: s = sim(ri.cp, rj .cp)
7: si s ≥ Tλ alors
8: Ratio+ = log(M(p)

U(p) ) ∗ s
9: sinon

10: Ratio+ = log(1−M(p)
1−U(p) )

11: fin si
12: fin pour
13: si Ratio ≥ Tµ alors
14: E′ = link(E, ri, rj)
15: fin si
16: fin pour
17: fin pour
18: fin pour

Estimation des probabilités. La probabilité de couplage M d’un champ donné de la base de données
(appelée aussi sensibilité) est estimée comme :

M = 1− taux d ′erreurs
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où taux d ′erreurs représente le pourcentage qu’une paire d’attributs soit en désaccord (non similaires)
sachant que la paire d’enregistrements correspondante est un vrai couplage. Ce taux est fixé expérimen-
talement pour chaque base de données à l’aide d’une base de validation.

La probabilité de non couplage U d’un champ donné (appelée aussi spécificité) est estimée comme :

U =
1

#valeurs distinctes

où #valeurs distinctes représente le nombre de valeurs d’attributs distinctes d’un champ donné dans
tous les enregistrements de la base de données.

Complexité. Soient n le nombre d’enregistrements dans la base de données et q le nombre de blocs
extraits. Si nous supposons que le nombre d’enregistrements par bloc est nq , la complexité de l’algorithme
de couplage d’enregistrements est de l’ordre de 2n

2q .q.m (comparée à 2n.m, sans l’étape de pré-couplage)
en nombre de comparaisons d’attributs. Nous remarquons l’intérêt du regroupement d’enregistrements en
bloc à réduire considérablement la complexité du processus de couplage d’enregistrements (car 2q >> q
pour q suffisamment grand).

Exemple. Soient les trois enregistrements E1, E2 et E3 représentés dans la Figure 4.2 (a). Nous avons
comparé les enregistrements E1, E2 (se référant à une même entité dans la vérité) et E1, E3 (ne se référant
pas à une même entité dans la vérité) en utilisant l’Algorithme 1. Les résultats de cette comparaison sont
montrés dans la Figure 4.2 (b), où le ratio de couplage donné par la comparaison entre E1 et E2, resp. E1
et E3 est supérieur, resp. inférieur au seuil (fixé à 10 ici). Ce ratio de couplage a été calculé en fonction
de la similarité entre les paires d’attributs (le maximum entre les mesures Jaro-Winker et Soft-tf-idf-lev
en utilisant le seuil 0.85) à l’aide des valeurs de probabilités M et U estimés pour les champs de la base
d’entreprises. Les enregistrements E1 et E2, resp. E1 et E3 sont donc couplés, resp. non couplés.

(a) Échantillon de deux enregistrements de la base d’entreprises

(b) Résultat de couplage non supervisé d’enregistrements

Figure 4.2 – Exemple de couplage non supervisé d’enregistrements.

4.2.2.3 Couplage supervisé d’enregistrements

Cette deuxième méthode de couplage d’enregistrements fonctionne par apprentissage. Elle consiste à
réaliser deux niveaux d’apprentissage, où le premier niveau concerne les attributs et le deuxième niveau
concerne les enregistrements. Nous détaillons ces deux niveaux dans la suite.
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Tableau 4.4 – Apprentissage supervisé de mesures de similarité
Mesures Résultats

C4.5 SVM Bayésien naïf
P (%) R (%) F (%) P (%) R (%) F (%) P (%) R (%) F (%)

Levenshtein 76.40 75.80 76.10 79.60 79.40 79.40 78.90 78.90 78.90
Levenshtein + carac. in-
trinsèques

75.80 75.80 75.80 77.40 77.30 77.35 78.40 78.30 78.35

Jaro 74.80 74.70 74.75 77.40 77.30 77.35 75.80 75.30 75.55
Jaro + carac. intrin-
sèques

70.10 70.00 70.05 76.10 75.80 75.95 77.30 76.80 77.05

Jaro-winkler 79.40 79.40 79.40 69.50 66.00 67.70 70.80 66.50 68.58
Jaro-winkler + carac.
intrinsèques

72.20 72.20 72.20 75.40 73.70 74.54 75.80 74.20 74.99

Jaccard 76.00 65.50 70.36 69.90 65.50 67.63 65.40 63.90 64.64
Jaccard + carac. intrin-
sèques

68.50 68.00 68.25 66.30 66.00 66.15 65.30 64.40 64.85

Monge-Elkan 80.70 76.30 78.44 80.40 75.80 78.03 78.80 75.80 77.27
Monge-Elkan + carac.
intrinsèques

77.70 77.30 77.50 76.80 74.20 75.48 77.20 74.70 75.93

Tf-idf 75.40 64.40 69.47 61.50 61.30 61.40 64.10 63.40 63.75
Tf-idf + carac. intrin-
sèques

65.40 64.90 65.15 69.10 68.90 69.00 61.30 61.00 61.15

Soft-tf-idf-lev 79.80 72.20 75.81 67.90 67.50 67.70 71.70 70.60 71.15
Sotftfidf-lev + carac. in-
trinsèques

77.60 75.80 76.69 73.20 73.20 73.20 66.60 66.50 66.55

Soft-tf-idf-jaro 66.00 64.30 65.14 68.80 68.60 68.70 68.00 68.00 68.00
Soft-tf-idf-jaro + carac.
intrinsèques

78.40 78.40 78.40 65.90 66.00 65.95 62.80 62.90 62.85

Comparaison d’attributs. Pour sélectionner les mesures de similarité et le classifeur qui seront uti-
lisés pour la comparaison de paires d’attributs, nous nous appuyons sur une étude expérimentale des
différentes possibilités. Pour ce faire, nous utilisons le même corpus présenté dans le Tableau 4.1 et nous
utilisons comme descripteurs, en plus des similarités entre les attributs, les 3 caractéristiques intrinsèques
suivantes : nombre de mots, nombre de caractères et le champ correspondant.

Nous comparons plusieurs combinaisons de ces descripteurs à l’aide des trois classifieurs : C4.5
[Quinlan93] qui propose une classification en arbre de décision, SVM qui propose une classification
binaire et Bayésien naïf qui propose une classsification bayésienne. Nous avons réalisé les tests à l’aide
du logiciel Weka [Witten05].

Les résultats de comparaison en Précision (P), Rappel (R) et F-mesure (F) des mesures de simila-
rité considérées individuellement (seules et avec caractéristiques intrinsèques) sont montrés dans le Ta-
bleau 4.4. Nous montrons également dans le Tableau 4.5 les résultats des plus importantes combinaisons
(sans et avec caractéristiques intrinsèques) de ces mesures.

Ces résultats montrent l’intérêt de la classification supervisée par rapport à la classification non super-
visée (dans le Tableau 4.2 et le Tableau 4.3) pour la comparaison des attributs. De plus, nous constatons
que le classifieur C4.5 est plus performant que les deux autres pour la plupart des descripteurs utilisés,
que la combinaison des mesures est généralement plus intéressante que les différentes mesures indi-
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Tableau 4.5 – Combinaison supervisée de mesures de similarité
Mesures Résultats

C4.5 SVM Bayésien naïf
P (%) R (%) F (%) P (%) R (%) F (%) P (%) R (%) F (%)

Toutes les mesures + ca-
ractéristiques intrinsèques

83.50 83.50 83.50 82.30 82.00 82.15 76.00 75.80 75.90

Toutes les mesures 85.60 85.60 85.60 83.50 82.50 83.00 74.9 74.70 74.80
Toutes les mesures +
noms de champs

83.00 83.00 83.00 83.50 83.00 83.25 73.9 73.70 73.80

Toutes les mesures (sauf
Soft-tf-idf-lev)

85.60 85.60 85.60 83.90 83.00 83.45 75.80 75.80 75.80

Toutes les mesures (sauf
Soft-tf-idf-jaro) + carac.
intrinsèques

83.00 86.40 84.67 82.50 82.50 82.50 78.2 77.8 78.00

Toutes les mesures (sauf
Soft-tf-idf-jaro)

86.80 86.60 86.70 82.90 80.90 81.89 78.70 78.40 78.55

Toutes les mesures (sauf
Soft-tf-idf-jaro, Tf-idf)

87.30 87.30 87.20 81.10 79.40 80.24 77.10 76.80 76.95

Toutes les mesures (sauf
Soft-tf-idf-jaro, Tf-idf) +
carac. intrinsèques

82.50 82.50 82.50 81.50 81.40 81.45 77.60 77.30 77.45

Soft-tf-idf-jaro + Jaccard
+ Jaro-Winkler + carac.
intrinsèques

77.40 77.30 77.35 74.00 73.70 73.85 70.80 70.10 70.45

Soft-tf-idf-jaro + Jaccard
+ Jaro-Winkler

77.90 77.80 77.85 69.70 69.10 69.40 69 68.60 68.80

Soft-tf-idf-lev + Jaccard +
Jaro-Winkler + carac. in-
trinsèques

76.00 75.80 75.90 71.60 71.10 71.35 70.70 70.60 70.65

Soft-tf-idf-jaro + Jaccard
+ Jaro-Winkler

77.40 77.30 77.35 68.80 67.00 67.89 67.30 67.00 67.15

Soft-tf-idf-jaro + Jaccard
+ Levenshtein + carac. in-
trinsèques

82.80 82.50 82.65 80.40 80.40 80.40 79.90 79.90 79.90

Soft-tf-idf-jaro + Jaccard
+ Levenshtein

78.90 78.80 78.85 79.10 78.90 79.00 79.60 79.40 79.50

Monge-Elkan + Soft-tf-
idf-jaro + Soft-tf-idf-lev +
carac. intrinsèques

80.00 79.90 79.95 73.00 72.70 72.85 75.90 75.30 75.60

Monge-Elkan + Soft-tf-
idf-jaro + Soft-tf-idf-lev

78.80 75.80 77.27 76.10 75.80 75.95 76.40 75.30 75.85
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viduellement et que l’intégration des caractéristiques intrinsèques avec les mesures n’a pas beaucoup
d’intérêt.

Comme la combinaison de toutes les mesures sauf Soft-tf-idf-jaro et Tf-idf à l’aide du classifieur
C4.5 est la plus intéressante, nous la retenons pour la comparaison d’attributs dans la suite. Nous avons
trouvé le même résultat sur le corpus extrait de la base d’articles scientifiques.

Comparaison d’enregistrements. Pour comparer une paire d’enregistrements (contenant chacun m
attributs), nous la représentons par un vecteur de descripteurs de dimension 7 ∗ m, où chaque paire
d’attributs est représentée par 7 descripteurs. Les 6 premiers correspondent aux valeurs des mesures de
similarité retenues pour la comparaison d’attributs, et le dernier correspond au résultat de cette compa-
raison (1 si les attributs sont similaires et 0 sinon).

Nous utilisons à nouveau un classifeur C4.5 qui permet d’affecter, à une paire d’enregistrements, la
classe 1 si ces enregistrements sont couplés et la classe 0 sinon.

Nous fixons les paramètres du classifeur C4.5 : « ConfidenceFactor » (qui contrôle le niveau d’éla-
gage), « minNumObj » (qui représente le nombre minimum d’exemples par feuille) et « unpruned » (qui
fait de l’élagage s’il est mis à faux) expérimentalement (en essayant plusieurs combinaisons de valeurs
et en gardant la combinaison qui maxime les résultats de comparaison).

Nous appliquons la relation de transitivité dans le couplage d’enregistrements (si les enregistrements
ri et rj sont liés et que rj et rk le sont aussi, alors ri et rk sont liés).

Exemple. Nous avons comparé les enregistrements E1, E2 et E1, E3 représentés dans la Figure 4.2
(a) en utilisant la méthode de couplage d’enregistrements supervisée. Les valeurs de descripteurs (les 6
mesures de similarités + résultat de comparaison d’attributs) fournies au classifieur sont montrées dans la
Figure 4.3. Ce classifieur a donné un résultat correct en attribuant la classe 1 à la paire d’enregistrements
(E1, E2) et la classe 0 à la paire (E1, E3).

Figure 4.3 – Exemple de couplage supervisé d’enregistrements.

4.2.3 Post-couplage

Après couplage des enregistrements se référant à la même entité, nous proposons de les structurer de
manière factorisée dans un modèle entité et de construire un dictionnaire d’abréviations et de sigles.

4.2.3.1 Modèle entité

Le modèle entité est une structure de données qui organise de manière non redondante et standardi-
sée les entités de la base de données. En effet, il est composé d’autant d’arbres que de nombre d’entités.
Une entité est représentée par un arbre de 3 niveaux qui rassemble et factorise les différentes représenta-
tions de ses attributs (voir l’exemple de la Figure 4.4). Le premier niveau représente l’entité, le deuxième
niveau représente les champs, et le troisième niveau représente les différentes variations d’attributs cor-
respondant à chaque champ.
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Figure 4.4 – Exemple de représentation d’enregistrements liés dans le modèle entité

4.2.3.2 Dictionnaire d’abréviations et de sigles

A partir des variantes de représentation d’attributs, nous proposons de créer un dictionnaire d’abré-
viations et de sigles. Ce dictionnaire est construit en se basant sur des règles syntaxiques appliquées sur
les champs nominaux permettant d’extraire des noms équivalents. A titre d’exemple, nous utilisons des
règles d’extraction de type de la voie à partir du champ “adresse” pour extraire les noms “Boulevard”,
“Bld”, “Bd”, etc.

Voici, par exemple, le dictionnaire créé à partir des 8 enregistrements se référant à l’entité montrée
dans le Tableau 3.1 :

— avenue, av, av. ;
— Charles de Gaulle, CDG;
— services, sces.

4.3 Évaluations

Les expérimentations sont faites sur deux bases de données : la base d’entreprises et la base d’ar-
ticles scientifiques. La base des matériaux n’a pas été traitée car elle ne contient pas de redondances
d’enregistrements.

Pour chacune des deux bases, nous disposons d’une table de vérité, annotée manuellement, qui asso-
cie aux identifiants d’enregistrements se référant à la même entité, un même index.

4.3.1 Pré-couplage

Pour l’étape de regroupement d’enregistrements en blocs, nous avons testé trois clés sur la base
d’entreprises :

— clé 1 = le champ “nom” ;
— clé 2 = le premier terme du champ “nom” ;
— clé 3 = la concaténation du premier terme du champ “nom” avec le champ “code postal” (nous

avons aussi considéré les enregistrements qui ont la même valeur du premier terme du champ
“nom” où la valeur du champ “code postal” est vide).

Le Tableau 4.6 montre les résultats du regroupement en blocs. La première colonne montre le nombre
de blocs obtenus en regroupant les enregistrements par la même clé. La première ligne ne fait pas de re-
groupement, elle considère l’ensemble des enregistrements (2300 enregistrements) dans un seul bloc.
La deuxième ligne fait des regroupements en utilisant comme clé le champ “nom”. Nous obtenons 953
blocs, ce qui correspond à une comparaison de 48772 paires d’enregistrements, parmi lesquels nous dé-
tectons 11599 enregistrements redondants. La troisième ligne, resp. la quatrième utilise la clé 2, resp. la
clé 3 avec les nombres correspondants d’enregistrements comparés et redondants. Nous avons retenu la

57



Chapitre 4. Méthode proposée

Tableau 4.6 – Résultat du regroupement en blocs sur la base d’entreprises
# blocs # paires comparées # paires couplées

Sans regroupement 1 2643850 11750
Clé 1 (“code postal”) 953 48772 11599
Clé 2 (premier terme du “nom”) 498 104182 11746
Clé 3 (concaténation de la clé 1 et la clé 2) 1114 92411 11745

troisième puisqu’elle réduit considérablement le nombre d’enregistrements comparés avec la deuxième,
avec presque le même nombre d’enregistrements redondants, d’où une économie importante de temps
d’exécution. Nous avons écarté la première car même si le nombre de paires comparées est moins im-
portant, le nombre de redondances détectées est beaucoup plus faible.

De la même façon, nous avons testé trois clés sur la base d’articles scientifiques :
— clé 1 = les 3 premiers termes du champ “titre” ;
— clé 2 = l’année du champ “date de publication” (extraction de l’année à partir de la date à l’aide

d’expressions régulières) ;
— clé 3 = la concaténation des 3 premiers termes du champ “titre” et l’année du champ “date de

publication”.
En suivant la même logique des expérimentations sur les clés de la base d’entreprises, nous avons retenu
la troisième clé.

Dans la suite de ces expérimentations, nous considérons comme clé de la base d’entreprises, resp.
d’articles scientifiques, la concaténation du premier terme de l’attribut du champ “nom” avec l’attribut
du champ “code postal”, resp. la concaténation des 3 premiers termes du champ titre et l’année du champ
“date de publication”.

4.3.2 Couplage

Une paire d’enregistrements qui correspondent est définie par une paire d’enregistrements se réfé-
rant à la même entité dans la vérité. Une paire d’enregistrements couplée est définie par une paire d’en-
registrements qui a été couplée par notre système. Le Rappel, la Précision et la F-mesure sont définis
respectivement par les équations (4.4), (4.5) et (4.6).

R =
# paires coupl ées correctes

# paires qui correspondent
(4.4)

P =
# paires coupl ées correctes

# paires li ées
(4.5)

F =
2.R.P

R+ P
(4.6)

Nous proposons d’expérimenter et comparer en Rappel, Précision et F-mesure les deux méthodes
de couplage d’enregistrements (couplage non supervisé et couplage supervisé) sur les deux bases de
données d’étude.

4.3.2.1 Couplage non supervisé

Le seuil du ratio de couplage est appris sur une base de validation annotée. En effet, nous avons
sélectionné aléatoirement 2300 enregistrements de la base d’entreprises et 3000 enregistrements de la
base d’articles scientifiques puis testé notre système de résolution d’entités sur ces enregistrements.
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Figure 4.5 – Variation de la fréquence des paires d’enregistrements comparés en fonction du ratio de
couplage sur la base d’entreprises ; les traits verticaux séparant les trois zones et les cercles en entourent,
à gauche, les faux négatifs, et à droite, les faux positifs.

Nous avons mesuré la fréquence des paires d’enregistrements qui correspondent en fonction des
différentes valeurs du ratio de couplage. Nous montrons, à titre d’exemple, dans la Figure 4.5 le résultat
obtenu sur la base d’entreprises : la courbe en bleu montre les paires d’enregistrements liées et celle
en rouge montre les paires d’enregistrements non liées. Cette figure montre les trois zones du modèle
probabiliste : la zone de non liaison, la zone de liaison et la zone d’indécision. Nous remarquons la
présence de faux positifs (courbe bleue encerclée dans la zone de liaison) dans la zone de liaison et de
faux négatifs (courbe rouge encerclée dans la zone de non liaison) dans la zone de non liaison.

Dans la Figure 4.6, nous présentons la courbe de variation des valeurs de la Précision, du Rappel
et de la F-mesure en fonction du seuil sur la base d’entreprises en utilisant les données de validation.
Nous retenons la valeur du seuil (13 dans la Figure 4.6) qui maximise la F-mesure (environ 90% dans la
Figure 4.6). Cette valeur correspond à une Précision d’environ 93% et un Rappel d’environ 87%. De la
même façon, le ratio de couplage de la base d’articles scientifiques est fixé à 19.

Comme proposé dans la Section 4.2.2.2, nous avons estimé les probabilités M pour les champs de
chaque base de données à partir des bases de validation contenant 2300, resp. 3000 enregistrements
annotés dans la base d’entreprises, resp. d’articles scientifiques. Quand aux probabilités U , nous avons
utilisé les bases du corpus d’évaluation pour les estimer automatiquement (inversement proportionnelles
au nombre de valeurs distinctes de chaque champ).

Les résultats obtenus en utilisant ces probabilités estimées et ces ratios de couplage fixés sont montrés
dans le Tableau 4.7. Ces résultats confirment l’intérêt du Maximum entre les mesures de Jaro-Winkler et
Soft-tf-idf-lev pour mesurer la similarité entre les attributs (cette combinaison maximise la F-mesure en
utilisant le nombre minimum de mesures). Le nombre d’entités trouvées en utilisant cette combinaison
est d’environ 142310, resp. 260812 entités pour la base d’entreprises, resp. base d’articles scientifiques.
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Figure 4.6 – Variation du Rappel, de la Précision et de la F-mesure en fonction du seuil de ratio de
couplage sur la base d’entreprises.

Tableau 4.7 – Résultat de couplage non supervisé d’enregistrements

Similarité
Entreprises Articles scientifiques
R (%) P (%) F (%) R (%) P (%) F (%)

Levenshtein 81.50 85.95 83.67 87.30 89.10 88.19
Max toutes les mesures 85.67 88.31 86.97 90, 45 92, 20 91, 32
Max(JaroWinkler,SoftTfidfLev) 85.67 88.31 86.97 90,45 92,20 91,32

4.3.2.2 Couplage supervisé

Cette méthode de couplage d’enregistrements se base sur 2 niveaux d’apprentissage : niveau d’attri-
buts et niveau d’enregistrements.

Pour la base d’entreprises, nous utilisons :
— pour l’apprentissage au niveau des attributs, le corpus annoté composé de 1940 paires d’attributs,

représenté dans le Tableau 4.1 ;
— pour l’apprentissage au niveau des enregistrements, nous utilisons le même échantillon des 2300

enregistrements annotés (utilisé dans la section précédente).
Pour la base d’articles scientifiques, nous utilisons :
— pour l’apprentissage au niveau des attributs, un corpus annoté composé de 4000 paires d’attributs ;
— pour l’apprentissage au niveau des enregistrements, nous utilisons le même échantillon des 3000

enregistrements annotés (utilisé dans la section précédente).
Nous avons évalué notre système de couplage d’enregistrements sur les deux bases de données. Les

résultats sont montrés dans le Tableau 4.8. Ces résultats confirment l’intérêt de la combinaison de toutes
les mesures sauf Soft-tf-idf-jaro et Tf-idf en utilisant le classifieur C4.5 pour mesurer la similarité entre
les attributs. En utilisant cette combinaison, le nombre d’entités trouvées est d’environ 135043, resp.
250490 entités pour la base d’entreprises, resp. base d’articles scientifiques.

Pour montrer l’intérêt de notre approche basée sur deux niveaux d’apprentissage (nommée : approche
supervisée 3) comme détaillé dans la section 4.2.2.3, nous l’avons comparé avec :

— une approche de couplage (nommée : approche supervisée 1) avec un seul niveau d’apprentissage
(c.à.d. niveau d’enregistrements) en représentant chaque paire d’enregistrements par un vecteur
de descripteurs qui contient la liste des distances de similarité entre les paires d’attributs.
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Tableau 4.8 – Résultat de couplage supervisé d’enregistrements

Similarité
Entreprises Articles scientifiques
R (%) P (%) F (%) R (%) P (%) F (%)

Levenshtein 90.32 92.10 91.20 93.30 92.95 93.12
Toutes 91.20 93.50 92.34 94.90 94.56 94.73
Toutes sauf Soft-tf-idf-jaro et Tf-idf 91.20 93.50 92.34 94.90 94.56 94.73

Tableau 4.9 – Résultat de couplage d’enregistrements

Approche
Entreprises Articles scientifiques
R (%) P (%) F (%) R (%) P (%) F (%)

non supervisée [Fellegi69] 85.67 88.31 86.97 90, 45 92, 20 91, 32
supervisée 1 89.30 91.10 90.19 91.40 92.75 92.07
supervisée 2 90.90 92.00 91.45 94.78 93.63 94.20
supervisée 3 91.20 93.50 92.34 94.90 94.56 94.73

— une approche de couplage (nommée : approche supervisée 2) à deux niveaux d’apprentissage en
représentant chaque paire d’enregistrements par un vecteur de descripteurs qui contient unique-
ment la liste des résultats binaires de comparaisons de paires d’attributs.

Les résultats de comparaison des 3 méthodes supervisées et de la méthode non supervisée (basée sur
le modèle de Fellegi et Sunter [Fellegi69]), sur la base d’entreprises et la base d’articles scientifiques, sont
illustrés dans le Tableau 4.9. Ces résultats montrent l’intérêt de l’apprentissage supervisé et notamment
l’apprentissage supervisé à deux niveaux où nous intégrons les résultats de comparaisons d’attributs et
nous intégrons également leurs distances de similarité dans la description des paires d’enregistrements.

Les cas d’erreurs sont essentiellement liés à : plusieurs attributs manquants, plusieurs erreurs de
saisie dans l’enregistrement ou des erreurs de segmentation de la base de données en blocs. La dernière
cause consiste à placer des enregistrements se référant à une même entité dans des blocs différents, ce
qui écarte la possibilité de les comparer et de les coupler.

4.4 Conclusion

Dans ce chapitre, nous avons étudié l’étape de résolution d’entités qui a comme but de représenter
les enregistrements d’une base de données dans un modèle entité factorisé. Cette étape se base sur le
couplage d’enregistrements qui inclue la comparaison de paires d’attributs et la comparaison de paires
d’enregistrements. Pour ce faire, nous avons proposé deux approches, où l’une est non supervisée et
l’autre est supervisée. La première se base sur une approche de l’état de l’art en intégrant la combinaison
de mesures de similarité dans la comparaison d’attributs. La deuxième se base sur l’apprentissage de la
similarité entre attributs et entre enregistrements en combinant les mesures de similarité.

Nous avons expérimenté ces deux approches sur les bases d’entreprises et de méta-données d’ar-
ticles scientifiques. Ces expérimentations ont favorisé l’approche supervisée et les résultats obtenus sont
respectivement 93.50% et 94.56% en Rappel et 91.20% et 94.90% en Précision.

La résolution d’entités représente un pré-traitement primordial pour la reconnaissance d’entités dans
les documents, guidée par le modèle entité construit.
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Introduction

Le processus de Reconnaissance d’Entités (RE) inclue la tâche d’extraction d’entités nommées, où
une entité nommée représente un ensemble de mots supposés apparaître regroupés dans le document et
faisant référence à une entité particulière. De plus, ce processus consiste à regrouper ces entités nommées
même lorsqu’elles sont éparpillées arbitrairement dans le document et à identifier l’entité pertinente, dans
le modèle entité, qui les relie. Plusieurs entités pertinentes peuvent être mentionnées dans un document
donné.

Cette partie est organisée en trois chapitres. Dans le Chapitre 5, nous présentons l’état de l’art sur les
méthodes de RE. Dans le Chapitre 6, nous proposons deux méthodes de RE basées sur le rapprochement
par le contenu. Dans le Chapitre 7, nous proposons une méthode de RE basée sur le rapprochement par
les graphes de structures locales, qui combine le contenu avec la structure du document.
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Chapitre 5

État de l’art
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5.1 Introduction

Dans ce chapitre, nous explorons les méthodes de RE ainsi que des méthodes connexes proposées
dans la littérature. Nous distinguons le cas de documents du Web (essentiellement du texte ASCII) et le
cas de documents océrisés. Dans la Section 5.2, nous étudions la RE dans les documents du Web. Dans
la Section 5.3, nous nous intéressons aux documents océrisés. Nous mettons également la lumière sur
les traitements faits pour pallier les problèmes liés à ces documents, notamment la correction des erreurs
d’OCR.

5.2 Reconnaissance d’entités dans les documents du Web

Dans la littérature, les méthodes de RE peuvent être catégorisées en quatre types : les méthodes à
base de règles, les méthodes probabilistes, les méthodes hybrides et les méthodes à base de données.
Nous détaillons ces méthodes dans ce qui suit.

5.2.1 Méthodes à base de règles

Appelées aussi méthodes à base de grammaire ou à base de contexte, ces méthodes sont très utili-
sées dans des applications de traitement automatique des langues. Elles nécessitent une reconnaissance
grammaticale (et éventuellement sémantique) explicite du texte. Elles proposent d’analyser le texte et
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d’étiqueter des mots ou des ensembles de mots par des entités nommées (telles que personne, organisa-
tion, date, etc.). Pour ce faire, des expressions régulières et des règles grammaticales (et éventuellement
des ontologies) sont manuellement prédéfinies par des experts, comme par exemple, les règles suivantes :

— Prénom + Mot en majuscule = Personne
— Mot inconnu + « Inc. » = Organisation
— Deux chiffres + deux points + deux chiffres = Heure

Ces méthodes peuvent aussi utiliser des dictionnaires d’attributs d’entités pour accélérer le processus
d’étiquetage. Ces dictionnaires sont manuellement prédéfinis par des experts et incluent, par exemple,
des listes de pays, de villes, d’entreprises, de noms de personnes, de titres, etc.

Parmi les méthodes à base de règles, nous pouvons citer l’approche nommée FASTUS, proposée
dans [Appelt93, Hobbs95] dans le contexte de la reconnaissance d’événements qui concernent le terro-
risme en Amérique latine, dans des quotidiens. Cette approche se base sur l’analyse de texte à l’aide
de grammaires à états finis (dites grammaires hors-contexte) manuellement préparées. Cette grammaire
décrit des patrons d’événements à l’aide de mots-clés, comme par exemple le patron « <Perp> attacked
<HumanTarget>’s » qui décrit un événement d’attaque en utilisant le mot clé “attacked”. Le système
est composé de quatre étapes principales : la recherche de mots-clés, la reconnaissance de phrases, la
reconnaissance de patrons de chaque phrase et la fusion d’événements. D’abord, les mots-clés prédéfinis
dans un dictionnaire sont identifiés dans le texte. Ensuite, les phrases sont reconnues en se basant sur
l’identification de groupes nominaux et de groupes verbaux décrits par les grammaires hors-contexte.
Les patrons d’événements qui correspondent à ces phrases sont reconnus en correspondant leurs mots
clés. Ils sont ensuite utilisés pour extraire les informations d’événements. Enfin, les informations retrou-
vées dans des phrases consécutives, portant sur un même événement, sont fusionnées pour compléter sa
description. FASTUS a été testée sur 100 documents et des résultats meilleurs (Rappel = 44%, Précision
=55%) que ceux proposés dans la littérature ont été affirmés par les auteurs.

Dans [Wacholder97], les auteurs proposent une méthode de RE qui consiste à extraire, d’abord, les
noms propres (par exemple, “Robert Jordan”), puis à les classer en entités (par exemple, personne). Un
processus de désambiguïsation de ces noms propres (par exemple, “Ford” peut représenter une personne,
une organisation, une marque de voiture ou une place) en utilisant leur contexte est ensuite réalisé.
Enfin, les noms qui représentent des variations d’une même entité (par exemple, “Robert Jordan” et “Mr.
Jordan” représentent la même Personne) sont regroupés. L’extraction de noms propres est faite par le
marquage de mots dans le texte et la sélection des séquences de mots commençant par une majuscule.
Des heuristiques lexicales sont ensuite appliquées pour le découpage de noms complexes (par exemple,
“Mr Jordan of Steptoe Johnson” est découpé en “Mr Jordan” et “Steptoe Johnson”). La désambiguïsation
des noms est faite en utilisant des heuristiques basées sur la capitalisation, la ponctuation, des mots
contextuels (par exemple, “Mr” pour une personne et “Inc” pour une organisation) et l’emplacement
des noms au sein de la phrase et du document. Le regroupement des noms propres qui représentent la
même entité se base sur leur transformation en formes canoniques (par exemple, les abréviations sont
éliminées). Les noms propres reconnus dans le corpus sont finalement collectés dans un dictionnaire ou
une base de noms. Cette méthode a été évaluée sur un corpus de 88 documents extraits du quotidien de
“Wall Street” et les taux de reconnaissance obtenus sont de 91% en Rappel et de 92% en Précision.

Dans [Hashemi03, Hashemi04], les auteurs proposent une approche de reconnaissance de descrip-
teurs d’intérêt (tels que nom, âge, date, ville, etc.) dans les annonces d’évènements de décès. Cette
approche se base sur des patrons d’événements qui décrivent les phrases dans l’annonce. Un patron est
composé d’une série de marques (en anglais, tokens) qui décrivent grammaticalement et sémantique-
ment des mots ou des groupes de mots. Par exemple, la marque “DENM” représente un nom de décédé,
elle est composée d’un mot ou d’un ensemble de mots composés de caractères alphabétiques et com-
mençant par une lettre majuscule. Cette méthode prend en entrée une phrase d’annonce et propose de la
découper en mots puis de regrouper ces mots en marques. Le patron de cette phrase est ensuite identifié
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en correspondant la description grammaticale des marques. Les descripteurs d’intérêt sont enfin déduits
à partir du patron identifié. La méthode a été expérimentée sur 866 annonces de décès extraites de 68
magazines électroniques. 173 annonces sont sélectionnées arbitrairement pour générer 50 patrons et les
693 annonces restantes sont utilisées pour les tests. Les résultats obtenus en Rappel et en Précision sont
respectivement 97.6% et 97.4%.

Ces méthodes sont généralement plus performantes que les méthodes à base d’apprentissage dans les
domaines restreints puisqu’elles sont capables de détecter les entités complexes. L’inconvénient majeur
de ces méthodes est que les grammaires et les règles utilisées sont dépendantes du langage et du domaine.
Il est alors nécessaire de redéfinir le système de reconnaissance pour chaque nouveau domaine ou lan-
gage. De plus, ces méthodes sont sensibles au texte bruité ou aux variations particulières (par exemple,
les abréviations inusuelles).

5.2.2 Méthodes probabilistes

Ces méthodes se basent généralement sur un corpus annoté par des experts fournissant de nombreux
exemples de données et sur un modèle d’apprentissage permettant d’identifier les entités dans le texte
à partir de ce corpus. Le modèle d’apprentissage peut être des règles logiques, un arbre de décision, un
modèle numérique, etc.

A titre d’exemple, nous pouvons citer le modèle numérique proposé dans [Malouf03] pour résoudre
la tâche de RE indépendamment du langage. C’est un modèle de Markov caché où les observations
sont les mots avec leurs contextes et les états cachés sont des séquences d’étiquettes, tels que début
ou fin de nom de personne, d’organisation, de localisations, etc. Ce modèle est dépendant du corpus
d’entraînement fourni. Des expérimentations faites sur des corpus de différents langages ont données des
taux de reconnaissance de 74.55% en Précision et de 70.45% en Rappel.

Une approche de reconnaissance d’entités nommées, basée sur l’apprentissage de règles d’associa-
tion à partir d’un corpus d’entrainement, a été proposée dans [Budi03]. Cette méthode utilise trois types
de règles d’association permettant d’attribuer une classe d’entité (parmi nom de personne, localisation,
etc. ou pas-de-nom s’il ne s’agit pas d’une entité nommée) à un mot. La première règle, nommée règle
de dictionnaire, consiste à associer une classe à un mot (par exemple, la classe nom de personne est
associée au mot « Hasibuan »). La deuxième, nommée règle de bigrammes, associe une classe à deux
mots (par exemple, la classe “nom de personne” est associée à « Prof., Hasibuan »). La troisième règle,
nommée règle de descripteur, associe une classe à un mot et un descripteur (par exemple, la classe “nom
de personne” est associée à « Prof., un mot qui commence avec une majuscule »). Un facteur d’appui
et un facteur de confiance, qui dépendent du nombre d’occurrences des mots ou des descripteurs dans
la classe, sont attribués à chaque règle d’association. Cette approche propose de chercher l’ensemble de
règles qui correspondent à chaque paire de mots dans le texte. La règle qui maximise les valeurs des
facteurs d’appui et de confiance est retenue. Si ces valeurs dépassent un seuil alors la classe de la règle
est attribuée aux mots. Autrement, la classe “pas-de-nom” est attribuée à ces mots. L’approche est éva-
luée sur deux corpus. Le premier corpus est extrait de la base MUC-7 [Chinchor99] où 200 articles sont
utilisés pour la phase d’apprentissage des règles d’association et 100 articles sont utilisés pour les tests.
Le deuxième corpus est extrait à partir de 55 articles d’actualité rédigés en langue indonésienne. Les
deux corpus ont été évalués pour différentes combinaisons des trois règles et ont été comparés à chaque
fois avec une méthode de la littérature [Chieu02] qui utilise l’entropie maximale. Les résultats obtenus
montrent un important gain en Précision et un niveau concurrentiel en Rappel.

Une approche bayésienne d’identification des lignes d’adresses postales américaines a été proposée
dans [Talburt00]. Cette approche a pour objectif d’analyser et d’associer des lignes d’adresses à leurs
composantes sémantiques (ex : associer la première ligne à un nom de particulier et la deuxième ligne
à l’adresse de la rue). Cette méthode utilise un corpus d’adresses annoté et propose de classifier chaque
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ligne dans des fonctions de lignes en maximisant la probabilité d’appartenance d’une ligne donnée à une
parmi 7 fonctions de lignes. Le calcul de la probabilité se base sur une analyse de chaque ligne en des
mots séparés et un calcul d’occurrences des mots et leurs positions dans les fonctions de lignes. Des ex-
périmentations ont été faites sur 100000 adresses annotées et 23 millions d’adresses de test. Les auteurs
affirment l’augmentation de 7% de la Précision d’identification comparée au système d’identification à
base de règles. Cette approche est flexible et permet l’apprentissage de nouveaux résultats après valida-
tion par un utilisateur. En revanche, le texte traité est purement structuré et la méthode est limitée aux
adresses postales américaines.

Une approche plus générique inspirée de cette dernière a été proposée dans [Osesina12] pour l’ex-
traction d’entités nommées dans des notices nécrologiques. Elle s’appuie sur une base de connaissances
qui contient des exemples d’entités annotées, dont chacune est décrite par sa classe et ses propriétés.
La classe informe sur le type d’entité nommée, tels que nom du décédé, âge, parent, épouse, etc. Les
propriétés sont de deux types : contextuelles (le contexte qui précède/ suit l’entité nommée, la position
de l’entité nommée dans le document) et intrinsèques (nombre de caractères, nombre de termes, type
numérique ou alphabétique de l’entité nommée). Cette méthode propose d’extraire les propriétés d’un
mot ou d’un groupe de mots dans un document, et les compare avec les propriétés des entités de la base
de connaissances pour déduire la classe de l’entité nommé correspondante. Cette comparaison est réali-
sée à l’aide d’un modèle de décision construit à partir de la base de connaissances. Cette approche a été
évaluée sur 100 notices nécrologiques extraits du Web et a été testé à l’aide de trois types de modèles
de décision : un modèle bayésien, un classifieur C4.5 et un modèle de dispersion. La méthode bayé-
sienne a donné des meilleurs résultats en Précision (53, 6%) et en Rappel (30, 5%). L’avantage de cette
méthode est qu’elle est indépendante des langages et des ontologies. De plus, le modèle d’extraction ne
doit pas être modifié lorsqu’un nouvel exemple est ajouté. En revanche, elle est dépendante de l’étape
d’annotation manuelle du corpus et nécessite un grand volume d’exemples annotés.

5.2.3 Méthodes hybrides

Les approches hybrides de RE proposent de combiner les méthodes à base de règles et les méthodes
probabilistes. Ces méthodes se basent sur un apprentissage de règles à partir d’exemples annotés puis une
révision par un expert, ou inversement, consistent à élaborer des règles par un expert puis à les étendre
(semi-) automatiquement par un moteur d’inférence.

Comme exemple de méthode hybride, nous pouvons citer l’approche proposée dans [Rohini00] qui
combine une approche à base de règles, un modèle de maximum d’entropie et un modèle de Markov
caché pour la reconnaissance d’entités nommées. D’abord, les expressions temporelles (tels que date,
fréquence, âge, etc.), les expressions numériques (tels que montant, pourcentage, poids, etc.) et les ex-
pressions de contact (tels que adresse, email, etc.) sont étiquetées dans le texte en utilisant des règles
grammaticales prédéfinies. Ensuite, les noms de personnes et de localisations sont étiquetés à l’aide d’un
modèle probabiliste basé sur le maximum d’entropie. Ce modèle utilise des dictionnaires de noms de
personnes et de localisations (dites gazetiers). Il consiste à classer un mot dans le document (dans une
classe parmi les trois classes : personne, localisation et autre) en le représentant par des descripteurs
qui informent sur son apparition dans les gazetiers et des descripteurs contextuels. Enfin, un modèle de
Markov caché contraint basé sur les bi-grammes est utilisé pour corriger les erreurs de segmentation
des entités étiquetées lors des deux premières phases. Les contraintes de ce modèle sont fournies sous
forme de règles de correction des ambiguïtés de prépositions, des erreurs de capitalisation et des fausses
séquences d’entités. Ce système a été testé sur des articles du quotidien américain “New York Times”
extraits de la base MUC-7, composés de 22000 mots et le résultat obtenu est de 93.39% en F-mesure.

Bien que les méthodes hybrides profitent des avantages des deux méthodes précédentes, elles hé-
ritent aussi de leurs inconvénients. Par exemple, les règles élaborées manuellement sont dépendantes du
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domaine et du langage.

5.2.4 Méthodes guidées par une base de données

Ces méthodes s’appuient sur une base de données relationnelle, qui contient les entités recherchées,
pour la RE. Dans ce type d’approches, le problème de RE revient à un problème de rapprochement entre
le contenu des documents et celui de la base de données. C’est ce que nous cherchons à faire dans cette
thèse.

Un système, nommé EROCS (Entity Recognition in Context of Structured data), a été proposé dans
[Chakaravarthy06] pour lier un document textuel à des entités décrites dans une base de données rela-
tionnelle. EROCS propose d’identifier les entités qui correspondent le mieux avec un document donné
en cherchant les liens entre les enregistrements de la base et des segments dans le document. Un segment
est assimilé à 8 phrases consécutives dans le texte du document. Cette méthode propose de maximiser
un score de rapprochement qui emploie la fréquence et l’importance des termes en commun entre un
segment et une entité. Cette méthode a été évaluée à l’aide d’une base de données de films du Web qui
contient 401660 entités et 50 documents qui représentent des avis sur les films. Le taux de reconnais-
sance obtenu est d’environ 80%. Comme elle traite une problématique proche de la nôtre, nous détaillons
d’avantage cette méthode dans la section suivante.

Dans [Bhattacharya08], les auteurs proposent d’employer la classification de documents au profit
de la reconnaissance d’entités et inversement. Ils se basent sur un modèle probabiliste qui relie la dis-
tribution de mots dans le document avec les attributs d’entités contenues dans la base de données. La
notion de classification consiste, ici, à catégoriser les documents en se basant sur un vocabulaire de mots
pertinents contenus dans chaque document (par exemple, la classe “Action” est déduite du vocabulaire :
“adventurer”, “quest”, “justice”, etc.). En effet, cette méthode consiste à rechercher dans la base de don-
nées une colonne-type qui renseigne sur la classe du document (par exemple, le champ “genre” du film)
puis limiter la recherche d’entités uniquement dans les enregistrements dont l’attribut de la colonne-type
correspond à la classe donnée du document (par exemple, si la classe du document est “Action” alors
seules les entités dont l’attribut du champ “genre” est “Action” sont considérées). Cette méthode a été
évaluée à l’aide d’une base de données de 26250 films de 25 genres différents et 12500 documents qui
représentent des commentaires sur les films. Les performances de la RE ont augmenté de 38.5% à 40.8%
après emploi de la classification. De plus, la moyenne de confusion pour la prise de décision est dimi-
nuée de 2.359 à 0.067. Cette méthode propose une idée intéressante pour guider la recherche d’entités et
résoudre certaines ambiguïtés. Cependant, il n’est pas toujours évident de catégoriser les documents et
nous ne trouvons pas toujours une colonne-type qui peut informer sur la classe du document. De plus, la
tâche de classification des documents peut compliquer le système et alourdir la tâche de RE.

Un problème important relatif aux méthodes guidées par une base de données est le problème de
désambiguisation d’entités dans le cas où plusieurs entités candidates ont été identifiées par le système.

Parmi les méthodes de désambiguisation d’entités, nous pouvons citer les travaux proposés par
[Talburt07a, Talburt07b, Talburt07c] dans le contexte du modèle RDBMS (Relational Database Mana-
gement Systems). Le principe de cette approche est modélisé dans la Figure 5.1 et consiste à extraire des
fragments (où un fragment représente un mot ou une phrase) du document, puis à sélectionner de la base
de données, la liste d’entités candidates qui correspondent avec chaque fragment. Les entités candidates
qui partagent un ou plusieurs attributs (E2 et E6 dans la Figure 5.1) sont les plus probables de repré-
senter des entités correctes pour leurs fragments et sont alors sélectionnées par le système. Par exemple,
dans le cas de deux personnes mentionnées dans deux fragments d’un document, ceux qui possèdent la
même adresse sont les entités retenues par le système. Les expérimentations ont été faites sur 111 docu-

71



Chapitre 5. État de l’art

Figure 5.1 – Désambiguisation d’entités par des relations partagées [Talburt07c]

ments qui représentent des notices nécrologiques et un catalogue en ligne 5 qui maintient les informations
pour des individus et des organisations aux États-Unis. Les performances de RE ont augmenté de 20%
à 67, 8% après intégration de cette méthode de désambiguïsation. C’est une méthode intéressante qui
permet de réduire les fausses détections d’entités associées à des fragments dans le document mais ce
n’est pas toujours évident de retrouver des relations partagées entre les entités référencées dans un même
document.

5.2.5 Description détaillée de la méthode EROCS

Le système global de la méthode EROCS est montré dans la Figure 5.2. Le document est filtré à l’aide
d’un tagueur en ne gardant que les mots nominaux. Il est ensuite modélisé par des segments où chaque
segment est représenté par un sac de mots. Chaque entité dans la base de données est considérée avec
son contexte qui est fourni par un modèle d’entités. Ce dernier est représenté sous forme d’arbre où les
nœuds sont indexés chacun par une table de la base de données, et les arêtes représentent les éventuelles
relations par des clés étrangères. Le nœud racine représente la table pivot du modèle. EROCS propose
ainsi de rapprocher ces entités avec des segments dans le document puis les incorpore dans le document
par des relations entre les entités identifiées dans la base de données et les termes dans le document,
représentant les attributs d’entités.

Le modèle de rapprochement entité-document définit les quantités suivantes pour fonctionner :
— le poids w(t) d’un terme t est défini par l’équation 5.1.

w(t) =

{
log(N/n(t)) si n(t) > 0;
0 sinon.

(5.1)

où N est le nombre d’entités distinctes et n(t) est le nombre d’entités distinctes qui contiennent
le terme t dans leur contexte ;

5. zabasearch.com
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Figure 5.2 – Système global d’EROCS [Chakaravarthy06]

— le score d’une entité e, dans la base de données E, par rapport à un segment d est défini par
l’équation 5.2.

score(e, d) =
∑

t∈T (e,d)

tf (t, d).w(t) (5.2)

avec tf (t, d) la fréquence du terme t dans le segment d ;
— l’annotation (S,F ) d’un documentD représente une association entre des segments et des entités,

où S est un ensemble de segments dans D n’ayant pas de chevauchement et F une fonction qui
associe chaque segment d ∈ S à une entité F (d) ∈ E, avec :

score(S, F ) =
∑
d∈S

score(F (d), d)− λ (5.3)

où λ ≥ 0 est un paramètre introduit pour éliminer les segments non pertinents (i.e. possédant un
score inférieur à λ).

L’algorithme proposé d’EROCS est explicité dans l’Algorithme 2. Il est basé sur la programmation
dynamique et permet de retrouver la meilleure annotation d’un document en se basant sur le calcul des
meilleures entités qui correspondent à chaque segment. Pour réduire la complexité en temps d’exécution
et en accès aux données de la base de données, l’espace de recherche des contextes d’entités est limité
en utilisant un cache qui indexe des relations (t, e) pour les termes t contenus dans le contexte d’entités
e. Ces relations sont ensuite extraites directement du cache en utilisant les fonctions getEntities(t)
(recherche les entités qui contiennent le terme t dans leurs contextes) et getTerms(e) (recherche les
termes contenus dans le contexte de e).

5.3 Reconnaissance d’entités dans les documents océrisés

Dans le cas de documents océrisés, la tâche de RE devient plus difficile à cause d’altérations de
leurs contenus et leurs structures par l’OCR. Il existe peu de méthodes dans la littérature consacrées à
la RE dans les documents océrisés. Dans cette section, nous présentons des exemples de ces méthodes,
ainsi que d’autres méthodes proposées dans des contextes connexes traitant des documents océrisés.
Deux catégories de méthodes peuvent être distinguées : les méthodes orientées contenu et les méthodes
orientées structure.
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Algorithme 2 EROCS
Entrées: document : D
Sortie: meilleure annotation : (S|D|, F|D|), score : r|D|

1: pour i = 1→ |D| faire // parcours des phrases du document
2: pour j = i→ |D| faire
3: ei,j = arg maxe∈E score(e,Di,j) // sélection de la meilleure entité pour le segment
|Di,j | allant de la phrase i à la phrase j

4: si,j = score(ei,j , Di,j)
5: fin pour
6: fin pour
7: S0 = ∅
8: r0 = 0
9: pour k = 1→ |D| faire // recherche de la meilleure annotation

10: j = arg max0≤j≤k−1(rj + sj+1,k − λ)
11: Sk = Sj ∪ {Dj+1,k}
12: rk = rj + sj+1,k − λ
13: fin pour
14: pour chaque d ∈ S|D| faire // parcours des segments de l’annotation S|D|
15: F|D|(d) = arg maxe∈E score(e, d) // sélection de la meilleure entité pour la meilleure an-

notation
16: fin pour
17: retourner ((S|D|, F|D|), r|D|)

5.3.1 Méthodes orientées contenu

Les méthodes orientées contenu proposent de corriger le contenu textuel bruité des documents océ-
risés afin de l’exploiter pour la tâche de RE.

Parmi ces méthodes, nous pouvons citer l’approche proposée dans [Miller00] qui consiste à employer
un modèle de Markov caché pour l’extraction d’entités nommées. Dans ce modèle, les observations sont
les séquences de mots reconnus par l’OCR, et les états cachés sont des étiquettes de type d’entités sur
ces mots (par exemple, nom, organisation, date, etc.) ou bien une étiquette non-entité. Ce modèle a été
appris à la fois sur des documents corrects et d’autres bruités contenant les mêmes types d’erreurs. Des
expérimentations faites sur des quotidiens américains ont montré une dégradation des résultats d’extrac-
tion (par 8% en F-mesure) causée par des erreurs dans certains mots reconnus par l’OCR (15% des mots
sont erronés).

Une approche plus récente a été proposée dans [Grover08]. Elle consiste à utiliser un système à
base de règles pour reconnaître des noms de personnes et des lieux dans des documents historiques (du
17 ème au 19 ème siècle). Cette méthode propose de réaliser un pré-traitement de suppression de bruit
et de séparation entre le corps du texte et des notes marginales à l’aide de règles grammaticales. Les
entités nommées sont ensuite étiquetées dans le texte reconnu par l’OCR en s’appuyant sur des règles
grammaticales spécifiques et des dictionnaires contenant des noms et des prénoms de personnes et des
noms de lieux. Des évaluations sur des quotidiens américains ont donné des résultats qui varient entre
70.35% et 76.34% en F-mesure.

Une comparaison expérimentale de méthodes de reconnaissance de noms de personnes dans des
documents océrisés bruités a été proposée dans [Packer10]. Cette comparaison a montré une corrélation
entre le taux d’erreurs des mots reconnus par l’OCR et la qualité de la reconnaissance d’entités nommées
pour les différentes méthodes. De plus, les auteurs ont proclamé que l’impact des erreurs de contexte et

74



5.3. Reconnaissance d’entités dans les documents océrisés

d’ordre de mots sur la reconnaissance est plus important que celui des erreurs de caractères.
Une méthode d’extraction d’entités nommées a été testée, dans [Rodriquez12], sur des documents

océrisés bruités et sur les mêmes documents après correction d’erreurs d’OCR. Les résultats ont confirmé
une amélioration des taux de reconnaissance après la correction d’erreurs d’OCR pour des entités variées
(noms de personnes, de localisations et d’organisations).

Comme le contenu de documents océrisés est souvent bruité, il est nécessaire d’avoir recours à des
techniques de tolérance et de correction d’erreurs d’OCR pour une meilleure exploitation de ce contenu.
Nous nous intéressons dans la suite de cette section aux approches permettant de corriger ce type d’er-
reurs.

Nous pouvons classer les méthodes de correction d’erreurs OCR en deux catégories : les méthodes
de correction des erreurs d’orthographe et les méthodes de correction des erreurs spécifiques à l’OCR.
Nous détaillons ces deux catégories ci-dessous.

5.3.1.1 Correction des erreurs d’orthographe

Ces méthodes utilisent généralement des dictionnaires qui contiennent les mots corrects. Nous dé-
taillons trois types de méthodes basées sur les erreurs d’orthographe ci-dessous.

Méthodes basées sur les distances. Ces méthodes proposent de corriger les erreurs d’OCR dans une
chaîne de caractères en la comparant à un ensemble de mots corrects à l’aide de distances de similarité.
A titre d’exemple, la distance de Levenshtein est utilisée dans [Damerau64].

L’approche de [Farag09] propose de corriger les erreurs d’OCR en se basant sur les n-grammes. Tra-
ditionnellement, la proportion de n-grammes en commun de deux mots par rapport à leurs n-grammes
uniques est utilisée comme une mesure de similarité. Cette méthode propose une variation de cette me-
sure qui consiste à définir une fenêtre de n-grammes permettant de comparer seulement ceux qui se
trouvent dans des positions proches. Pour corriger un mot erroné, le mot le plus similaire, au sens de la
nouvelle mesure des n-grammes, est sélectionné à partir de ressources lexicales et de dictionnaires.

Méthodes basées sur le contexte. Elles utilisent les informations contextuelles pour détecter et corri-
ger les erreurs d’OCR.

A titre d’exemple, un algorithme de correction nommé WSD (Word Sense Disambiguation) est pro-
posé par [Ginter04] dans le domaine biologique. Il cherche à corriger les mots utilisés dans un faux
contexte par leurs sens, où le sens d’un mot est un autre mot qui possède une orthographe proche mais
une signification différente. Par exemple, les sens du mot “desert” sont “dessert” et “deserter”. Cet algo-
rithme se base sur un classifieur qui apprend le sens d’un mot en considérant son contexte (un ensemble
de n mots qui le précèdent et le suivent). Ce classifieur propose de retenir le sens qui maximise une
fonction de décision définie en fonction du nombre d’occurrences des mots de contexte dans ce sens.

Une autre méthode, qui exploite le thème du document pour la correction, est proposée dans [Wick07].
Elle favorise les mots liés sémantiquement au thème en question parmi une liste de mots candidats pour
corriger les termes erronés. Cette méthode construit un modèle de thèmes et un modèle d’OCR. Le mo-
dèle de thèmes décrit chaque thème par un vocabulaire. Il est initialement appris à partir d’une collection
de documents. Le modèle d’OCR représente les probabilités des différentes altérations de caractères. Il
est construit statistiquement à partir de documents corrigés. Cette méthode prend en entrée un document
océrisé et une liste de ses mots erronés. Elle génère pour chaque mot erroné w, la liste des mots qui
diffèrent de w par aucun, un ou deux caractères. Un score est ensuite attribué à chaque mot de cette liste.
Il est calculé en fonction de la probabilité d’apparition du mot dans les thèmes et des probabilités de
confusion de ses caractères avec les caractères du mot erroné. Ainsi, le mot qui possède le score le plus
important est retenu.
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Une méthode de correction et de normalisation d’entités nommées dans des documents océrisés
est proposée dans [Sagot14]. Cette méthode propose de corriger des formules chimiques, des dates et
des adresses en se basant sur des règles grammaticales définies pour chaque type d’entité nommée. Par
exemple, la date erronée “23 avril i908” est corrigée par “23 avril 1908” en se basant sur une règle qui
remplace un ‘i’ qui apparaît dans une année par un ‘1’. Un autre exemple de normalisation d’une formule
chimique est la correction de “MgA1204” par “MgAl2O4” en remplaçant le chiffre ‘1’, resp. ‘0’ par un
‘l’, resp. ‘O’ et en mettant les chiffres ‘2’ et ‘4’ en exposant. L’inconvénient majeur de cette méthode est
la nécessité de prédéfinir toutes les règles de correction.

Une méthode qui utilise les suggestions d’orthographe données par un corpus gigantesque, publié par
« Google », est proposée dans [Bassil12]. Ce corpus contient des millions de mots et des séquences de n-
grammes (allant des uni-grammes jusqu’aux 5-grammes) de mots. Cette méthode procède, d’abord, par
la détection des erreurs à l’aide d’une vérification orthographique par rapport au corpus de « Google ».
Les mots qui ne sont pas retrouvés dans ce corpus sont considérés erronés. Les candidats de chaque mot
erroné sont ensuite générés à l’aide de la comparaison de bi-grammes de mots. En effet, chaque mot du
corpus contenant au moins un bi-gramme commun avec le mot erroné est considéré comme un candidat.
Enfin, les 5-grammes de mots composés des séquences des quatre mots qui précède le mot erroné dans le
texte et un parmi les mots candidats sont générés et comparés aux 5-grammes du corpus de « Google ».
Le mot candidat qui correspond au 5-gramme ayant la plus importante fréquence est retenu.

Le problème avec les méthodes de correction des erreurs d’orthographe est qu’elles exigent des dic-
tionnaires spécifiques au langage et au lexique du corpus utilisé. A cela s’ajoute qu’elles sont dépendantes
de la qualité (complet, représentatif du corpus, correct, etc.) du dictionnaire utilisé. Mais, il est parfois
difficile de trouver ces dictionnaires (par exemple, dans le cas des corpus historiques).

5.3.1.2 Correction des erreurs spécifiques à l’OCR

Ces méthodes exploitent les erreurs spécifiques à l’OCR pour proposer des corrections des caractères
erronés en se basant sur l’apprentissage à partir d’un corpus annoté ou sur une classification préalable
des caractères. Nous donnons ci-dessous quelques-unes de ces méthodes.

Méthodes probabilistes. Les méthodes probabilistes estiment statistiquement à partir d’un corpus an-
noté la probabilité de correction d’un mot altéré par un autre mot correct.

A titre d’exemple, nous citons la méthode, proposée dans [Collins-Thompson01], qui se base sur
des règles de confusion d’un n-gramme s dans le mot erroné par un n-gramme R. Ces règles sont
apprises et des probabilités (notés p(s|R)) y sont associées (voir les exemples dans le Tableau 5.1).
Cette méthode propose de générer les différentes partitions de n-grammes d’un mot erroné (par exemple
{“am”,“end”,“me”,“nt”} et {“a”,“men”,“d”,“me”,“nt”} représentent deux partitions du mot “amend-
ment”). Elle se base ensuite sur un algorithme de programmation dynamique qui cherche à minimiser
le coût total de transformation de ce mot en un autre, en appliquant les transformations possibles de n-
grammes sur toutes ses partitions. Si le coût minimal ne dépasse pas un seuil, fixé manuellement, alors
le mot qui correspond à ce coût est retenu.

Une autre méthode de correction probabiliste qui utilise les automates à états finis est proposée
dans [Kolak03]. Cet automate modélise les séquences de transformations possibles des caractères d’un
mot erroné, pondérées par leurs probabilités. Ces transformations incluent les opérations d’insertion, de
suppression et de substitution de caractères.

Bien que ces méthodes n’aient pas besoin de dictionnaires linguistiques, elles nécessitent un corpus
annoté pour l’apprentissage.
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Tableau 5.1 – Exemples de confusions de n-grammes de caractères [Collins-Thompson01]
s→ R − log p(R|s)

(coût d’édition)
am→ arn 1.074
en→ ea 0.956
en→ e,n 4.400
nt→ at 1.013
end→ ead 0.708
end→ eud 2.508
men→ rnea 0.858
me→ me, 1.211

Tableau 5.2 – Classification de caractères selon leur forme [Niklas10]
Classe Caractères Cardinalité

i
f, i, j, k, l, r, t, B, D, E, F, I, J, K, L, P, R, T, 1, ! 1
n, h, u, H, N, U 2
m, M 3

o a, b, d, g, o, p, q, O, Q, 6, 9, 0 1

c e, c, C, G 1

v
v, x, y, V, Y, X 1
w, W 2

s s, S, 5 1

z z, Z 1

a A 1

Méthodes à base de classification des caractères. Ces méthodes se basent sur la similarité de formes
des caractères pour la correction.

La méthode de [Niklas10, Tahmasebi13] propose de calculer, d’abord, une clé, appelée OCR-key,
pour chaque mot. Cette clé est déterminée en fonction de la classe c et la cardinalité n (décrites dans le
Tableau5.2) en remplaçant chaque caractère par cn. Par exemple, OCR-key (“tiine”) = OCR-key (“time”)
= i5c1. Ensuite, pour un terme erroné, des termes candidats qui possèdent la même valeur de clé sont
extraits à partir d’un dictionnaire préétabli. Enfin, ces termes candidats sont ordonnés selon leur distance
de Levenshtein, leur fréquence dans le corpus et la différence de cardinalité avec le mot erroné.

C’est une méthode générique qui profite des erreurs pertinentes de l’OCR et qui ne nécessite pas de
données de vérité. En revanche, certaines classes doivent être adaptées pour d’autres types d’OCR. Par
exemple, le ‘h’ et le ‘b’ sont parfois confondus. De même, pour le ‘o’ et le ‘c’. Aussi, il parait étrange de
classer le ‘B’ et le ‘D’ dans la classe ‘i’.

5.3.2 Méthodes orientées structure

Les méthodes orientées structure proposent d’exploiter la structure physique du document pour loca-
liser et extraire les attributs d’entités. Nous nous inspirons ici des méthodes proposées dans le contexte
de l’étiquetage logique du document image qui consiste à modéliser la structure de document de façon à
guider l’extraction des étiquettes logiques.

Une étude bibliographique des méthodes d’étiquetage logique est fournie dans [Mao03, Dengel14].
Ces méthodes peuvent être classées dans deux types : les méthodes partielles et les méthodes globales.
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Nous détaillons ces deux types de méthodes dans la suite.

5.3.2.1 Méthodes partielles

Les méthodes partielles proposent d’étiqueter individuellement chaque zone en se basant sur des
caractéristiques sur ces zones. Elles peuvent être basées sur des règles prédéfinies ou sur un modèle pro-
babiliste pour l’étiquetage des zones individuellement. Nous détaillons ces deux catégories séparément.

Méthodes à base de règles. Elles se basent sur des règles structurelles et/ou textuelles prédéfinies
par des experts du domaine pour étiqueter logiquement des blocs ou des expressions textuelles dans le
document. Plusieurs travaux, tels que dans [Kim01, Tan03], utilisent de telles règles.

L’approche proposée dans [Kim01] définit 120 règles conditionnelles sur trois niveaux (zone, ligne et
caractère) pour l’étiquetage d’articles scientifiques. Les règles utilisées emploient des caractéristiques de
mise en forme telles que la position, la taille, l’espacement, la police, etc. pour étiqueter le titre, l’auteur,
l’affiliation et le résumé. Cette approche a été évaluée sur 11000 articles dans des journaux biomédicaux
et le taux d’extraction obtenu est de l’ordre de 96%.

L’inconvénient de ce genre de méthodes est que les règles employées sont spécifiques et restreintes
à des domaines particuliers.

Méthodes probabilistes. Dans ce genre de méthodes, c’est le système qui apprend la fonction d’éti-
quetage statistiquement sur un corpus annoté à l’aide d’un classifieur. Plusieurs travaux d’étiquetage
logique supervisé [Staelin07, Medvet11] ont été proposés dans la littérature.

L’approche nommée Biblio, proposée dans [Staelin07], se base sur une combinaison d’un SVM
avec des réseaux de neurones. Elle utilise des descripteurs textuels et des descripteurs de mise en page
(dictionnaires de méta-données, boîtes englobantes des éléments, taille de police, etc.). Ces descripteurs
sont utilisés pour entraîner une cascade de classifieurs et un vote majoritaire est ensuite employé pour
attribuer les étiquettes logiques. Le système a été validé sur trois corpus et les résultats varient largement
selon le type de méta-données.

Ces méthodes ne demandent pas de connaissances ou des règles a priori mais exigent un corpus
annoté qui couvre toutes les variabilités.

5.3.2.2 Méthodes globales

Les méthodes globales intègrent des contraintes globales entre les zones telles que la position relative
pour déterminer leurs étiquettes logiques. Elles peuvent être classées en trois catégories : les méthodes as-
cendantes, les méthodes descendantes et les méthodes hybrides qui combinent les deux. Nous détaillons
chacune de ces catégories.

Méthodes ascendantes. Ce sont des méthodes d’inférence qui se basent sur un étiquetage des sous-
éléments pour déduire l’étiquette de l’élément composite. Ces méthodes se basent généralement sur des
règles syntaxiques pour déduire la structure logique du document. Elles se basent sur des techniques de
traitement automatique des langues appliquées sur le résultat ASCII de l’OCR, telles que les méthodes
proposées dans [Belaid01, Aiello02, Lin06].

L’approche de reconnaissance de tables de matières proposée par [Belaid01] consiste à identifier le
titre et les auteurs dans les journaux scientifiques en se basant sur leurs caractéristiques linguistiques (par
exemple, la liste des auteurs est une suite de noms de personnes). Cette approche est composée de trois
étapes : un étiquetage linguistique du texte donné par l’OCR, une analyse morphologique et une désa-
mbiguïsation syntaxique. L’étiquetage linguistique consiste à marquer les composantes physiques (par
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exemple, début de ligne, tabulation, item, etc.) et morphologiques (par exemple, nom propre, préposition,
article, etc.) du texte à l’aide de dictionnaires et de règles spécifiques. L’analyse morphologique consiste
à regrouper les étiquettes consécutives en attributs (titre ou auteur) en utilisant des règles linguistiques
de regroupent, de continuité et de réduction. La désambiguïsation syntaxique propose d’intégrer les mots
non étiquetés (à cause des erreurs d’OCR) avec les attributs en utilisant des règles grammaticales ou des
modèles de structure physique générés à partir des journaux correctement étiquetés. Cette méthode a été
évaluée sur 38 journaux scientifiques contenant 2020 articles. Le taux de segmentation obtenu est de
96.3% et le taux d’extraction d’attributs est de 93%. L’inconvénient de cette méthode est qu’elle utilise
des règles spécifiques et restreintes au domaine d’application.

Méthodes descendantes. Elles se basent sur la reconnaissance de la structure physique du document
pour l’étiquetage de ses composantes logiques. Certaines méthodes se basent sur un parcours arborescent
de la page en utilisant des règles de mise en forme [Tsujimoto92, Wang01] ou des règles syntaxiques
[Nagy92, Krishnamoorthy93]. D’autres méthodes se basent sur une classification supervisée à partir
d’exemples de documents annotés appartenant à une classe déterminée, telles que les méthodes proposées
dans [Cesarini03, Mao04, Zou10] ou sur une classification non supervisée des blocs dans le document,
telle que la méthode proposée dans [Bres02]. Ces méthodes sont généralement rapides mais nécessitent
des connaissances a priori sur la mise en page du document.

Nous détaillons, à titre d’exemple, la méthode proposée dans [Klink01] qui est composée de plusieurs
phases. D’abord, le document scanné est segmenté en blocs puis reconnu par un OCR. Ensuite, les
structures usuelles sont reconnues (par exemple : entête, pied de page, tableau, liste, etc.) afin de raffiner
le résultat donné par l’OCR. Enfin, une phase d’étiquetage logique à base de règles logiques est effectuée
sur les blocs textuels identifiés. Ces règles se basent sur des critères géométriques et textuels sur les blocs
(dimension, position, nombre de lignes et leur alignement, police, mots clés) et sur les relations entre eux
(position relative, mots en commun). Ces règles sont employées pour attribuer une étiquette logique à
chaque segment de la page. Une évaluation a été réalisée sur 89 lettres administratives et 979 pages de
journaux diverses et a donné des résultats qui varient entre 36% et 100% en Précision et en Rappel selon
le type de l’étiquette.

Dans [Nagy92], les auteurs proposent de transformer une image représentant une page d’article scien-
tifique en un arbre qui représente hiérarchiquement la structure logique de cette page. Cette transforma-
tion se base sur une analyse syntaxique à base de grammaires hors-contexte. Cette grammaire est définie
sur les blocs physiques de la page en utilisant le profil de projection. Cette approche a été expérimentée
sur seulement 24 pages de journaux scientifiques dont 16 ont été parfaitement étiquetées, 6 contiennent
des erreurs mineures et 2 contiennent des erreurs majeures.

L’approche, proposée dans [Mao04], se base sur les modèles de Markov cachés pour l’étiquetage
des articles scientifiques. Ces modèles sont utilisés pour représenter la mise en page en se basant sur le
profil de projection des boîtes englobantes des caractères dans les régions physiques du document. Les
observations de ce modèle représentent des caractéristiques des régions physiques telles que la police, la
taille, les mots clés, etc. Les états cachés sont les étiquettes sur les régions tels que titre, auteur, affiliation,
etc. L’approche a été évaluée sur 69 pages d’articles scientifiques et comparée à d’autres modèles. Le
taux d’extraction obtenu est de 91% comparé à 70% pour un modèle à base d’heuristiques.

Méthodes hybrides. Elles proposent de combiner les deux approches précédentes afin de profiter de
la rapidité des méthodes descendantes et de la robustesse des méthodes ascendantes.

Dans [Liang02a, Liang02b, Liang03], les auteurs proposent une approche d’étiquetage logique d’ar-
ticles scientifiques, basée sur la modélisation de leur structure physique du document par un graphe
attribué. Les nœuds de ce graphe représentent les blocs reconnus par l’OCR et les arcs représentent les
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relations spatiales entre eux. Ce graphe est comparé à un ensemble de graphes modèles, où chacun est
appris pour une classe de document. Le résultat de la comparaison est utilisé pour attribuer les étiquettes
logiques aux blocs du document. Cette approche est dépendante de la classe de documents. Malheureu-
sement, aucune évaluation quantitative de cette méthode n’a été donnée.

Dans le même contexte d’étiquetage logique d’articles scientifiques, une approche avec raisonnement
à partir de cas est proposée dans [Beusekom07]. Pour un document en entrée, cette approche propose de
rechercher le cas le plus proche dans une base de cas qui représente un ensemble de documents étiquetés.
Le document qui correspond au cas le plus proche est utilisé pour étiqueter les blocs du document d’en-
trée. Pour la recherche dans la base de cas, une mesure de similarité de mise en page de documents, qui
combine des critères structurels et textuels au niveau bloc, est employée. L’évaluation de cette approche
sur la base publique MARG 6 a donné des taux d’extraction qui varient entre 94, 8% et 99, 6%.

Une approche récente, proposée dans [Santosh13a, Santosh13b, Santosh13c, Santosh15], consiste
à identifier les lignes de tableau à partir de motifs (champs textuels ou attributs) sélectionnés par le
client. Cette approche est basée sur une technique d’isomorphisme tolérant à la substitution entre un
graphe construit des motifs et un graphe modèle appris. Les nœuds de ce graphe représentent les noms
de champs et les arcs représentent les positions relatives entre eux. Les graphes traités sont linéaires et la
technique de rapprochement de graphe utilisé ne tolère pas les opérations d’insertion et de suppression.
Cette approche a été évaluée sur des documents administratifs et les résultats obtenus sont de 86.64% en
Précision et de 90.80% en Rappel.

5.4 Conclusion

Dans ce chapitre, nous avons présenté une étude bibliographique détaillée sur les méthodes de RE
en distinguant le cas des documents du Web et le cas de document océrisés. D’après cette étude, nous
constatons que les méthodes proposées pour le rapprochement d’entités dans les documents du Web
sont insuffisantes dans notre cas. En effet, elles considèrent le document comme une suite de phrases
et se basent sur une comparaison stricte entre les mots. Ces méthodes sont donc inappropriées pour
exploiter la structure physique du document et sont sensibles au contenu bruité. De plus, nous constatons
une faiblesse de l’état de l’art sur la RE dans les documents océrisés. Nous avons étudié des méthodes
proposées dans des contextes connexes, notamment la correction d’erreurs d’OCR et l’étiquetage logique
de documents. Nous proposons de nous inspirer de certaines de ces méthodes pour tolérer le contenu
bruité des documents océrisés et pour exploiter la structure physique du document pour localiser les
attributs d’entités.

6. http ://marg.nlm.nih.gov/index2.asp
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Rapprochement par le contenu
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6.1 Introduction

Nous proposons dans ce chapitre deux méthodes de rapprochement d’entités par le contenu. Nous
détaillons la première méthode, nommée M-EROCS, dans la Section 6.2 et la deuxième méthode, nom-
mée ERBL, dans la Section 6.3. M-EROCS modélise les documents par des segments (blocs de l’OCR)
qui sont représentés par des sacs de mots et propose de faire correspondre ces segments aux entités, dans
le modèle entité, représentées également par des sacs de mots. ERBL consiste à étiqueter le document
par les attributs d’entités contenus dans le modèle entité puis à regrouper ces labels en entités. Ces deux
méthodes sont ensuite évaluées dans la Section 6.4 sur les trois corpus et comparées avec une méthode
de l’état de l’art.

6.2 Méthode M-EROCS

Cette méthode de RE, appelée M-EROCS (Modified-Entity RecOgnition in Context of Structured
data), est une modification de la méthode EROCS présentée dans le chapitre précédent afin de l’adapter
aux documents océrisés.
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Figure 6.1 – Système global de M-EROCS

Les adaptations et les améliorations proposées dans M-EROCS par rapport à la méthode EROCS
sont les suivantes :

— Le modèle d’entité (entités avec leur contexte dans EROCS) représente les différentes variations
des attributs d’entités (résultat du processus de résolution d’entités).

— Le modèle document est représenté par une suite de segments, où un segment (suite de 8 phrases
dans EROCS) est assimilé à un bloc d’OCR.

— Une étape de filtrage des segments est introduite pour guider la recherche d’entités.
— Une étape de reconstruction physique de segments est introduite pour remédier à leur destruction

par l’OCR.
— Le score de rapprochement est amélioré afin de tolérer les erreurs textuelles introduites par l’OCR

ainsi que les variations de représentation d’attributs entre le document et le modèle entité.
— Un seuil de score est introduit pour rejeter les segments qui ne mentionnent pas d’entités.

Le système global de M-EROCS est montré dans la Figure 6.1. Le modèle physique (modèle docu-
ment) facilite la recherche des entités. Ce modèle est composé d’un ensemble de segments initialisés aux
blocs données par l’OCR. Ces segments sont ensuite filtrés puis reconstruits. Les segments reconstruits
sont rapprochés avec les entités dans le modèle d’entité en se basant sur un score de rapprochement
tolérant les erreurs textuelles d’OCR.

Nous commençons par présenter le modèle document. Nous détaillons ensuite les différents modules
de notre système.

6.2.1 Modèle document

Un document océrisé est représenté par une hiérarchie de blocs composés de lignes où chaque ligne
est composée de mots. Souvent l’OCR procure les coordonnées des boîtes englobantes de chacun de ces
éléments. La Figure 6.2 (a) montre un exemple de document image où les blocs obtenus par l’OCR sont
encadrés. La Figure 6.2 (b) montre le résultat d’OCR du bloc encadré en rouge.

Le modèle document consiste à représenter le document image par un ensemble de segments, où
chaque segment est représenté par un sac de mots (voir Figure 6.3). Dans un premier temps, nous assi-
milons un segment du document à un bloc donné par l’OCR.
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Figure 6.2 – (a) Exemple de document image où les blocs obtenus par l’OCR sont encadrés, (b) résultat
d’OCR du bloc encadré en rouge.

Figure 6.3 – Représentation des documents images par un modèle document.
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Figure 6.4 – Entité éclatée par l’OCR en 4 segments consécutifs (les segments de numéros 1, 2, 3 et 4),
l’entité est encadrée en vert et les blocs donnés par l’OCR sont encadrés en rouge.

Figure 6.5 – Entité, encadrée en vert, éclatée par l’OCR en 4 segments non consécutifs (les segments de
numéros 4, 6, 8 et 10), l’entité est encadrée en vert et les blocs donnés par l’OCR sont encadrés en rouge.

6.2.2 Traitement de segments

Comme la comparaison des termes de tous les segments avec les termes de toutes les entités est
coûteuse, il est intéressant de cibler les segments pertinents. Ainsi, nous proposons de rechercher des
contextes d’entités dans les documents. Ces contextes nous aideront à localiser et à analyser des segments
d’intérêt. A titre d’exemple, pour identifier l’adresse d’une entreprise, nous proposons de rechercher le
code postal. Pour ce faire, des expressions régulières sont construites pour les champs de format standard
(par exemple, code postal, téléphone, montant, date, etc.). Voici un exemple d’une expression régulière
des codes postaux de la France : ^(F−)?[0− 9]2\s?[0− 9]{3}$.

L’entité n’est pas toujours contenue dans un seul segment. En effet, elle peut être éclatée en plusieurs
segments consécutifs ou non consécutifs (voir Figure 6.4 et Figure 6.5). Nous proposons alors d’utiliser
les coordonnées des blocs pour restructurer les segments en regroupant les segments contigus.

La restructuration des segments permet de reconstruire le document en formant des paragraphes bien
formés considérés comme segments physiques. Ceci permettra de retrouver les attributs de l’entité en se
basant sur la particularité de leur regroupement.

6.2.3 Reconnaissance d’entités

Nous proposons de redéfinir le score d’EROCS afin de tolérer les erreurs textuelles générées par
l’OCR.

Le score d’une entité e, dans le modèle entité E, par rapport à un segment d, est défini par l’équa-
tion (6.1).

score(e, d) =
∑

t1∈close(θ,T (d),T (e))

tf (t1, d).idf (t2) (6.1)
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avec tf (t, d) la fréquence du terme t dans le segment d, idf (t) l’importance du terme t dans les entités
de E et close(θ, T (d), T (e)) l’ensemble de termes t1 dans d tel qu’il existe un terme t2 dans e où t1 et
t2 sont similaires par rapport à une mesure de similarité. Pour mesurer cette similarité, nous introduisons
une nouvelle distance de correction d’erreurs OCR dans la section suivante. Par la suite, nous étudions
expérimentalement la combinaison de cette distance avec les distances de comparaison de chaînes de
caractères présentées dans le Chapitre 3 de la Partie I.

Nous proposons de rapprocher chaque segment d avec l’entité emax qui maximise le score, comme
défini dans l’équation (6.2).

emax = arg maxe∈E score(e, d) (6.2)

Nous avons introduit un seuil T permettant d’accepter seulement les entités emax tel que :

score(emax, d) ≥ T

Ce seuil est fixé empiriquement à l’aide d’un corpus de validation.

Algorithme 3 M-EROCS
Entrées: Modèle entité : E, document : D
Sortie: Ensemble d’entités reconnues : matchE

1: matchE = ∅
2: segSet = segFilter(D) // filtrage de segments
3: pour chaque d ∈ segSet faire
4: score = maxe∈E′ score(e, d)
5: i=0
6: tant que i < λ faire
7: d = addClosestSeg(d) // fusionner d avec son plus proche segment physiquement
8: emax = arg maxe∈E′ score(e, d)
9: i+ +

10: si score(emax, d) ≥ score alors
11: i = 0
12: score = score(emax, d)
13: fin si
14: fin tant que
15: d = removeClosestSeg(d, λ) // retirer de d les λ derniers segments rajoutés
16: si score ≥ T alors
17: matchE = addEntity(matchE , emax , score)
18: segSet = removeSegments(d) // retirer de segSet les segments mis en correspondance
19: fin si
20: fin pour

L’algorithme de RE est donné par l’Algorithme 3. Ce dernier propose de fusionner progressivement
les segments contigus en se basant sur un calcul itératif du score de rapprochement. D’abord, les segments
contenant des données étiquetées sont identifiés (ligne 2 de l’algorithme). Ensuite, pour chaque segment
identifié, la zone de recherche est agrandie en lui fusionnant les segments les plus proches physiquement
tant que le score augmente durant λ fusions successives (lignes 6 − 14 de l’algorithme). Lorsque la
fusion est arrêtée, les λ derniers segments rajoutés sont retirés (ligne 15 de l’algorithme). λ est fixée
expérimentalement à 2. Enfin, l’entité mise en correspondance avec le segment résultat est acceptée si
son score dépasse le seuil T .
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Tableau 6.1 – Classification de caractères selon leur forme en se basant sur des statistiques sur nos corpus
Classe Caractères Cardinalité

i

1, i, j, I, J, t, T, f, l, L, !, /, \, 7 1
n, r, u, ü, û, ù, v, U, V, h, H, x, y, X, Y 2
m, N 3
M, w, W 4

a a, à, â, @, p, q, b, d, g, e, é, è, ê, ë, o, ô, ö, ò, c, 9, 6 1

A A, 4 1

O
(, ) 1

O, Ö, Ô, Ò, Û, Ü, Ù, 0, D, B, G, C, Q 2

p E, p, P, F, R, k, K 1

s s, S, 5, 2, 8, 3 1

z z, Z 1

6.2.4 Similarité de termes

6.2.4.1 Mesure de tolérance d’erreurs d’OCR

Nous proposons une méthode de tolérance d’erreurs d’OCR inspirée de la méthode OCR-key définie
dans le contexte de la post-correction d’erreurs OCR (voir Section 5.3.1.2).

Nous adaptons les classes à notre OCR en réalisant une étude statistique sur les erreurs fréquentes
dans nos corpus d’étude. Par exemple, on range le ‘h’ et le ‘b’ dans une même classe. De même, pour
le ‘o’ et le ‘c’. De plus, nous complétons les classes par des caractères accentués, des caractères non
alphanumériques ou des ponctuations. Par exemple, mettre le ‘@’ dans la même classe que ‘a’ et le
‘/’ dans la même classe que ‘I’. Le tableau de classification de caractères adopté est montré dans le
Tableau 6.1.

Soit key(s) la forme canonique de la chaîne de caractères s qui remplace chacun de ses caractères
par m fois sa classe, avec m sa cardinalité. Par exemple, key(A1IVIARGUES) = AiiiiiApOipps =
key(AIMARGUES). Nous constatons que “A1IVIARGUES” et “AIMARGUES” possèdent la même
clé puisque ‘1’ et ‘I’ possèdent la même forme et peuvent ainsi être confondus par l’OCR (similairement
‘M’ et “IVI”).

Nous proposons une distance entre deux chaînes de caractères s et w, appelée OCR-key, qui re-
présente la moyenne de la distance de Levenshtein entre les clés de chaînes et celle entre les chaînes
elles-mêmes. Cette distance est définie dans l’équation (6.3).

OCR-key(s, w) =
Levenshtein(key(s), key(w)) + Levenshtein(s, w))

2
(6.3)

6.2.4.2 Combinaison de mesures de similarité

Nous proposons de comparer la distance OCR-key avec d’autres mesures de similarités (présentées
dans le Chapitre 3 de la Partie I). Pour ce faire, nous utilisons un corpus annoté de paires d’attributs, où
le premier attribut est extrait du modèle entité et le deuxième du document. Ce corpus est extrait de la
base d’entreprises. Il est décrit dans le Tableau 6.2.

Pour évaluer chaque mesure, nous avons ordonné de manière descendante les paires selon leurs
distances et nous avons évalué la Précision et le Rappel selon le nombre des n meilleures distances ac-
ceptées. La Figure 6.6 montre les courbes de variation du Rappel et de la Précision, où nous constatons
qu’aucune des mesures ne se démarque. Ceci est expliqué par l’intérêt de chaque mesure pour tolérer
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Tableau 6.2 – Corpus annoté de paires d’attributs extrait de la base d’entreprises
Champ d’attributs # paires d’attributs #similaires #non similaires
Nom 294 130 164
tva 335 165 170
Siren 370 220 150
Adresse 200 90 110
Code postal 410 220 190
Ville 81 35 46
Téléphone 998 540 458
E-mail 305 160 145
Web 240 110 130

Total 3233 1670 1563

Figure 6.6 – Comparaison de la mesure OCR-key avec d’autres mesures de similarité en Rappel et
Précision.
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Tableau 6.3 – Exemples de paires d’attributs
Champ de label Valeur dans le modèle entité Valeur dans le document Causes
Adresse Av de l’Europe Avenue de l’Europe abréviation
Nom Tps Digoinnais Transports Digoinnais abréviation
Nom Transports Alain Cassier Cassier Alain Transports permutation de termes
Téléphone 0145623078 0i45b23O78 erreurs d’OCR
Code postal 3()6/ 3067 erreurs d’OCR
Date ξ1/03/12 21/03/12 erreurs d’OCR

Tableau 6.4 – Comparaison et combinaison de mesures de similarité
Mesures et combinaisons Résultats

P (%) R (%) F (%)
Levenshtein 49.50 97.15 65.58
Jaro 67.16 86.20 75.50
Jaro-Winkler 69.14 89.72 78.10
OCR-key 69.45 84.43 76.21
Jaccard 37.26 94.44 53.44
Monge-Elkan 44.34 97.65 60.99

Maximum (Levenshtein,OCR-key,Jaccard,Monge-Elkan,Jaro-Winkler) 94.09 80.20 86.59
Maximum (OCR-key,Jaccard,Monge-Elkan,Jaro-Winkler) 94.09 80.20 86.59
Maximum (OCR-key,Monge-Elkan,Jaro-Winkler) 94.07 80.45 86.73
Maximum (OCR-key,Monge-Elkan) 81.66 89.21 85.27

Moyenne (Levenshtein,OCR-key,Jaccard,Monge-Elkan,Jaro-Winkler) 74.33 94.21 83.10
Moyenne (OCR-key,Monge-Elkan,Jaro-Winkler) 70.65 95.23 81.12

Minimum (Levenshtein,OCR-key,Jaccard,Monge-Elkan,Jaro-Winkler) 29.82 96.23 45.53

des variations spécifiques de représentation d’attributs dans la base de données et dans le document (per-
mutation de termes, erreurs d’OCR, erreurs de saisie, etc.). Des exemples de paires d’attributs montrant
certaines de ces variations sont montrés dans le Tableau 6.3.

En conséquence, il sera intéressant d’étudier les manières de combiner certaines de ces mesures de
façon similaire à l’étude présentée dans la Section 4.2.2.2. Pour la comparaison entre paires d’attributs,
nous avons étudié expérimentalement les mesures de similarité sur le même corpus présenté dans le
Tableau 6.2. En effet, nous avons comparé ces différentes mesures individuellement puis nous les avons
combinées à l’aide des trois fonctions : Maximum, Minimum et Moyenne. Les résultats des comparaisons
individuelles et des combinaisons les plus intéressantes (en terme de taux de classification) sont illustrés
dans le Tableau 6.4. Nous constatons l’intérêt de la combinaison et notamment le Maximum entre les
distances de OCR-key, Monge-Elkan et Jaro-Winkler. Cette combinaison est ainsi retenue pour cette
méthode.

Il convient de noter que les résultats de combinaison de mesures de similarité obtenus ici diffèrent
des résultats obtenus dans le contexte de couplage d’enregistrements (dans la Section 4.2.2.2). Ceci est
expliqué par les erreurs d’OCR affectant les attributs extraits des documents.
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Figure 6.7 – Système global de ERBL

6.3 Méthode ERBL

Nous proposons une deuxième méthode de RE appelée ERBL (Entity Recognition Based on La-
beling). Cette méthode se base sur un étiquetage des attributs d’entités dans le document puis sur un
regroupement des labels obtenus en entités.

Le système global de la méthode proposée est représenté dans la Figure 6.7. D’abord, le document est
étiqueté en utilisant les attributs d’entités dans le modèle entité. Ensuite, le document étiqueté est utilisé
pour filtrer les entités candidates afin de réduire l’espace de recherche. Enfin, les labels sont regroupés et
rapprochés avec les entités candidates.

6.3.1 Étiquetage du document

Les attributs du modèle-entité servent à étiqueter automatiquement les mots ayant les mêmes valeurs
dans le document à l’aide du logiciel FullText fourni par la société ITESOFT-Yooz. Ce logiciel prend
en entrée un document image et une description de données textuelles, l’océrise et recherche ensuite les
données dans les lignes du document. La description des données textuelles peut être donnée sous forme
de dictionnaires de valeurs ou d’expressions régulières.

Pour réaliser l’étiquetage, nous proposons de générer à partir du modèle entité :
— Des expressions régulières pour les champs de format standard tel que “code postale”, “télépho-

ne”, “e-mail”, “date”, “montant”, etc.
— Des dictionnaires d’attributs pour les champs nominaux tel que “nom”, “ville”, “titre”, “descrip-

tion”, etc. La création de ces dictionnaires emploie les dictionnaires d’abréviations et de sigles
pour tolérer les différentes variations.

— Des dictionnaires de n-grammes de termes pour les attributs longs qui sont généralement re-
présentés dans les documents sur plus qu’une seule ligne. Par exemple, le titre d’une référence
bibliographique. Une fois étiquetés, ces n-grammes seront regroupés en un seul label.

— Des dictionnaires de contextes tels que “Tél. :”, “Fax :”, “TVA :”, etc.
Pour tolérer les variations et les erreurs, la distance de Levenshtein est utilisée dans la comparaison

des termes entre les dictionnaires et le document. De plus, les labels de contexte sont utilisés pour extraire
les labels manqués et résoudre les ambiguïtés (par exemple, désambiguïser entre un téléphone et un fax
qui possèdent la même expression régulière).

Un label est défini par :
li = (ci, confi, vi, simi)

avec : ci est le champ de la base de données qui correspond au label, confi est la confiance d’étiquetage
du label li comme un champ ci (i.e. l’importance du label li dans le champ ci) définie par le rapport
entre le nombre d’apparition du label dans le champ ci et le nombre total de son apparition dans tous les
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champs de la base de données, vi = {tk} est la valeur du label représentée par un ensemble de termes et
simi est la distance de Levenshtein entre vi et e.ci (l’attribut de e qui correspond au champ ci).

Chaque document en entrée est défini par un ensemble de labels comme : D = {li}.

6.3.2 Filtrage d’entités candidates

Comme la comparaison des labels dans le document avec toutes les entités dans le modèle entité
est coûteuse, nous proposons de ne garder que les entités qui ont des chances d’être reconnues dans le
document. Cela consiste à filtrer les entités à l’aide de labels en gardant seulement celles qui ont au moins
un attribut en commun.

Nous avons évalué le pourcentage d’entités candidates par document par rapport au nombre total
d’entités dans le modèle entité après la phase de filtrage. La Figure 6.8 représente l’histogramme des taux
d’entités filtrées par document sur un échantillon de 107 documents extraits du corpus d’entreprises. La
moyenne d’entités candidates par document sur cet échantillon est de seulement 4, 57%. D’où l’intérêt
du filtrage à réduire considérablement le nombre d’entités à considérer dans le rapprochement.

Figure 6.8 – Histogramme des taux d’entités filtrées par document sur un échantillon de 107 documents
extraits du corpus d’entreprises

6.3.3 Rapprochement d’entités

Similairement à la méthode M-EROCS, nous définissons ici un score de rapprochement entre un
document D défini par ses labels et une entité e dans le modèle entité E définie par ses attributs. Ce
score est montré dans l’équation (6.4).

score(e,D) =
∑

li∈F (e,D)

confi .simi (6.4)

où F (e,D) est l’ensemble des labels appartenant à D et correspondant à l’entité e ; i.e. li ∈ F (e,D) ≡
(li ∈ d and vi ' e.ci) avec vi ' e.ci signifie que vi et e.ci sont considérés similaires par rapport à simi.
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L’ensemble de labels D est alors mis en correspondance avec l’entité emax qui maximise le score
(voir l’équation (6.2)). Cette entité est acceptée si son score dépasse un seuil T fixé empiriquement à
l’aide d’un corpus de validation.

L’algorithme de rapprochement d’entités est décrit par l’Algorithme 4. Il propose de rapprocher un
ensemble de labels D avec un ensemble d’entités candidates setE en se basant sur la maximisation du
score de rapprochement défini dans l’équation (6.4).D est initialisé à l’ensemble des labels dans le docu-
ment. Il est ensuite mis à jour au fur et à mesure en supprimant les labels utilisés dans le rapprochement.
setE est initialisé à l’ensemble d’entités dans le modèle entité puis actualisé à l’ensemble d’entités fil-
trées. L’algorithme de rapprochement s’arrête lorsque l’un de d ou setE devient vide. Il retourne ainsi
l’ensemble des entités mises en correspondance.

Cet algorithme est moins complexe que celui de la méthode M-EROCS grâce à la réduction des
termes traités dans le document par l’étiquetage et au filtrage d’entités candidates. De plus, la com-
paraison d’un label avec les attributs des entités candidates est limitée aux attributs dont les champs
correspondent au champ de ce label.

Algorithme 4 ERBL
Entrées: Modèle entité : E, document : D
Sortie: Ensemble d’entités reconnues matchE

1: matchE = ∅
2: setE = filter(E,D) // filtrage d’entités
3: tant que (setE 6= ∅ & D 6= ∅) faire
4: setE = {e ∈ setE | score(e,D) ≥ T}
5: emax = arg maxe∈setE score(e,D)
6: D = {l ∈ D | v /∈ emax.c}
7: setE = setE\{emax}
8: matchE = addEntity(matchE , emax, score(emax, D))
9: fin tant que

10: retourner matchE

6.4 Évaluations

Dans cette section, nous proposons d’évaluer les deux méthodes de RE proposées et de les comparer
avec la méthode de la littérature EROCS.

Nous commençons par donner un rappel sur les corpus utilisés pour les évaluations :

1. Corpus d’entreprises
— 278 documents ;
— 135043 entités dans le modèle entité ;
— 526 entités recherchées (entreprises : clients + fournisseurs).

2. Corpus d’articles scientifiques
— 252 premières pages de documents ;
— 250490 entités dans le modèle entité ;
— 252 entités recherchées (d’articles scientifiques).

3. Corpus de matériaux :
— 200 documents ;
— 86600 entités dans le modèle entité ;
— 630 entités recherchées (matériaux).
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Tableau 6.5 – Résultats de M-EROCS sur le corpus d’entreprises ; T(s/d) est le temps de traitement d’un
document par seconde

Comparaison de termes R (%) P (%) F (%) T (s/d)
Comparaison stricte 69.39 68.87 69.13 4.1
Levenshtein 73.38 71.48 72.42 4.4
OCR-key 79.47 76.00 77.70 4.5
Maximum(OCR-key,Monge-Elkan,Jaro-Winkler) 81.37 77.12 79.19 4.7

Tableau 6.6 – Résultats de M-EROCS sur le corpus d’articles scientifiques
Comparaison de termes R (%) P (%) F (%) T (s/d)
Comparaison stricte 71.43 90.00 79.65 2.9
Levenshtein 67.46 90.91 77.45 3.0
OCR-key 75.79 90.52 82.51 3.1
Maximum(OCR-key,Monge-Elkan,Jaro-Winkler) 85.32 91.49 88.30 3.3

Une entité pertinente pour un document donné est une entité mentionnée dans ce document et conte-
nue aussi bien dans le modèle entité. Le Rappel, la Précision et la F-mesure sont définis respectivement
par les équations (6.5), (6.6) et (6.7).

R =
# entit és pertinentes

# entit és correctes
(6.5)

P =
# entit és pertinentes

# entit és retrouv ées
(6.6)

F =
2.R.P

R+ P
(6.7)

6.4.1 M-EROCS

Les résultats donnés par M-EROCS sur chacun des trois corpus sont montrés dans les Tableaux 6.5,
6.6 et 6.7. Ces résultats sont satisfaisants en terme de taux de reconnaissance (la F-mesure varie entre
79.19% et 88.3%) mais moins satisfaisants en terme de temps d’exécution (le traitement d’un docu-
ment dépasse 3.3 secondes). De plus, les tableaux montrent l’intérêt de la combinaison des mesures
OCR-key, Monge-Elkan et Jaro-Winkler en utilisant la fonction Maximum dans la comparaison des
termes. En effet, cette combinaison donne des taux de reconnaissance (par exemple, Précision=81.31% et
Rappel=77.12% dans le corpus d’entreprises) meilleurs que la mesure OCR-key seule (Précision=79.47%
et Rappel=76%), la mesure Levenshtein seule (Précision=73.38% et Rappel=71.48%) ou en utilisant la
comparaison stricte de termes (Précision=69.39% et Rappel=68.87%) même si le temps d’exécution
augmente légèrement.

Intérêt du traitement de segments. Pour valider l’intérêt du processus de traitement de segments,
nous avons comparé la RE sans et avec intégration de ce processus dans M-EROCS. Les résultats obtenus
sur les trois corpus sont montrés dans le Tableau 6.8. Ils prouvent que ce processus améliore les taux de
reconnaissance grâce à l’élargissement de l’espace de recherche dans le document par la fusion des
segments contigus. De plus, les temps d’exécution sont maintenus presque constants. Cela est dû au fait
que malgré la réduction du nombre de segments comparés par le processus de filtrage, le rapprochement
est alourdit par la fusion de segments.
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Tableau 6.7 – Résultats de M-EROCS sur le corpus de matériaux
Comparaison de termes R (%) P (%) F (%) T (s/d)
Comparaison stricte 79.37 78.74 79.05 3.3
Levenshtein 76.98 79.12 78.04 3.5
OCR-key 79.84 80.22 80.03 3.6
Maximum(OCR-key,Monge-Elkan,Jaro-Winkler) 80.79 80.92 80.86 3.8

Tableau 6.8 – Résultats montrant l’intérêt du traitement des segments dans M-EROCS

Corpus
Sans traitement des segments Avec traitement des segments
R (%) P (%) F (%) T (s/d) R (%) P (%) F (%) T (s/d)

Entreprises 77.95 73.35 75.58 4.8 81.37 77.12 79.19 4.7
Articles scientifiques 81.35 90.71 85.77 3.3 85.32 91.49 88.30 3.3
Matériaux 69.84 80.59 74.83 3.7 80.79 80.92 80.86 3.8

Seuil d’acceptation du score. Le seuil du score de RE est déterminé à l’aide de corpus de validation
étiquetés manuellement. En effet, nous proposons de varier le seuil et d’évaluer pour chaque valeur
les taux de Rappel et de Précision. Le seuil retenu est celui qui maximise la valeur de la F-mesure (la
moyenne harmonique de la Précision et le Rappel). A titre d’exemple, nous montrons dans la Figure 6.9
la courbe de variation du Rappel, Précision et F-mesure de M-EROCS en fonction du seuil sur la base
d’entreprises. La valeur retenue du seuil d’acceptation dans ce cas est 15.

Figure 6.9 – Variation du Rappel, de la Précision et de la F-mesure de M-EROCS en fonction du seuil
d’acceptation du score sur le corpus d’entreprises (valeur retenue est 15).

Intérêt de la résolution d’entités. Pour valider l’intérêt du pré-traitement de résolution d’entités dans
la base de données pour la RE dans le document, nous avons évalué la reconnaissance sans et avec inté-
gration de ce pré-traitement. Les résultats d’évaluation sur les corpus d’entreprises et d’articles scienti-
fiques (le corpus de matériaux n’a pas été traité car sa base de données ne souffre pas du problème de la
redondance d’enregistrements) sont montrés dans le Tableau 6.9. Ces résultats prouvent que la résolution
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Tableau 6.9 – Résultats montrant l’intérêt de la résolution d’entités dans M-EROCS

Corpus
Avant résolution d’entités Après résolution d’entités
R (%) P (%) F (%) T (s/d) R (%) P (%) F (%) T (s/d)

Entreprises 79.85 74.34 76.99 6.2 81.37 77.12 79.19 4.7
Articles scientifiques 82.94 85.31 84.10 5.0 85.32 91.49 88.30 3.3

d’entités améliore considérablement les taux de reconnaissance et réduit le temps de réponse. En effet,
la structuration factorisée d’entités dans le modèle entité :

— augmente la chance de retrouver l’entité dans le document grâce aux différentes variations d’at-
tributs ;

— réduit les cas d’ambiguïté dans le rapprochement causés par l’incomplétude d’enregistrements ;
— réduit le nombre de comparaisons grâce à l’élimination des duplicatas.

Cas d’erreurs. Nous avons analysé les cas d’erreurs sur les trois corpus. Les résultats approximatifs
de non détection d’entités sont montrés dans le Tableau 6.10.

Il convient de constater que les cas d’erreurs sont principalement dus à la non-contiguïté de certains
éléments de l’entité dans le document (par exemple dans une facture, les données de contact d’une
entreprise se retrouvent en haut de la page et les données juridiques se retrouvent en pied de page) ou
encore à la sous-segmentation du document. Ce dernier cas consiste à avoir deux entités ou plus dans
un même segment ce qui permet de retourner seulement l’entité qui possède le score le plus important
(voir l’exemple extrait du corpus de matériaux dans la Figure 6.10). De plus, nous remarquons que le cas
d’erreurs liées à la non-standardisation d’attributs est plus important dans le corpus de matériaux. Cela
peut être expliqué par l’absence de l’étape de résolution d’entités dans la base de matériaux. Enfin, les
autres cas d’erreurs sont liés soit à des erreurs d’OCR irrécupérables (très mauvaise qualité du document)
ou une incomplétude de la base de données (plusieurs attributs non renseignés).

Tableau 6.10 – Les cas de non détection d’entités par la méthode M-EROCS
XXXXXXXXXXXCauses

Corpus
Entreprises Articles scientifiques Matériaux

Erreurs d’OCR irrécupérables (%) 2 3 2

Éléments d’entité non contigus (%) 9 3 6
Sous-segmentation (%) 2 3 6
Non-standardisation (%) - 4 5
Entités incomplètes (%) 1 2 -

6.4.2 ERBL

Les résultats de la méthode ERBL sur les trois corpus sont montrés dans le Tableau 6.11. Ces ré-
sultats montrent que le Rappel est moins important (varie entre 77.14% et 79.13%) que la Précision
(varie entre 91.74% et 92.93%). Cette baisse de Rappel est expliquée par les erreurs d’étiquetage dans
le document. Néanmoins, la suppression de labels mis en correspondance dans l’algorithme de ERBL a
conduit à des Précisions importantes. De plus, le tableau de résultats montre l’intérêt de l’intégration du
processus de filtrage d’entités dans la méthode ERBL à réduire considérablement les temps d’exécution
(par exemple de 19 secondes à 0.9 secondes dans le corpus d’articles scientifiques) en maintenant les
taux de reconnaissance.
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Figure 6.10 – Illustration du problème de sous-segmentation sur un exemple extrait du corpus de maté-
riaux où les blocs donnés par l’OCR sont encadrés en rouge : les deux attributs qui correspondent à la
“désignation” de deux entités différentes sont mis dans un même bloc, de même pour les attributs qui
correspondent au prix unitaire et au prix net, ce qui a engendré la reconnaissance du deuxième matériau
seulement.

Tableau 6.11 – Résultats de ERBL

Corpus
Sans filtrage d’entités Avec filtrage d’entités
R (%) P (%) F (%) T (s/d) R (%) P (%) F (%) T (s/d)

Entreprises 79.09 92.04 85.07 13.00 79.09 92.04 85.07 0.84
Articles scientifiques 79.37 91.74 85.11 19.00 79.37 91.74 85.11 0.90
Matériaux 77.14 92.93 84.30 6.00 77.14 92.93 84.30 0.85

La détermination du seuil de score de reconnaissance est fait de la même façon que celle dans la
méthode M-EROCS.

Cas d’erreurs. Nous avons analysé les cas d’erreurs sur les différents corpus. Les résultats approxi-
matifs de non détection d’entités sont montrés dans le Tableau 6.12. Ce tableau montre que les erreurs
sont principalement dues à des erreurs d’étiquetage et à des labels redondants. Nous expliquons ces deux
cas ci-dessous.

Tableau 6.12 – Les cas de non détection d’entités par la méthode ERBL
XXXXXXXXXXXCauses

Corpus
Entreprises Articles scientifiques Matériaux

Erreurs d’étiquetage (%) 7 13 17
Labels ambigus (%) 6 4 5
Entités incomplètes (%) 1 2 -

Erreurs d’étiquetage. Nous avons évalué l’étiquetage en utilisant un corpus annoté de 100 docu-
ments extraits aléatoirement des trois corpus. Les erreurs d’étiquetage sont réparties comme suit :

— 11% des labels sont manqués par l’étiqueteur (voir des exemples dans le Tableau 6.3) à cause
des :
— erreurs d’OCR, dans 46.33% de cas ;
— variantes de représentation d’attributs (abréviations, erreurs de saisie, ponctuation, permuta-

tion de termes, etc.), dans 53.66% de cas.
— 5% des labels possèdent des champs erronés à cause d’expressions régulières proches (par exemple

“téléphone” et “fax” ou “montant” et “code postal”).
— 4% des labels sont supplémentaires (par exemple, un numéro de 4 chiffres étiqueté comme une

“date”).
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Figure 6.11 – Illustration du problème de redondance de labels sur une facture extraite de la base d’entre-
prises : le label de valeur “TIMAC AGRO”, resp. “FRANCE SECURITE” qui se réfère à l’entité encadrée
en rouge, resp. orangé est mis en correspondance par erreur avec l’entité encadrée en vert, resp. bleu.

Labels ambigus. Certaines valeurs de labels sont partagées par différentes entités dans le docu-
ment, ce qui engendre des ambiguïtés dans le rapprochement. Par exemple, dans la Figure 6.11, les deux
labels de valeur “TIMAC AGRO”, resp. “FRANCE SECURITE” sont mis en correspondance avec l’en-
tité encadrée en vert, resp. en bleu, ce qui peut engendrer la non reconnaissance de l’entité encadrée
en rouge, resp. en orangé à cause d’une insuffisance de score. Nous constatons ici que le label d’une
entité particulière est souvent proche à d’autres labels de la même entité, d’où l’intérêt de l’emploi de la
structure physique dans la RE.

6.4.3 Comparaison

Nous avons comparé les deux méthodes de RE avec la méthode de l’état de l’art EROCS sur les trois
corpus. Les résultats obtenus sont présentés dans le Tableau 6.13. Ces comparaisons montrent que les
résultats obtenus par ERBL et M-EROCS sont beaucoup plus importants que ceux obtenus par EROCS.
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Tableau 6.13 – Comparaison des méthodes de reconnaissance d’entités

Méthode
Corpus d’entreprises Corpus d’articles scientifiques Corpus de matériaux
R
(%)

P
(%)

F
(%)

T
(s/d)

R
(%)

P
(%)

F
(%)

T
(s/d)

R
(%)

P
(%)

F
(%)

T
(s/d)

EROCS 67.68 54.10 60.14 69.00 67.46 77.27 72.03 42.00 76.19 77.42 76.80 37.00
M-EROCS 81.37 77.12 79.19 4.70 85.32 91.49 88.30 3.30 80.79 80.92 80.86 3.80
ERBL 79.09 92.04 85.07 0.84 79.37 91.74 85.11 0.90 77.14 92.93 84.30 0.85

Cette dernière s’est avérée lente et non adaptée pour les documents océrisés puisqu’elle utilise une com-
paraison stricte de termes et traite le texte comme une séquence de phrases. De plus, aucune des méthodes
M-EROCS et ERBL ne se démarque de l’autre. En effet, le Rappel obtenu par EROCS est plus important
que celui obtenu par ERBL grâce à la comparaison de termes à l’aide de combinaison de trois mesures
de similarité. Néanmoins, la Précision obtenue par ERBL est plus importante grâce à la limitation des
comparaisons des termes aux attributs qui correspondent à un même champ. Enfin, le temps d’exécu-
tion de ERBL est moins important que celui de M-EROCS grâce au processus d’étiquetage qui cible
la recherche dans le document et au processus de filtrage qui diminue considérablement le nombre de
comparaisons.

6.5 Conclusion

Nous avons présenté deux méthodes de RE dans les documents océrisés basées sur le contenu. M-
EROCS propose une comparaison intéressante entre les termes permettant de tolérer les variations et de
surpasser les erreurs d’OCR. Mais cette méthode s’avère coûteuse en terme de temps d’exécution. ERBL
se base sur une étape d’étiquetage du contenu de documents permettant une réduction considérable du
temps d’exécution puis propose de regrouper les labels obtenus en entités. L’inconvénient de cette mé-
thode est sa sensibilité aux erreurs d’étiquetage. L’étude des cas d’erreurs a montré l’intérêt d’employer
les relations structurelles entre les labels pour corriger les erreurs d’étiquetage.
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Chapitre 7

Rapprochement par les graphes de
structures
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7.1 Introduction

Pour modéliser les entités représentées par leurs labels dans les images de documents, nous utilisons
les graphes. Ce choix est motivé par la représentation pratique et générique que les graphes offrent pour
représenter les différents types de caractéristiques des labels et leur capacité à représenter des entités de
type quelconque. Les labels peuvent être organisés de différentes manières dans la page du document : re-
groupés horizontalement, alignés verticalement, etc. ou peuvent présenter des relations structurelles plus
complexes (voir Chapitre 2). Nous employons les graphes de structures pour modéliser ces différentes
relations structurelles entre les labels d’une même entité. Comme nous travaillons avec des documents
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altérés et nous traitons des données non standardisées, l’étiquetage du document n’est pas très fiable.
Nous proposons d’assouplir les techniques de rapprochement existantes dans la littérature pour tolérer
les opérations d’insertion, de substitution et de suppression, dans le cas de rapprochement inexact, pour
corriger les erreurs d’étiquetage. Ce rapprochement de graphes est réalisé entre un graphe construit à
partir d’un document étiqueté et une base de graphes donnée. Un autre problème est alors le risque d’ac-
croissement du nombre des comparaisons du graphe construit avec tous les graphes de la base, surtout
dans le cas de grandes bases. Pour pallier ce problème, une solution consiste à classifier les graphes dans
le but de regrouper les graphes similaires dans un même graphe modèle.

Une étude des techniques de rapprochement de graphes et de classification non supervisée de graphes
a été réalisée. Nous présentons dans la Section 7.2 les méthodes qui nous semblent les plus adaptées à
notre problématique. La contribution de ce chapitre est détaillée dans la Section 7.3. Elle consiste en la
proposition d’une approche de rapprochement de graphes de structures pour la reconnaissance d’entités.
Une étude expérimentale a été menée sur nos trois corpus où chacun traite différents types de structures
locales d’entités. Nous détaillons cette étude dans la Section 7.4.

7.2 État de l’art sur les graphes

Dans le domaine de la Reconnaissance de Formes (RF), les graphes sont fortement utilisés [Jrt94,
Sebastian04, Shearer01, Tao08] pour offrir des représentations significatives des objets et leurs relations.

Nous présentons ci-dessous quelques rappels et définitions sur les graphes. Ensuite, nous détaillons
les plus importantes méthodes de rapprochement inexact de graphes et de classification d’une base de
graphes.

7.2.1 Définitions

Définition 1 : Graphe orienté étiqueté. Un graphe orienté étiqueté G est défini par le 4-uplet G =
(N,A, µ, ξ), avec :

— N est un ensemble fini de nœuds ;
— A ⊆ N ×N est un ensemble d’arcs ;
— µ : N → LN est une fonction qui assigne un label à un nœud, LN étant un ensemble fini

d’étiquettes pour les nœuds ;
— ξ : A → LA est une fonction qui assigne un label à un arc, LA étant un ensemble d’étiquettes

pour les arcs.

Définition 2 : Graphe attribué. Un graphe G = (N,A, µ, ξ) est dit attribué ou relationnel attribué
« Attributed Relational Graph » (ARG) lorsque G est un graphe étiqueté et :

— chaque nœud n ∈ N est associé à un vecteur d’attributs par la fonction µ ;
— chaque arc a ∈ A est associé à un vecteur d’attributs par la fonction ξ.

Ces attributs (dits attributs du graphe) peuvent être de type numérique, nominal, vectoriel, etc. Un graphe
attribué relationnel est un cas particulier d’un graphe étiqueté.

Définition 3 : Sous-graphe. Un sous-graphe GS de G est défini par GS = (NS , AS , µS , ξS) tel que :
— NS ⊆ N ;
— AS ⊆ A ∩ (NS ×NS) ;
— µS et ξS sont des restrictions de µ et ξ, i.e. ∀n ∈ AS ,∀a ∈ NS :

— µS(n) = µ(n) ;
— ξS(a) = ξ(a).
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7.2.2 Types de rapprochement

Il existe deux types de rapprochement de graphes proposés dans la littérature : rapprochement exact
et rapprochement inexact. Nous allons les décrire ci-après.

7.2.2.1 Rapprochement exact

Le rapprochement exact de graphes est un isomorphisme de graphes. De même, le rapprochement
exact de sous-graphes est défini comme un isomorphisme de sous-graphes.

Définition 4 : Isomorphisme de graphes. Deux graphes attribuésG = (N,A, µ, ξ) etG′ = (N ′, A′, µ′, ξ′)
sont isomorphes si et seulement si il existe une correspondance un-un entre chaque nœud (respectivement
chaque arc) de G et chaque nœud (respectivement chaque arc) de G′. i.e. il existe une fonction bijective
f : N → N ′, dite isomorphisme de graphes de G vers G′, telle que :

— ∀n ∈ N , f(n) = n′ ∈ N ′, f−1(n′) = n et µ(n) = µ′(f(n)) ;
— ∀a = (n1, n2) ∈ A, ∃a′ = (f(n1), f(n2)) ∈ A′ tel que ξ(a) = ξ′(a′) ;
— ∀a′ = (n′1, n

′
2) ∈ A′, ∃a = (f−1(n′1), f−1(n′2)) ∈ A tel que ξ(a) = ξ′(a′).

Définition 5 : Isomorphisme de sous-graphes. Il existe un isomorphisme de graphes entre G et un
sous-graphe G′S de G′. i.e. il existe une fonction injective f : N → N ′ telle que f soit un isomorphisme
de graphes de G vers G′S = (N ′S , A

′
S , µ

′
S , ξ
′
S), c-à-d :

— ∀n ∈ N , f(n) = n′ ∈ N ′S , f−1(n′) = n et µ(n) = µ′S(f(n)) ;
— ∀a = (n1, n2) ∈ A, ∃a′ = (f(n1), f(n2)) ∈ A′S tel que ξ(a) = ξ′S(a′) ;
— ∀a′ = (n′1, n

′
2) ∈ A′S , ∃a = (f−1(n′1), f−1(n′2)) ∈ A tel que ξ(a) = ξ′S(a′).

7.2.2.2 Rapprochement inexact

Le rapprochement inexact de graphes est le type de rapprochement le plus utilisé dans le domaine
de la RF. Il peut être appelé aussi : rapprochement à tolérance d’erreurs. Le rapprochement inexact de
graphes traite généralement des graphes étiquetés et propose de faire correspondre un graphe candidat à
un graphe modèle en tolérant les cas :

— de manques de nœuds ou d’arcs (causés, par exemple, par une sous-segmentation) ;
— de surplus de nœuds ou d’arcs (causés, par exemple, par une sur-segmentation) ;
— de substitutions d’étiquettes de nœuds ou d’arcs.

De même, le rapprochement inexact de sous-graphes consiste à rechercher le meilleur rapprochement de
sous-graphes en tolérant les erreurs.

Nous détaillons, dans la suite, les manières possibles pour faire cet rapprochement.

7.2.3 Méthodes de rapprochement de graphes

Des études sur les techniques de rapprochement inexact de graphes ont été proposées dans [Conte04,
Foggia14]. Les plus importantes d’entre elles peuvent être classées en trois types : les méthodes de
recherche arborescente, les méthodes aléatoires et les méthodes spectrales. Nous allons détailler ces
méthodes ci-après.
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7.2.3.1 Méthodes de recherche arborescente

Les méthodes de recherche arborescente sont les plus utilisées dans la littérature. Elles proposent
de faire des parcours d’arbre avec retour en arrière en délaissant les chemins qui ne représentent pas
d’appariements possibles en s’appuyant sur des heuristiques.

L’idée fondamentale ici est qu’une correspondance partielle (initialement vide) entre les nœuds du
graphe est complétée successivement en y rajoutant de nouvelles paires de nœuds appariés. Le choix
d’une telle paire est guidé par le coût du rapprochement de la correspondance obtenue jusqu’à cet instant
et une estimation heuristique du coût de rapprochement des nœuds restants. Finalement, soit une corres-
pondance complète est atteinte, soit un point où la correspondance actuelle ne peut pas être complétée à
cause des contraintes d’appariement est atteint. Dans le deuxième cas, un retour en arrière est engendré,
ensuite, la recherche est poursuivie.

Les heuristiques peuvent être utilisées pour élaguer des chemins infructueux à l’aide d’un algorithme
par séparation et évaluation (branch and bound), tel que celui adopté dans [Ghahraman80, Wong90], ou
encore pour déterminer l’ordre dans lequel l’arbre de recherche doit être traversé, comme dans l’algo-
rithme A∗ adopté dans [Dumay92]. Plusieurs heuristiques, telles que celles proposées dans [Berretti01,
Cordella98, Gregory02, Serratosa00], ont été utilisées dans le domaine de la RF pour optimiser la re-
cherche.

Ces méthodes garantissent de trouver la meilleure solution, mais nécessitent un temps exponentiel
dans le pire des cas. L’utilisation d’heuristiques joue un rôle important dans la réduction du temps de
recherche.

7.2.3.2 Méthodes aléatoires

Les méthodes aléatoires proposent de transformer le problème du rapprochement de graphes d’un
problème d’optimisation discret à un problème d’optimisation continu et non linéaire.

Plusieurs algorithmes d’optimisation ont été utilisés dans ce contexte. Certains emploient des tech-
niques de relaxation probabilistes ou statistiques, comme proposé dans [Wilson97, Chevalier07, Sanroma12,
Sole-Ribalta11]. D’autres utilisent des techniques d’optimisation telles que les réseaux de neurones et
les algorithmes génétiques, comme proposé dans [Auwatanamongkol07].

Les algorithmes utilisés sont polynomiaux en temps de calcul (déterministes) mais risquent de ne
pas trouver la solution optimale car ils ne traitent pas tous les cas. De plus, la solution trouvée doit être
reconvertie du domaine continu au problème discret initial en utilisant un processus qui pourra nécessiter
des nouvelles approximations.

7.2.3.3 Méthodes spectrales

Les méthodes spectrales sont basées sur l’observation suivante : les valeurs propres d’une matrice
sont inéchangeables si les lignes et les colonnes sont permutées. Ainsi, étant donné les représentations
matricielles de deux graphes isomorphes (par exemple, leurs matrices d’adjacence), ils ont les mêmes
valeurs.

Ces méthodes, telles que proposées dans [Caelli05, Carcassoni01], représentent les graphes sous
formes matricielles puis utilisent alors le calcul et la comparaison des valeurs propres (ou vecteurs
propres) de ces matrices pour faire le rapprochement.

Comme le problème de calcul de valeurs propres (ou vecteurs propres) d’une matrice est un problème
bien étudié et qui peut être résolu en un temps polynomial, les méthodes de rapprochement de graphes
spectrales sont alors rapides en temps de calcul. Par contre, comme la réciproque de l’observation ci-
dessus est fausse, les techniques spectrales ne garantissent pas alors l’optimalité de la solution trouvée.
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Une limite importante de ces techniques est qu’elles sont purement structurelles car la représentation
matricielle proposée ne modélise que la structure des nœuds et des arcs et n’exploite pas leurs attributs.
Pour pallier cette limite, certaines techniques spectrales, comme celle proposée dans [Xu01], traitent
seulement les poids réels attribués aux arcs en utilisant une matrice d’adjacence avec des éléments à
valeurs réelles.

La plupart des méthodes de rapprochement de graphes que nous venons de présenter, se basent sur
le calcul de similarité dans le but de favoriser une correspondance entre les nœuds de deux graphes
par rapport à d’autres correspondances possibles. Nous présentons ci-dessous les mesures de similarité
utilisées dans la littérature.

7.2.4 Mesures de similarité entre graphes

Plusieurs mesures de similarité entre graphes ont été proposées dans la littérature. Nous détaillons
les plus importantes ci-dessous.

7.2.4.1 Distance d’édition de graphes

La distance d’édition de graphes « Graph Edit Distance » (GED) a été introduite par Sanfeliu et
Fu dans [Sanfeliu83], comme étant une reformulation de la distance d’édition de chaînes de caractères,
telle que la distance de Levenshtein [Levenshtein66], dans le domaine des graphes. La distance GED
est utilisée dans le cas d’appariement inexact de graphes en tolérant le bruit et les altérations. Elle est
définie par la séquence des opérations d’éditions des nœuds et des arcs pour transformer un graphe
G = (N,A, µ, ξ) en un graphe G′ = (N ′, A′, µ′, ξ′). Pour simplifier, nous présentons seulement les
opérations pour les nœuds :

— Substitution : µ(n)→ µ′(n′) avec n ∈ N et n′ ∈ N ′. C’est la substitution d’attribut d’un nœud.
Dans le cas de la substitution identique, c.-à-d. µ(n) = µ′(n′), l’opération n’est pas comptée.

— Suppression : n→ ε, où ε représente le vide.
— Insertion : ε→ n′.

Soit δ un chemin complet de transformation de G à G′. Il est dénoté par une séquence d’opérations
d’édition δ = (δ1, . . . , δi) = (n → n′, . . . , n → ε). A chaque opération d’édition δi, nous associons un
coût d’édition c(δi). La distance d’édition de graphes est définie alors par l’équation (7.1).

dGED(G,G′) = minδ∈∆

∑
i

c(δi) (7.1)

avec ∆ l’ensemble fini des chemins d’éditions de G vers G′.

7.2.4.2 Distances basées sur mcs et MCS

Avant de présenter ces distances, nous commençons par définir les concepts qui étudient les parties
communes entre les graphes.

Définition 6 : Sous-graphe commun. Un graphe G est un sous-graphe commun entre deux graphes
G1 et G2 s’il existe des isomorphismes de sous-graphes de G vers G1 et de G vers G2.

Définition 7 : Plus grand sous-graphe commun. Un sous-graphe G commun à G1 et G2 est dit plus
grand sous-graphe commun « maximum common subgraph » (mcs) s’il n’existe pas d’autre sous-graphe
commun G′ à G1 et G2 qui a plus de nœuds que G. Le mcs de deux graphes donnés G1 et G2 n’est pas
nécessairement unique.
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Définition 8 : Super-graphe commun. Un graphe G est un super graphe commun à deux graphes G1
et G2 s’il existe des isomorphismes de sous-graphes de G1 vers G et de G2 vers G.

Définition 9 : Plus petit super-graphe commun. Un super graphe G commun à G1 et G2 est dit plus
petit super graphe commun « Minimum Commun Supergraph » (MCS) s’il n’existe pas d’autre super
graphe commun G′ à G1 et G2 qui a moins de nœuds que G. Le MCS de deux graphes donnés G1 et G2
n’est pas nécessairement unique.

Nous présentons, ci-après, des exemples de distances utilisées dans la littérature et qui emploient
les concepts de mcs et MCS. Ces distances ont été comparées dans [Schenker03] dans le cadre de la
classification non supervisée d’une collection de documents modélisés par des graphes.

— d1(G,G′) = 1− |mcs(G,G′)|
max(|G|,|G′|) ;

où |G| dénote le nombre de nœuds dans le graphe G. Cette distance a été proposée par Bunke,
dans [Bunke98], comme alternative à la distance d’édition de graphes.

— d2(G,G′) = 1− |mcs(G,G′)|
|G|+|G′|−|mcs(G,G′)| ;

Cette distance [Wallis01] considère la taille du mcs de deux graphesG etG′ par rapport à la taille
de leur union.

— d3(G,G′) = |G|+ |G′| − 2|mcs(G,G′)| ;
Cette distance, proposée dans [Bunke97], calcule la différence entre les tailles du mcs et du MCS
de deux graphes G et G′.
Bunke a analysé, dans [Messmer94] et [Bunke97], la relation entre le GED et le mcs. Il a démon-
tré que, pour une affectation appropriée des coûts d’opérations d’éditions, le calcul de la distance
d’édition de graphes est équivalent à résoudre le problème du plus grand commun sous-graphe.
En effet, en assignant un coût égal à 1 aux opérations de suppression des nœuds et des arcs et
un coût égal à 0 aux autres opérations, la distance d’édition de graphes devient équivalente à la
distance d3.

— d4(G,G′) = |MCS(G,G′)| − |mcs(G,G′)| ;
Cette distance, proposée dans [Fernandez01], calcule la différence entre les tailles du mcs et du
MCS de deux graphes G et G′.
Les distances d3 et d4 sont non normalisées dans l’intervalle [0, 1].

— d5(G,G′) = 1− |mcs(G,G′)|
|MCS(G,G′)| ;

Cette distance est une version normalisée de la distance d4.

7.2.4.3 Sondage de graphes

Le sondage de graphe, proposé dans [Lopresti03], consiste à représenter les nœuds d’un graphe et les
structures des arcs reliant ces nœuds sous forme de vecteurs et étudier ainsi la différence des vecteurs pour
comparer deux graphes donnés. Il est applicable dans les cas des graphes non orientés et non étiquetés
ainsi que les graphes orientés et étiquetés.

Le sondage de graphes est une mesure de similarité entre graphes qui n’est pas considérée comme
distance puisqu’elle n’obéit pas à la propriété d’unicité. La complexité de comparaison entre graphes
en utilisant le sondage de graphes est linéaire en nombre d’arcs et de nœuds. Dans le cas des graphes
étiquetés, le sondage de graphes suppose que les étiquettes sont des labels nominaux et ne peut pas être
adaptée dans le cas des graphes attribués.
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7.2.4.4 Mesures de similarité entre graphes attribués

Le problème avec les mesures de similarité que nous avons présentées est qu’elles ne sont pas facile-
ment adaptées lorsqu’il n’existe pas de correspondance exacte entre les étiquettes des nœuds et/ou arcs
des graphes. C’est le cas, par exemple, des graphes où les étiquettes des nœuds et des arcs représentent
un vecteur d’attributs résultant d’une étape d’extraction de caractéristiques et sont alors très exposés au
bruit. Une première solution pour faire face à ce problème se base sur une discrétisation ou une clas-
sification pour transformer le vecteur d’attributs numériques en une étiquette nominale, puis comparer
directement ces étiquettes nominales. L’inconvénient majeur de ces approches est leur sensibilité aux
effets de la frontière de la discrétisation ou à la mauvaise classification. Un algorithme d’appariement
pourrait alors échouer par la suite. Une deuxième solution consiste à apparier les nœuds et les arcs en
comparant les distances entre les valeurs de leurs étiquettes. Le principal inconvénient de ces approches
est leur dépendance des seuils. Une dernière façon consiste à utiliser une procédure de rapprochement de
graphes qui intègre les distances entre les attributs lors de l’appariement.

Dans le contexte de ce type de graphes attribués, un algorithme d’isomorphisme de sous-graphes qui
tolère les erreurs de substitution a été proposé dans [LeBodic12]. Cet algorithme propose de rechercher
un isomorphisme de sous-graphes entre un graphe candidatGS = (NS , AS , µS , ξS) et un graphe modèle
G = (N,A, µ, ξ) en reformulant le problème d’appariement en un formalisme de programmation linéaire
en nombres entiers et en minimisant la fonction globale de coût, définie par l’équation (7.2).

minx,y(
∑
i∈NS

∑
k∈N

cN (i, k).xi,k +
∑
ij∈AS

∑
kl∈A

cA(i, k).yij,kl) (7.2)

Avec cN : NS ×N → R+ et cA : A× AS → R+ deux fonctions de coût données respectivement pour
les nœuds et pour les arcs. Pour deux nœuds i ∈ AS et k ∈ A, xi,k = 1 si i et k correspondent (leur
correspondance coûte cN (i, k)) et xi,k = 0 sinon ; de même pour deux arcs ij ∈ AS et kl ∈ A.

Les insuffisances de cet algorithme est qu’il suppose une correspondance exacte entre les nœuds et
les arcs et ne permet pas les opérations de suppression dans le graphe candidat.

7.2.5 Organisation d’une base de graphes

Dans le cas des modèles sous forme de bases de graphes, il est nécessaire d’appliquer un appariement
du graphe candidat avec tous les graphes modèles, ce qui est linéairement dépendant du nombre de
graphes dans la base de graphes. Ceci peut être lourd dans le cas de grandes bases. Il est alors intéressant
d’utiliser des caractéristiques spécifiques et facilement calculables du graphe candidat pour filtrer la
base de graphes, comme montré dans [Irniger03], et limiter ainsi les graphes modèles comparés. Pour
pallier ce problème, une première solution consiste à une organisation hiérarchique de la base de graphes
permettant de guider la recherche par la suite. Une deuxième solution consiste à la classification non
supervisée (en anglais, clustering) de la base de graphes afin regrouper les graphes similaires puis à
la représentation de chaque classe par un seul graphe représentatif (graphe modèle). Nous citons des
méthodes de la littérature proposées dans le cadre de ces deux solutions.

7.2.5.1 Organisation hiérarchique d’une base de graphes

Une organisation hiérarchique de la base de graphe permettra de réduire considérablement la com-
plexité de la comparaison entre le graphe candidat et la base de graphes. Nous détaillons, ci-dessous,
quelques méthodes proposées dans ce contexte.

Dans [Seong93], les auteurs ont proposé d’organiser la base de graphes hiérarchiquement en regrou-
pant de manière continue les graphes modèles dans des classes de similarité. En effet, pour une nouvelle
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instance de graphe, une des 5 opérations : recherche, création, fusion, découpage et terminaison est ef-
fectuée selon le résultat d’un test. Ce dernier consiste à étudier les manières possibles de l’intégration de
la nouvelle instance dans la hiérarchie déjà construite. Dans ce cas, un graphe candidat est initialement
apparié avec le premier niveau de la hiérarchie pour choisir la classe de graphes modèles la plus proche
de ce graphe candidat. Ensuite, le même processus est répété avec les graphes modèles de cette classe
jusqu’à se retrouver avec un nombre limité de graphes modèles. Mais il n’est pas toujours possible de
retrouver une hiérarchie claire entre les graphes modèles de la base.

Dans [Messmer99], Messmer et Bunke ont proposé de construire un arbre de décision qui organise
les graphes de la base hiérarchiquement. Pour ce faire, chaque graphe est représenté par une matrice
d’adjacences et toutes les permutations possibles de chaque matrice sont générées. Ensuite, chaque ma-
trice est représentée par un ensemble de vecteurs qui seront, par la suite, organisés dans l’arbre de déci-
sion. Chaque vecteur est représenté une seule fois dans l’arbre de décision s’il est partagé par plusieurs
graphes. Les feuilles de cet arbre représentent l’ensemble des graphes de la base. Le problème avec cette
méthode est qu’elle exige une représentation matricielle du graphe ce qui n’est pas toujours possible sur-
tout dans le cas de graphes attribués. De plus, la construction de l’arbre de décision se fait au préalable
et ne se modifie pas dans l’étape de comparaison de la base avec les graphes candidats.

Les auteurs ont proposé dans [Messmer98] une méthode proche qui consiste à découper les graphes
de la base en un ensemble de sous graphes jusqu’à ce que les sous-graphes soient des nœuds singu-
liers, chaque sous-graphe étant représenté une seule fois dans la base. Cette décomposition de la base
réduit considérablement le temps d’appariement puisque les sous-graphes qui sont partagés par plusieurs
graphes dans le modèle vont être comparés une seule fois avec le graphe candidat. L’inconvénient de
cette méthode est qu’elle suppose qu’il existe des sous-graphes exactement identiques en commun entre
les graphes modèles, ce qui n’est pas toujours le cas surtout pour les graphes attribués.

7.2.5.2 Classification non supervisée d’une base de graphes

Pour mieux organiser une base de graphes, il est intéressant de regrouper les graphes similaires dans
un seul graphe représentatif. Pour ce faire, il faut classifier les graphes dans la base puis représenter les
graphes exemples de chaque classe par un graphe modèle. Nous présentons dans cette section, un aperçu
sur les méthodes de l’état de l’art proposées pour la classification non supervisée de données. Ensuite,
nous nous intéressons à la représentation d’une classe dans le cas de base de graphes.

Méthodes de classification non supervisée. La classification non supervisée consiste à regrouper les
données en des ensembles homogènes, dites classes ou clusters, sans avoir besoin de données étiquetées.
Plusieurs méthodes de classification non supervisée ont été proposées dans la littérature. Ces méthodes
ont été décrites dans [Berkhin06]. Nous reprenons quelques-unes ci-dessous.

Les méthodes de classification non supervisée peuvent être rangées en deux catégories : les méthodes
de partitionnement et les méthodes hiérarchiques.

Les méthodes de partitionnement sont des algorithmes, dits k-prototypes, qui divisent les données en
un nombre prédéterminé k de clusters. L’algorithme le plus reconnu est le k-means qui s’applique sur
des données numériques et qui se base sur les distances (par exemple la distance euclidienne ou cosinus)
pour mesurer la similarité entre ces données et assigner chacune à son plus proche cluster. Ces méthodes
sont de complexité linéaire O(n) en temps mais elles exigent de prévoir le nombre de clusters k, ce qui
n’est pas toujours possible.

Les méthodes hiérarchiques peuvent être de division ou agglomératives. Les méthodes de division
(descendantes) commencent par regrouper les données en un seul cluster, puis proposent de construire
une hiérarchie en divisant successivement les données en des blocs plus petits. Les méthodes agglomé-
ratives (ascendantes) considèrent au début des clusters singletons puis construisent la hiérarchie en les
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fusionnant successivement. L’inconvénient de ces méthodes est qu’elles nécessitent une grande capacité
de mémoire et une complexité carrée O(n2) en temps.

Certaines méthodes hybrides proposent de combiner différents types de méthodes de classification
non supervisée. C’est le cas des méthodes proposées dans [Srinivas10] et [Tanaseichuk15].

Méthodes de classification non supervisée incrémentale. Dans le cas de flux continu de données,
il est nécessaire de prévoir un algorithme de classification non supervisée qui soit capable de gérer des
nouvelles données arrivantes appartenant à des classes existantes ou représentant de nouvelles classes.
Nous présentons les principaux algorithmes proposés dans le contexte de la classification non supervisée
incrémentale.

Plusieurs versions incrémentales du fameux algorithme k-means ont été proposées dans la littérature
(par exemple les travaux dans [Khy06, Aaron14]). Une revue de ces versions prouvant leur efficacité et
leur rapidité par rapport à la version classique est présentée dans [Yadav15]. De plus, certains algorithmes
n’exigent plus la spécification préalable du nombre de clusters k.

Un algorithme de classification non supervisée incrémentale, basé sur les réseaux de neurones, ap-
pelé IGNG « Incremental Growing Neural Gas », est proposé dans [Prudent05]. Cet algorithme propose
d’initialiser l’espace avec un ou plusieurs neurones puis de créer des neurones au fur et à mesure de
l’apparition des données. Le regroupement des neurones en classes est basé sur la minimisation de la
distance qui sépare un nouveau neurone des représentatifs des classes existantes en utilisant un seuil
global pour permettre la création de nouvelles classes. L’avantage de cet algorithme est qu’il permet la
gestion statistique de l’apparition des neurones pour supprimer des classes existantes ou rajouter des
nouvelles classes.

Une amélioration de cet algorithme qui permet d’adapter le seuil en fonction des données arrivantes,
appelé I2GNG « Incremental Growing Neural Gas », est proposée dans [Hamza08].

Ces algorithmes sont bien adaptés à classer les grandes bases mais sont dépendants des paramètres
initiaux et risquent de devenir lents si l’espace se remplit de neurones.

Un algorithme de partitionnement incrémental simple, appelée algorithme des dirigeants, a été pro-
posé dans [Vijaya04] (voir Algorithme 5). Cet algorithme propose de représenter chaque classe (cluster
dans l’Algorithme 5) par un dirigeant et d’attribuer au fur et à mesure les données aux classes existantes
ou de créer des nouvelles classes.

Algorithme 5 Algorithme des dirigeants [Vijaya04]
1: sélectionner le seuil
2: initialiser un dirigeant, le rajouter à la liste des dirigeants et mettre le compteur des dirigeants L = 1
3: pour chaque patron ; i = 2→ n faire
4: calculer la distance avec tous les dirigeants
5: rechercher le dirigeant le plus proche
6: si distance avec le dirigeant le plus proche < seuil alors
7: l’attribuer au dirigeant le plus proche
8: marquer le numéro du cluster
9: le rajouter à la liste des membres de ce cluster

10: incrémenter le compteur des membres de ce cluster
11: sinon
12: le rajouter à la liste des dirigeants
13: incrémenter le compteur des dirigeants L = L+ 1
14: fin si
15: fin pour
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Cet algorithme est non coûteux en temps de calcul car il nécessite un seul parcours des données et
ne nécessite pas beaucoup de mémoire car il représente chaque classe par son dirigeant. Le principal
inconvénient de cet algorithme est qu’il est dépendant de l’ordre d’arrivée de données.

Représentant dans le cas d’une base de graphes. Dans le domaine de la RF, certaines méthodes,
telles que celles proposées dans [Shapiro82, Bunke03, Gunter02, Sanfeliu02, Luo02], se sont intéressées
au problème de la représentation d’un ensemble de graphes exemples d’une classe par un seul graphe
représentatif.

La méthode proposée dans [Shapiro82] dans le contexte de l’analyse de scènes suppose que tous
les graphes de la base possèdent n nœuds et représente chaque graphe par un vecteur de n2 éléments
représentant les possibles arcs (la valeur de l’élément est 1 si un arc existe et 0 sinon). Elle propose de
classifier la base de graphes en se basant sur une simple distance définie entre deux graphes. Si la distance
entre deux graphes est inférieure à un seuil prédéfini alors ces graphes appartiennent à une même classe.
Cette méthode propose trois différentes manières pour définir un graphe représentant de chaque classe :
le meilleur graphe, le graphe moyen et le graphe médian. Le meilleur graphe est défini par le graphe qui
minimise la somme des distances par rapport à tous les graphes dans la classe. Le graphe moyen est défini
par les arcs communs à tous les graphes de la base. Le graphe médian est défini par les arcs communs à,
au moins, la moitié des graphes de la base de graphes. Les expérimentations ont montré qu’aucun de ces
représentants ne se démarque.

Dans [Bunke03], les auteurs proposent d’utiliser le concept de plus grand super graphe commun pon-
déré « Weighted Minimum Common Supergraph (WMCS) ». Cette représentation favorise les données
partagées, les distingue du bruit et des éventuelles distorsions et permet une représentation complète de
la structure locale mise en jeu. Nous détaillons ci-dessous la construction du WMCS.

WMCS. Un graphe pondéré est défini par un 6-uplet G = (N,A, µ, ξ, α, β), avec :
— N est un ensemble fini de nœuds.
— A ⊆ N ×N est un ensemble d’arcs, aij ∈ A liant le couple de nœuds (ni, nj) avec ni, nj ∈ N .
— µ : N → LN est une fonction qui attribue un label à un nœud, LN étant un ensemble fini

d’étiquettes pour les nœuds.
— ξ : A → LA est une fonction qui attribue un label à un arc, LA étant un ensemble d’étiquettes

pour les arcs.
— α : N → N+ est une fonction qui attribue un poids positif à un nœud.
— β : A→ N+ est une fonction qui attribue un poids positif à un arc.
Un super graphe commun pondéré d’un ensemble de graphes SG = {G1, . . .Gn} est un graphe

pondéré G = (N,A, µ, ξ, α, β) tel que il existe un isomorphisme de sous-graphes de Gi dans G, ∀i ∈
{1, . . . , n}.

G est dit être le plus grand super graphe commun pondéré de SG, WMCS(SG), s’il n’existe aucun
autre super graphe commun de SG qui a moins de nœuds que G.

Le calcul de WMCS d’un ensemble de graphes est un problème NP-complet. Bunke [Bunke03] a
proposé une approximation basée sur le calcul de WMCS de deux graphes. Ceci consiste à initialiser
le WMCS à un graphe de l’ensemble en fixant les poids des arcs et des nœuds à 1 puis à parcourir les
graphes restants en calculant à chaque fois le WMCS entre le WMCS courant et le graphe étudié. Le
calcul du WMCS de deux graphes consiste à comparer leurs arcs et leurs nœuds et à incrémenter les
poids des parties communes. Nous avons alors les poids de tous les arcs et les nœuds (voir l’exemple
dans la Figure 7.1). Ces poids renseignent sur la fiabilité des éléments dans le graphe modèle. Ainsi,
seuls les nœuds et les arcs qui ont des poids importants (supérieurs à un poids donné) sont retenus. Les
autres sont considérés comme du bruit et sont alors supprimés du graphe résultat.
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Figure 7.1 – Exemple de WMCS, extrait de [Bunke03] : (a) ensemble de graphes d’une classe, (b) le
WMCS correspondant. Sur chaque nœud (arc) du WMCS, il existe une deuxième étiquette pour le poids
représentant son occurrence dans la classe.

Synthèse

A partir de cette étude théorique, nous adoptons les choix suivants dans notre démarche de RE à base
de rapprochement de graphes de structures :

— Pour la représentation des labels d’entités, nous utilisons les graphes attribués permettant de
décrire les caractéristiques du contenu et de la structure.

— Nous traitons le problème de rapprochement inexact de graphes afin de tolérer les erreurs d’éti-
quetage par les opérations d’insertion, de substitution et de suppression. Plus particulièrement,
nous nous intéressons aux méthodes arborescentes en utilisant des règles qui intègrent les attri-
buts de graphes (attributs de nœuds et des arcs). Ces règles permettront d’optimiser la recherche
de la meilleure solution.

— Pour la mesure de similarité de graphes, nous nous basons sur la distance d’édition de graphes.
Nous proposons une fonction de coût appropriée qui intègre la dissimilarité entre les attributs de
nœuds et d’arcs.

— Pour la classification de notre base de graphes, nous nous appuyons sur l’algorithme des diri-
geants. Ce choix est motivé par le fait qu’il s’agit d’un algorithme incrémental simple qui né-
cessite un seul balayage de la base. De plus, une étude expérimentale sur les données de nos
corpus a montré leur indépendance de l’ordre d’arrivée. Pour représenter les graphes modèles,
nous utilisons le concept de WMCS permettant d’éliminer les données bruitées.

— Pour le filtrage des graphes de la base, nous utilisons des heuristiques sémantiques et structurelles
spécifiques à nos graphes de structure.

Dans la section suivante, nous détaillons notre approche de RE qui se base sur ces choix.

7.3 Méthode proposée : G-ELSE

Le schéma global de la méthode proposée pour la RE, appelée G-ELSE (Graph matching for Entity
Local Structure Extraction), est montré dans la Figure 7.2. Il prend en entrée un document étiqueté et un
modèle entité. Les labels du document proches physiquement dans le document étiqueté sont représentés
par un graphe, dit graphe de structure locale. Ce graphe est comparé (rapproché) au modèle structurel,
représenté aussi par des graphes de structures locales. Le modèle structurel est initialement appris à partir
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d’un échantillon représentatif du corpus, puis mis à jour au fur et à mesure. Le résultat du rapprochement
est utilisé pour corriger les erreurs d’étiquetage éventuelles et ensuite valider la RE.

Figure 7.2 – Schéma global de la méthode G-ELSE

7.3.1 Sélection d’entités

Les labels du document sont regroupés en entités en maximisant le même score de rapprochement
défini dans l’équation (6.4). Les entités dont le score dépasse un seuil T fixé empiriquement, sont consi-
dérées comme des entités candidates.

7.3.2 Extraction de structures locales

Une structure locale est définie par un ensemble de labels d’une même entité, proches physiquement
dans une page. La proximité physique entre les labels est étudiée à l’aide de deux seuils : un seuil ver-
tical et un seuil horizontal. Ces deux seuils sont déterminés à l’issue d’une observation sur la distance
qui sépare les labels appartenant à une même structure locale sur chaque corpus. Des exemples de re-
groupement des labels d’une même entité en structures locales dans des documents de nos corpus sont
présentés dans la Figure 7.3 (corpus d’entreprises), la Figure 7.4 (corpus d’articles scientifiques) et la
Figure 7.5 (corpus de matériaux). Les labels encadrés par la même couleur appartiennent à une même
structure locale.

Nous constatons, d’après ces exemples, que les structures locales d’entités peuvent présenter dif-
férents types de structures : structure d’adresse postale, structure de données de contact en formulaire,
structure d’entête d’un article scientifique, structure de ligne d’un tableau, etc. Pour modéliser ces struc-
tures locales, nous utilisons les graphes attribués afin de décrire différents types de caractéristiques des
labels : le contenu textuel, la mise en page et les relations géométriques entre eux. De plus, comme les
erreurs d’étiquetage sont fréquentes, nous cherchons à profiter des opérations de substitution, d’insertion
et de suppression dans le rapprochement inexact de graphes pour corriger ces erreurs (champs de labels
erronés, labels non trouvés, labels supplémentaires).

Une structure locale est modélisée par le graphe attribuéG = (N,A, µ, ξ), oùN est un ensemble fini
de nœuds correspondant aux labels du document, A ⊆ N ×N est un ensemble fini d’arcs représentant
les relations géométriques entre les labels, µ : N → LN et ξ : A→ LA sont deux fonctions qui affectent
des vecteurs d’attributs respectivement aux nœuds et aux arcs. LN et LA sont des ensembles discrets de
vecteurs d’attributs. Un arc aij ∈ A reliant les nœuds ni et nj est représenté par ninj .
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Figure 7.3 – Exemple d’une facture extraite du corpus d’entreprises montrant le regroupement des labels
en des structures locales. Les labels encadrés par la même couleur appartiennent à une même structure
locale (structure d’adresse postale, structure d’informations fiscales, structure mixte, etc.).
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Figure 7.4 – Exemple d’un article scientifique montrant le regroupement des labels en des structures
locales. Les labels encadrés par la même couleur appartiennent à une même structure locale (structure
d’informations sur la référence, structure d’informations sur l’édition, structure d’informations sur les
auteurs, etc.).
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Figure 7.5 – Exemple d’une facture extraite du corpus de matériaux montrant un regroupement horizontal
des labels en des structures locales. Les labels encadrés par la même couleur appartiennent à la même
ligne du tableau et représentent des structures de lignes d’un tableau.
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Un nœud ni qui correspond à un label li = (ci, confi, vi, simi) est défini par le 5-uplet ni =
(ci, confi, nti, nli, pi), où :

— ci est le champ de la base de données qui correspond au label li ;
— conf i est le score de confiance de l’étiquetage ;
— nt i est le nombre de termes de vi ;
— nl i est le nombre de lignes de vi ;
— pi est la police normalisée par rapport à la police moyenne du document (petite : 0, moyenne : 1

2 ,
grande : 1).

Un arc aij reliant les nœuds ni et nj est défini par aij = (vs ij , hs ij , al ij), où :
— vs ij est la séparation verticale en nombre de lignes entre les labels li et lj . vs ij est une valeur

signée pour informer sur la position verticale relative entre deux labels (au-dessus, au-dessous) ;
— hs ij est la séparation horizontale en nombre de caractères entre les labels li et lj . hs ij est une

valeur signée pour informer sur la direction relative entre deux labels (à gauche, à droite) ;
— al ij = (lJust ij , cent ij , rJust ij) est l’alignement (justification gauche, centrage, justification

droite) entre li et lj .
Une illustration des attributs des relations géométriques se trouve dans la Figure 7.6.

(a) Illustration de la séparation horizontale (hs) et la séparation verticale (vs)

(b) Illustration des 5 configurations d’alignement (al ) possibles

Figure 7.6 – Illustration des attributs des arcs

Nous représentons dans la Figure 7.7 des exemples de représentations de graphes de structures locales
dans des documents réels (Pour la simplicité de la présentation, nous ne montrons pas tous les arcs dans
les graphes). La Figure 7.7 (a) représente une structure d’adresse avec des informations de contact et des
données juridiques d’une entreprise dans une facture. La Figure 7.7 (b) représente une structure d’entête
d’un article scientifique. Les nœuds décrivent les éléments entourés par des rectangles (les labels).

7.3.3 Rapprochement de structures locales

Pour le rapprochement de structures locales, nous utilisons le rapprochement inexact de graphes qui
cherche à apparier un graphe candidat, construit à partir d’un document, avec un graphe modèle, dans le
modèle structurel. Nous tolérons les altérations suivantes dans le graphe candidat par rapport au graphe
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(a) Structure d’une adresse postale, des informations de contact et des informations fiscales

(b) Structure d’une entête de référence bibliographique

Figure 7.7 – Exemples de représentation de structures locales d’entités
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modèle :
— la modification des attributs d’un nœud ou d’un arc, comme par exemple des variations dans les

distances hs des arcs ;
— le surplus d’un nœud ou d’un arc, causé par des données sur-étiquetées dans le document, comme

par exemple une suite de chiffres confondue avec un code postal ;
— l’absence d’un nœud ou d’un arc, causée par des labels non trouvés dans le document, ceci peut

être provoqué par des erreurs d’OCR ou par la variabilité de la représentation d’attributs d’entités.

7.3.3.1 Méthode de rapprochement

Pour retrouver la meilleure correspondance entre les nœuds d’un graphe candidat G et les nœuds
d’un graphe modèle M , nous utilisons une version simplifiée de l’algorithme de séparation et évaluation
(branch and bound) qui se base sur une recherche arborescente avec élagage des chemins défectueux. La
stratégie de recherche suivie est la stratégie du meilleur-d’abord (best-first), proposée par l’algorithme
A* [Hart68]. La méthode de rapprochement est explicitée par l’Algorithme 6, inspiré de [Riesen07,
Abu-Aisheh15]. Cet algorithme consiste à représenter l’espace de recherche par un arbre ordonnée, où
les nœuds représentent les chemins de correspondance partiels et les feuilles représentent les chemins
de correspondance complets. L’arbre est construit dynamiquement durant l’exécution de l’algorithme.
La détermination du chemin de coût minimal courant (δnew ) dans l’arbre de recherche courant se base
sur la minimisation d’une fonction de coût (cette fonction sera explicitée dans la section suivante). La
complétion de ce chemin se fait par l’ajout des opérations de substitution, de suppression et d’insertion
de nœuds de G. Cet ajout est conditionné par la vérification d’un ensemble de règles de correspondance
(à l’aide de la fonction checkRules) dans le but d’éliminer les chemins défectueux.

Nous proposons d’employer des règles syntaxiques et/ou sémantiques et des règles physiques. Cer-
taines règles sont génériques et ne dépendent pas du corpus traité, parmi lesquelles nous trouvons :

— on ne met pas en correspondance un nœud représentant un label dont le champ est de type alpha-
bétique (par exemple “nom”, “nom de ville”, “titre”, “journal”, etc.) avec un nœud représentant
un label dont le champ est de type numérique ou alphanumérique (par exemple : “code postal”,
“numéro de téléphone”, “année”, “montant”, etc.) ;

— les chemins qui mettent en correspondance plus de N labels ayant des champs différents sont
éliminés ; N est fixé expérimentalement.

D’autres règles sont spécifiques aux corpus étudiés, parmi lesquelles, nous trouvons :
— on ne place pas un “auteur” au-dessus du “titre” dans une référence bibliographique ;
— les chemins qui placent à droite d’un “code postal” autre qu’un “nom de ville” sont éliminés.

Il est à noter qu’il est facile d’intégrer d’autres règles dans notre système.

7.3.3.2 Coût de rapprochement

Soient G = (NG, AG, µG, ξG) un graphe candidat et M = (NM , AM , µM , ξM ) un graphe modèle.
Pour le rapprochement entre G et M , nous définissons une fonction δ : G → M ∪ {ε} de mise en
correspondance un-un entre les nœuds de G et ceux de M .
L’opération de suppression d’un nœud ou d’un arc dans le graphe candidat consiste à faire correspondre
le nœud ou l’arc de G à ε.

La fonction de coût qui correspond à un appariement δ est définie par l’équation (7.3).

C(G,M, δ) =
α

|NG|
.
∑
n∈NG

CN (n, δ(n)) +
1− α
|AG|

.
∑
n∈NG

∑
n′∈NG

CA(nn ′, δ(n)δ(n′)) (7.3)
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Algorithme 6 Rapprochement de graphes attribués
Entrées: Graphe candidat : G = (NG, AG, µG, ξG), graphe modèle : M = (NM , AM , µM , ξM )
Sortie: Chemin d’édition de coût minimal : δmin = {ni → n′p, nj → ε , ε→ n′q, . . .}

1: ∆← {∅} // l’ensemble des chemins d’éditions
2: δmin ← ∅ // le chemin de coût minimal
3: pour chaque nœud n′ ∈ NM faire // traitement du premier nœud n1 de G
4: δnew ← δmin ∪ {n1 → n′} // insertion des opérations de substitution
5: si checkRules(δnew ) alors // vérification des règles et élagage des chemins défectueux
6: ∆← ∆ ∪ {δnew}
7: fin si
8: fin pour
9: ∆← ∆ ∪ {n1 → ε} // ajout des opérations de suppression

10: tant que vrai faire
11: δmin ← arg minδ∈∆ coût(δ) // sélection du chemin de coût minimal
12: ∆← ∆ \ δmin

13: si δmin est un chemin complet alors
14: retourner δmin
15: sinon
16: Soit δmin ← {n1 → n′i1 , ..., nk → n′ik}
17: si k < |NG| alors
18: pour chaque n′ ∈ NM \ {n′i1 , ..., n

′
ik
} faire // complétion du chemin de coût mini-

mal par les opérations de substitution
19: δnew ← δmin ∪ {nk+1 → n′}
20: si checkRules(δnew ) alors
21: ∆← ∆ ∪ {δnew}
22: fin si
23: fin pour
24: δnew ← δmin ∪ {nk+1 → ε} // complétion du chemin de coût minimal par l’opéra-

tion de suppression
25: si checkRules(δnew ) alors
26: ∆← ∆ ∪ {δnew}
27: fin si
28: sinon
29: δnew ← δmin

⋃
n′∈NM\{n′

i1
,...,n′

ik
}{ε → n′} // complétion du chemin de coût mini-

mal par les opérations d’insertion
30: ∆← ∆ ∪ {δnew}
31: fin si
32: fin si
33: fin tant que
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avec α ∈ [0, 1] est un paramètre fixé expérimentalement ; CN : NG ×NM → R+ et CA : AG ×AM →
R+ des fonctions de coûts respectivement pour les nœuds et les arcs. Ces fonctions de coût sont définies
par la somme pondérée des mesures de dissimilarité entre les attributs. Ces mesures seront définies dans
la suite de cette section.

Le coût d’appariement entre les graphes G et M est alors défini par l’équation (7.4).

C(G,M) = min
δ∈∆

C(G,M, δ) (7.4)

avec ∆ l’ensemble des chemins de mise en correspondance entre les nœuds de G et de M .
Essayons maintenant de définir les fonctions de coûts CN et CA. Soient FN = {vs, hs, al} et FA =

{nt ,nl , p} deux ensembles d’attributs respectivement pour les nœuds et les arcs.
La fonction de coût CN entre un nœud n1 = (c1, conf 1,nt1,nl1, p1) ∈ NG et un nœud n2 =

(c2, conf 2,nt2,nl2, p2) ∈ NM est définie par l’équation (7.5).

CN (n1, n2) =

{
1− conf1 .conf 2 si c1 = c2;

1
FN
.
∑

f∈FN
λf2 .df (f1, f2) sinon. (7.5)

La fonction de coût CA entre deux arcs a1 = (vs1, hs1, al1) ∈ AG et a2 = (vs2, hs2, al2) ∈ AM est
définie par l’équation (7.6).

CA(a1, a2) = 1
FA
.
∑

f∈FA
λf2 .df (f1, f2) (7.6)

où f1, f2 sont les valeurs de l’attribut (caractéristique) f dans les nœuds n1, n2 ou dans les arcs a1, a2 ;
λf2 ∈ [0, 1] est un facteur de pondération pour indiquer l’importance de l’attribut f dans le nœud n2 ou
dans l’arc a2 du graphe modèle M . Le calcul de ce facteur sera expliqué dans la section 7.3.

Les mesures de dissimilarité entre les attributs sont définies par l’équation (7.7) et l’équation (7.8).

df (f1, f2) = |fN1 − fN2 | ∀f ∈ {vs, hs,nt ,nl , p} (7.7)

dal (al1, al2) =

{
0 si al1 × al2 6= 0;
1 sinon.

(7.8)

fN1 (respectivement fN2 ) est la valeur normalisée de f1 (respectivement f2). fN1 (de manière équiva-
lente fN2 ) est définie dans l’équation (7.9).

fN1 =
f1 −max(f1)

max(f1)−min(f1)
(7.9)

avec max(f) et min(f) sont dépendants du corpus.
Dans le cas de la suppression d’un nœud n1, resp. d’un arc a1 de G, le coût de la suppression

CN (n1, ε), resp. CA(a1, ε) est calculé de la même façon en considérant des attributs de valeurs nulles
dans le graphe modèle M . De même, dans le cas de l’insertion d’un nœud n1, resp. d’un arc a1 de G,
le coût de l’insertion CN (ε, n1), resp. CA(ε, a1) est calculé en considérant des valeurs nulles dans les
attributs de G.

Notre mesure de rapprochement inexact de graphes entre un graphe candidat et un graphe modèle
est adaptée aux graphes extraits de données réelles pouvant être altérées par du bruit. Elle représente
une formulation de la distance GED pour qu’elle soit adaptée aux graphes attribués en intégrant les
dissimilarités entre les attributs dans la fonction de coût de rapprochement.
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7.3.3.3 Filtrage du modèle structurel

Nous proposons de filtrer le modèle structurel pour limiter le nombre d’appariements entre le graphe
candidat et chacun des graphes modèles dans le modèle structurel. Pour ceci, nous utilisons des critères
sémantiques et structurels. Parmi ces critères, nous trouvons :

— le nombre de nœuds ayant un champ de label commun ;
— le nombre de lignes dans la structure locale ;
— l’ordre logique des champs dans une ligne ou dans une colonne dans la structure locale.
Pour rapprocher un graphe candidatG avec un graphe dans le modèle structurel SM = {M1, . . . ,Mn},

nous retenons le graphe modèle Mmin qui minimise le coût de rapprochement de graphes :

Mmin = arg minMi∈SM
C(G,Mi) (7.10)

Nous validons le graphe modèle retenu si son coût de rapprochement est inférieur à un seuil bien
déterminé. Ce seuil est fixé empiriquement pour chaque corpus à l’aide d’un corpus de validation.

7.3.4 Correction des erreurs d’étiquetage

Un graphe modèle rapproché avec un graphe candidat est utilisé pour corriger les trois types d’erreurs
d’étiquetage :

— des labels non trouvés ;
— des labels dont le champ est erroné ;
— des labels supplémentaires.
D’abord, les nœuds insérés dans le graphe candidat peuvent correspondre à des labels non trouvés

dans la structure locale. Les relations géométriques fournies par les arcs reliés avec ces nœuds insérés
sont utilisés pour localiser et extraire les labels non trouvés dans le document. Ensuite, les attributs de
nœuds, qui correspondent au champ du label, substitués dans le graphe candidat sont utilisées pour cor-
riger les champs des labels dans le document. Enfin, les labels qui correspondent à des nœuds supprimés
dans le graphe candidat sont considérés comme des labels supplémentaires et sont donc supprimés dans
le document.

La figure 7.8 montre un exemple de correction des erreurs d’étiquetage dans une structure locale en
utilisant le rapprochement de graphes. Dans la Figure 7.8 (a), la valeur « 3091Z » a été étiqueté par un
code postal à cause d’une confusion faite par l’OCR du caractère « Z » avec le caractère « 7 ». De plus,
l’email n’a pas été trouvé par l’étiqueteur à cause des erreurs OCR et le fax a été étiqueté comme un
téléphone du fait qu’ils possèdent la même syntaxe. Le graphe candidat construit pour cette structure
locale est présenté dans la Figure 7.8 (b). Le graphe modèle résultant du rapprochement de graphes est
montré dans la Figure 7.8 (c). Ce graphe modèle est utilisé pour extraire l’email non trouvé, corriger le
label téléphone erroné par un label fax et supprimer le code postal supplémentaire dans le document, tel
que montré dans la Figure 7.8 (d).

7.3.5 Validation de la reconnaissance d’entités

Après correction des erreurs d’étiquetage, nous proposons de vérifier la correspondance des valeurs
des labels de la structure locale retenue avec les attributs de l’entité candidate dans la base de données.
Nous nous intéressons essentiellement à ceux dont l’extraction a échoué dans la phase d’étiquetage et
qui sont extraits du document en utilisant les relations géométriques du graphe dans la phase de correc-
tion. En effet, nous proposons d’utiliser une combinaison de mesures de similarité, tel que présentée la
Section 6.2.4. Différents types de combinaison ont été testés, notamment le minimum, le maximum et la
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(a) Structure locale contenant des erreurs d’étiquetage

(b) Le graphe candidat correspondant (c) Le graphe modèle rapproché

(d) Structure locale corrigée

Figure 7.8 – Un exemple de correction des erreurs d’étiquetage en utilisant le rapprochement de graphes,
ce qui est en rouge représente les erreurs d’étiquetage et ce qui est en vert représente les corrections.
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moyenne entre plusieurs partitions de l’ensemble des mesures de similarité. Ces tests ont montré que le
maximum entre les distances de Jaro-Winkler, OCR-key et Monge-Elkan donne les meilleurs résultats.

Enfin, pour valider la reconnaissance d’une entité candidate, un score de reconnaissance est calculé
en prenant en compte les corrections. Ce score est une redéfinition de celui utilisé dans la phase de
sélection d’entités, tel que montré dans l’équation (7.11).

score(e,D) =
∑

li∈F (e,D)

P (li ∈ e|e).confi .simi (7.11)

où P (li ∈ e/e) est la probabilité d’appartenance du label li à une entité candidate connue e. Cette
probabilité est dépendante de l’appartenance du label li à une structure locale de l’entité e, notée S(e) et
le coût de rapprochement entre le graphe candidat G représentant cette structure locale avec son graphe
modèle correspondant M . Elle est définie par l’équation (7.12).

P (li ∈ e/e) =

{
1− C(G,M) si li ∈ S(e);
1− Ps(ci) sinon.

(7.12)

avec : Ps(ci) est la probabilité d’appartenance d’un label, dont le champ est ci, à une structure locale
quelconque. Cette probabilité est calculée comme étant le nombre d’apparitions de ce label dans une
structure locale quelconque divisée par le nombre total d’apparitions de ce label. Cette probabilité est
calculée statistiquement sur le corpus. S est la structure locale modélisée par le graphe candidat G qui a
été apparié avec le graphe modèle M .

7.3.6 Apprentissage du modèle structurel

Le modèle structurel est initialement appris en utilisant un échantillon représentatif sélectionné du
corpus. En effet, une base de graphes, extraits de cet échantillon, est d’abord constituée et regroupée en
classes (par un algorithme de classification non supervisée). Chaque classe est ensuite représentée par un
graphe modèle qui correspond à une structure locale. Nous verrons plus loin comment un tel graphe est
construit à partir des graphes exemples de sa classe

Le modèle structurel est mis à jour au fur et à mesure du traitement du flux continu de documents
pour pouvoir :

— ajouter de nouveaux graphes modèles qui apparaissent ;
— adapter les graphes modèles existants aux nouvelles données arrivantes ;
— supprimer les graphes modèles qui deviennent, au bout d’un certain temps, obsolètes.

7.3.6.1 Initialisation

Nous effectuons une classification non supervisée de la base de graphes en utilisant l’Algorithme 7.
Ce dernier est une amélioration de l’algorithme des dirigeants, proposé dans [Vijaya04], en introduisant
la mise à jour continue du centroïde pour qu’il soit plus représentatif des graphes exemples d’une classe.
Cet algorithme est adapté à notre cas puisque c’est un algorithme de classification non supervisée simple
et rapide. De plus, des expérimentations sur nos corpus ont montré que les performances de la classifica-
tion non supervisée sont indépendantes de l’ordre d’arrivée des données dans le flux, car les classes sont
suffisamment éloignées.

Pour l’apprentissage d’un graphe modèle (centroïde) à partir des graphes exemples, il faut apprendre
les nœuds et les arcs du graphe ainsi que leurs attributs et leurs facteurs de pondération. Nous détaillons
l’apprentissage du graphe modèle dans ce qui suit.
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Algorithme 7 Classification non supervisée de la base de graphes
Entrées: Base de graphes : G, seuil : T
Sortie: Ensemble de clusters : CL

1: CL = ∅ // un cluster c ∈ CL est défini par son centroide c.centoid
2: sélectionner un graphe g1 ∈ G
3: CL = {c1} où c1.centoid = g1

4: pour chaque gi ∈ G ; i = 2→ |G| faire
5: cmin = arg minc∈CLC(gi, c.centroid) // C(gi, c.centroid) est le coût de rapprochement

de graphes entre gi et c.centroid
6: si C(gi, cmin.centroid) < T alors
7: recalculer cmin.centroid
8: sinon
9: CL = CL ∪ {c} où c.centoid = gi

10: fin si
11: fin pour

Apprentissage des nœuds et des arcs. Nous regroupons les graphes exemples en un seul représentant
du modèle à l’aide du concept de WMCS, tel que proposé dans [Bunke03]. Le calcul du WMCS se base
sur la comparaison de nœuds et d’arcs des graphes exemples pour la recherche des éléments partagés
entre eux. Dans cette comparaison, nous considérons seulement, comme attributs de nœuds, les champs
de labels et, comme attributs d’arcs, les positions relatives entre les labels (à gauche, à droite, au-dessous,
au-dessus, au-dessus et à droite, au-dessus et à gauche, au-dessous et à droite, au-dessous et à gauche).

Apprentissage des attributs et des facteurs de pondération. Une fois les nœuds et les arcs du graphe
modèle construits, il ne reste plus que la détermination de leurs attributs ainsi que leurs facteurs de
pondération qui vont servir dans la phase de son appariement avec un graphe candidat.

Les attributs des nœuds et d’arcs partagés entre les graphes exemples sont fusionnés pour obtenir les
attributs du graphe modèle. Pour les attributs quantitatives (nombre de mots, nombre de lignes, sépara-
tion verticale et séparation horizontale), nous utilisons la moyenne. Pour l’alignement et la police, nous
utilisons la valeur dominante (qui se répète le maximum de fois dans les graphes exemples).

Les facteurs de pondération des attributs de nœuds et d’arcs dans les graphes modèles sont inver-
sement proportionnels aux écarts types des valeurs d’attributs dans les exemples. Plus les valeurs d’un
attribut sont variables, moins cet attribut est pertinent et plus son facteur de pondération est faible. Soit
une classe composée de q graphes exemples. Le facteur de pondération d’un attribut f dans un nœud ou
dans un arc du graphe modèle, représentatif de cette classe, est défini dans l’équation (7.13).

λf =

√
q√∑q

i=1 f
2
i −

∑q
i=1 fi

(7.13)

7.3.6.2 Mise à jour

Au cours du traitement du flux de documents, à chaque arrivée d’un nouveau graphe candidat, deux
cas peuvent se présenter : le graphe candidat correspond à un graphe modèle existant ou il ne correspond
pas à un graphe modèle existant.

Cas où le graphe candidat correspond à un graphe modèle existant. Le graphe modèle est remplacé
par le WMCS du graphe modèle existant et du graphe candidat traité. Les attributs des arcs et des nœuds
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Tableau 7.1 – Classification de la base de graphes
XXXXXXXXXXXDonnées

Corpus
Entreprises Articles scientifiques Matériaux

# graphes dans la base de graphes 290 200 210
# documents dans l’échantillon utilisé 87 70 45
# graphes modèles obtenus 41 28 11

et les facteurs de pondération du graphe modèle sont recalculés en prenant en considération le graphe
candidat traité. À chaque fois, seuls les nœuds et les arcs qui possèdent des fréquences importantes sont
retenus dans le graphe modèle et seront utilisés dans l’appariement avec les nouveaux graphes candidats.

Pour permettre la suppression des graphes modèles qui deviennent obsolètes au cours du temps, nous
utilisons une variable qui informe sur l’âge de ce graphe. En effet, à chaque fois qu’un graphe modèle est
mis en correspondance avec un graphe candidat, son âge est réinitialisé à 0. Les âges des autres graphes
modèles sont incrémentés. Si l’âge d’un graphe modèle dépasse un seuil (fixé statistiquement à 100)
alors il est supprimé de la base de graphes.

Cas où le graphe candidat ne correspond à aucun graphe modèle existant. Nous créons un nouveau
graphe modèle (graphe embryon) dans la base de graphes, initialisé par le graphe candidat. Ce graphe
doit être validé (devient un graphe mature) statistiquement, i.e. lorsque le nombre d’apparitions de ce
graphe dans le flux de documents dépasse un seuil (fixé manuellement à 10), avant d’être réutilisé dans
la base de graphes. Ce processus est inspiré de la méthode IGNG (Incremental Growing Neural Gas)
proposée par [Prudent05] dans le cadre de l’apprentissage incrémental.

7.4 Évaluations

Dans cette section, nous proposons d’évaluer la méthode G-ELSE sur les trois corpus étudiés. Pour
ce faire, nous proposons plusieurs études de :

— l’apprentissage du modèle structurel ;
— le rapprochement de graphes de structures locales ;
— la correction des erreurs d’étiquetage ;
— la RE, objectif principal de notre approche.

7.4.1 Apprentissage du modèle structurel

Pour évaluer l’apprentissage du modèle structurel, nous proposons d’évaluer la classification non
supervisée de la base de graphes utilisée pour l’apprentissage.

Le nombre de graphes dans la base de graphes, le nombre de documents dans l’échantillon utilisé et
le nombre de graphes modèles (clusters) obtenus pour chaque corpus sont montrés dans le Tableau 7.1.

Pour l’évaluation, nous utilisons l’indice de Dunn D, généralement utilisé dans la littérature pour
évaluer des algorithmes de classification non supervisée, défini par :

D =
min1≤i<j≤n d(i, j)

max1≤k≤n d′(k)

avec d(i, j) la distance inter-clusters entre les clusters i et j (la distance entre les centroïdes) et d(k) la
distance intra-cluster du cluster k (la distance maximale entre toute paire d’éléments dans le cluster k).

123



Chapitre 7. Rapprochement par les graphes de structures

Tableau 7.2 – Comparaison des algorithmes de classification non supervisées

Méthode
Corpus d’entreprises Corpus d’article scientifiques Corpus de matériaux
Seuil # Cluster Dunn Seuil # Cluster Dunn Seuil # Cluster Dunn

Dirigeants
[Vijaya04]

0.1 42 0.71 0.11 31 0.78 0.15 10 0.74

Notre méthode 0.1 41 0.74 0.12 28 0.80 0.15 11 0.77

Le Tableau 7.2 présente des comparaisons de résultats de classification non supervisée de l’algo-
rithme proposé par rapport à celui des dirigeants. Il montre que l’algorithme proposé est plus performant
que celui des dirigeants. En effet, dans le corpus d’entreprises, resp. d’articles scientifiques, resp. de ma-
tériaux, nous obtenons un indice de Dunn de 0.74, resp. 0.80, resp. 0.77 comparé à 0.71, resp. 0.78, resp.
0.74 avec l’algorithme des dirigeants [Vijaya04]. Ces améliorations dans les performances sont dues à la
mise à jour progressive des centroïdes de chaque classe.

7.4.2 Rapprochement de graphes de structures locales

Pour expérimenter notre approche de rapprochement de graphes de structures locales, nous avons
utilisé des jeux de données (composés de graphes candidats et de graphes modèles) extraits des trois
corpus. Pour chaque corpus, nous distinguons différents types de structures locales. Ces jeux de données
sont comme suit :

1. Corpus d’entreprises :
— modèle structurel : 41 graphes modèles ;
— structures locales : 525 graphes candidats ;

— 135 structures d’adresses postales ;
— 100 structures d’informations de contact ;
— 175 structures d’informations fiscales ;
— 115 structures mixtes.

2. Corpus d’articles scientifiques :
— modèle structurel : 28 graphes modèles ;
— structures locales : 200 graphes candidats ;

— 50 structures d’informations sur les références ;
— 40 structures d’informations d’éditions ;
— 40 structures d’informations sur les auteurs ;
— 70 structures mixtes.

3. Corpus de matériaux :
— modèle structurel : 11 graphes modèles ;
— structures locales : 320 graphes candidats ;

— 320 structures de lignes de tableau.

Pour l’évaluation, nous avons utilisé une table de vérité qui associe chaque graphe candidat au graphe
modèle correspondant. Cette table a été préparée manuellement.

Un graphe modèle mis en correspondance avec un graphe candidat donné est dit correct lorsqu’il
correspond dans la vérité à ce graphe candidat. Le Rappel, la Précision et la F-mesure sont définis res-
pectivement par les équations (7.14), (7.15) et (7.16).

R =
# graphes retournés corrects

# graphes corrects
(7.14)
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P =
# graphes retournés corrects

# graphes retournés
(7.15)

F =
2.R.P

R+ P
(7.16)

Les résultats d’évaluation des trois corpus sont présentés dans le Tableau 7.3, le Tableau 7.4 et le
Tableau 7.5. Ces tableaux montrent que notre approche de rapprochement de graphes fonctionne bien
pour toutes les structures dans les différents corpus. En effet, le Rappel varie entre 88.50% et 90.86% et
la Précision varie entre 89.53% et 95.78%.

Certaines structures sont plus faciles à rapprocher que d’autres car elles possèdent moins de variabi-
lités. Par exemple, dans le corpus d’entreprises, les structures d’informations fiscales (Rappel = 94.86%,
Précision = 98.81%) sont plus faciles à reconnaitre que les structures d’informations de contact (Rappel
= 86.00%, Précision = 90.53%) car elles représentent généralement des structures linéaires contenant peu
de labels. Les structures d’informations de contact, quant à elles, peuvent être structurées en formulaire,
sur une même ligne, sur plusieurs colonnes, etc. Dans le corpus d’articles scientifiques, les structures
d’informations d’auteurs (Rappel = 82.50%, Précision = 82.93%) sont les plus difficiles à extraire car
elles présentent une grande variabilité en fonction du nombre d’auteurs dans l’article. Dans le corpus
de matériaux, les problèmes de rapprochement de structures sont liés à la présence de certains attributs
sur plusieurs lignes (notamment les attributs du champ “désignation”) et à la présence de structures en
zigzag.

Tableau 7.3 – Résultats de rapprochement de graphes de structures locales sur le corpus d’entreprises
Structure R (%) P (%) F (%)
Adresses postales (135 graphes) 92.59 96.15 94.34
Informations de contact (100 graphes) 86.00 90.53 88.21
Informations fiscales (175 graphes) 94.86 98.81 96.79
Structures mixtes (115 graphes) 86.96 95.24 90.91

Total (525 graphes) 90.86 95.78 93.26

Tableau 7.4 – Résultats de rapprochement de graphes de structures locales sur le corpus d’articles scien-
tifiques

Structure R (%) P (%) F (%)
Informations références (50 graphes) 96.00 90.56 93.20
Informations éditions (40 graphes) 90.00 90.00 90.00
Informations auteurs (40 graphes) 82.50 82.93 82.71
Structures mixtes (70 graphes) 85.71 92.30 88.88

Total (200 graphes) 88.50 89.53 89.01

Tableau 7.5 – Résultats de rapprochement de graphes de structures locales sur le corpus de matériaux
Structure R(%) P(%) F (%)
Lignes de tableau (320 graphes) 89.69 95.67 92.58

Nous avons comparé notre méthode de rapprochement de graphes avec des méthodes existantes. Les
résultats obtenus sur le corpus d’entreprises sont montrés dans le Tableau 7.3. Ces résultats montrent que
notre méthode, qui intègre la dissimilarité d’attributs dans la fonction de coût, est plus performante que
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Tableau 7.6 – Comparaison des méthodes de rapprochement de graphes sur le corpus d’entreprises
Méthode R (%) P (%) F (%)

Tolérance à la substitution
Discrétisation de labels [Sanfeliu83] 86.10 94.76 90.22
Seuil de décision [Sanfeliu83] 86.67 95.39 90.82
Optimisation [LeBodic12] 88.00 95.45 91.58
Notre méthode 87.81 96.04 91.74

Tolérance à l’insertion, la
suppression et la substitution

Discrétisation de labels [Sanfeliu83] 87.81 94.66 91.11
Seuil de décision [Sanfeliu83] 84.76 92.96 88.67
Notre méthode 90.86 95.78 93.26

celles qui utilisent la discrétisation de labels ou un seuil de décision, que ce soit dans le cas de la tolérance
à la substitution d’attributs seulement ou dans le cas de la tolérance à l’insertion et la suppression de
nœuds et d’arcs et à la substitution d’attributs. De plus, dans le cas de la tolérance à la substitution,
notre méthode donne des meilleures Précision et F-mesure que la méthode d’optimisation proposée dans
[LeBodic12] même si le Rappel est moins important. Ceci est expliqué par l’exclusion de certaines
mauvaises solutions grâce aux heuristiques employées dans l’algorithme de séparation et évaluation.

7.4.3 Correction des erreurs d’étiquetage

Dans cette section, nous proposons d’évaluer le processus de correction des erreurs d’étiquetage
effectué en considérant le résultat du processus de rapprochement de structures locales. En effet, nous
proposons d’évaluer individuellement chacun des trois types de correction (identification des labels non
trouvés, correction des champs de labels erronés et suppression des labels supplémentaires) sur différents
types de labels dans les corpus d’étude en utilisant des vérités terrains préparées manuellement.

Les taux d’identification des labels non trouvés sur les trois corpus sont montrés dans les Tableaux 7.7,
7.8 et 7.9. Ces tableaux montrent que les taux d’identification obtenus sont importants pour tous les
types de labels. En effet, le Rappel varie entre 72.00% et 100.00% et la Précision varie entre 84.28% et
100.00%. Nous constatons que les taux d’identification des codes postaux, dans le corpus d’entreprises,
sont très importants (Rappel = 96%, Précision = 100%) grâce à la précision de leur position (un “code
postal” est toujours situé à gauche d’une “ville”). De même, les titres sont parfaitement identifiés dans le
corpus d’articles scientifiques (un “titre” se trouve toujours au-dessus des “auteurs”).

Tableau 7.7 – Taux d’identification de labels non trouvés sur le corpus d’entreprises
Champ # total # trouvés # corrects R(%) P (%) F (%)
Nom 80 70 59 73.75 84.28 78.67
Adresse 80 73 65 81.25 89.04 84.97
Code postal 100 96 96.00 96.00 100.00 97.96
Ville 100 91 89 89.00 97.80 93.19
Pays 50 45 41 82.00 91.11 86.32
Téléphone 70 62 60 85.71 96.77 90.91
Fax 70 60 60 85.71 100.00 92.31
E-mail 50 44 44 88.00 100.00 93.62
Site web 50 43 42 84.00 97.67 90.32
Numéro TVA 50 42 39 78.00 92.86 84.78
Numéro SIRET 50 41 37 74.00 90.24 81.32
Numéro SIREN 50 44 37 74.00 84.09 78.72

126



7.4. Évaluations

Tableau 7.8 – Taux d’identification de labels non trouvés sur le corpus d’articles scientifiques
Champ # total # trouvés # corrects R(%) P (%) F (%)
Conférence 100 77 72 72.00 93.51 81.36
Journal 100 81 77 77.00 95.06 85.08
Affiliation 80 82 73 91.25 89.02 90.12
Auteur 100 98 87 87.00 88.78 87.88
Titre 50 50 50 100.00 100.00 100.00
Volume 50 49 45 90.00 91.84 90.91
Numéro 50 49 41 82.00 83.67 82.83

Tableau 7.9 – Taux d’identification de labels non trouvés sur le corpus de matériaux
Champ # total # trouvés # corrects R(%) P (%) F (%)
Désignation 100 70 64 64.00 91.43 75.29
Référence 100 92 87 87.00 94.57 90.63
Num. série 80 82 73 91.25 89.02 90.12
Prix 50 45 42 84.00 93.33 88.42
Quantité 50 45 43 86.00 95.56 90.53

La correction des champs de labels erronés est évaluée de la même façon. Les taux de correction
des champs de labels erronés sur les trois corpus sont montrés dans les Tableaux 7.10, 7.11 et 7.12. Ces
tableaux montrent que les résultats obtenus sont importants. En effet, le Rappel varie entre 75% et 96%
et la Précision varie entre 85, 37% et 100%. Nous remarquons, encore une fois, que les taux de correction
des labels dont la position dans les structures locales est précise (par exemple, le “code postal” dans le
corpus d’entreprises) sont plus importants que ceux des labels dont la position peut varier (par exemple,
le “nom”).

Tableau 7.10 – Taux de correction de champs de labels erronés sur le corpus d’entreprises
Champ # total # substitués # corrects R(%) P (%) F (%)
Code postal 100 96 96.00 96.00 100.00 97.96
Nom 100 81 75 75.00 92.59 82.87
Ville 100 91 88 88.00 96.70 92.15
Téléphone 50 44 40 80.00 90.91 85.11
Fax 50 47 45 90.00 95.74 92.78

Tableau 7.11 – Taux de correction de champs de labels erronés sur le corpus d’articles scientifiques
Champ # total # substitués # corrects R(%) P (%) F (%)
Date de publication 40 41 35 87.50 85.37 86.42
Date de conférence 40 42 37 92.50 88.10 90.24
Pages 40 37 35 87.50 94.59 90.91

Les taux de suppression des labels supplémentaires sur les trois corpus sont montrés dans les Ta-
bleaux 7.13, 7.14 et 7.15. Les résultats obtenus sont importants et le Rappel varie entre 77, 14% et
97, 50% et la Précision varie entre 90, 20% et 100%.

Les erreurs de correction sont principalement causées par des erreurs de rapprochement de structures
locales.
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Tableau 7.12 – Taux de correction de champs de labels erronés sur le corpus de matériaux
Champ # total # substitués # corrects R(%) P (%) F (%)
Prix 70 65 58 82.86 89.23 85.93
Prix unitaire 70 71 63 90.00 88.73 89.36
Quantité 70 68 62 88.57 91.18 89.86
Taxe 70 66 60 85.71 90.91 88.24

Tableau 7.13 – Taux de suppression de labels supplémentaires sur le corpus d’entreprises
Champ # total # supprimés # corrects R(%) P (%) F (%)
Code postal 80 78 78 97.50 100.00 98.73
Nom 100 82 78 78.00 95.12 85.71
Ville 100 87 85 85.00 97.07 90.91
Téléphone 70 59 54 77.14 91.53 83.72
Numéro SIRET 50 46 45 90.00 97.83 93.75
Numéro SIREN 50 47 44 88.00 93.62 90.72

Tableau 7.14 – Taux de suppression de labels supplémentaires sur le corpus d’articles scientifiques
Champ # total # supprimés # corrects R(%) P (%) F (%)
Date publication 40 42 38 95.00 90.48 92.68
Volume 90 90 87 96.67 96.67 96.67
Numéro 80 78 73 91.25 93.59 92.41
Pages 50 51 46 92.00 90.20 91.09

Tableau 7.15 – Taux de suppression de labels supplémentaires sur le corpus de matériaux
Champ # total # supprimés # corrects R(%) P (%) F (%)
Num. Série 40 41 37 92.50 90.24 91.36
Prix 100 93 89 89.00 95.70 92.23
Prix unitaire 100 95 90 90.00 94.74 92.31
Quantité 100 97 92 92.00 94.85 93.40
Taxe 100 100 95 95.00 95.00 95.00
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7.4.4 Reconnaissance d’entités par rapprochement de structures locales

Dans cette dernière partie des expérimentations, nous évaluons l’apport du rapprochement de graphes
de structures locales dans la RE qui représente notre objectif principal.

Nous avons utilisé le même corpus décrit dans la Section 6.4 du Chapitre 6.
Les résultats de RE sur le corpus d’entreprises, resp. d’articles scientifiques, resp. de matériaux sont

montrés dans le Tableau 7.16, resp. Tableau 7.17, resp. Tableau 7.18. Ces tableaux montrent l’intérêt de la
combinaison des mesures de OCR-key, Monge-Elkan et Jaro-Winkler en utilisant la fonction Maximum
dans l’étape de validation de la correspondance de valeurs des labels trouvés avec les attributs d’entités
candidates. Une légère augmentation dans le temps de réponse est constatée.

Tableau 7.16 – Résultats de RE après correction des erreurs d’étiquetage sur le corpus d’entreprises
Distance R (%) P (%) F (%) T (s/d)
OCR-key 93.05 94.06 93.55 1.2
Monge-Elkan 94.04 93.71 93.87 1.2
Levenshtein 93.89 94.32 94.10 1.1
Maximum(OCR-key,Monge-Elkan,Jaro-winkler) 95.06 94.70 94.88 1.4
Maximum(OCR-key,Monge-Elkan) 94.68 94.68 94.68 1.3

Tableau 7.17 – Résultats de RE après correction des erreurs d’étiquetage sur le corpus d’articles scienti-
fiques

Distance R(%) P (%) F (%) T (s/d)
OCR-key 83.33 95.45 88.98 1.1
Monge-Elkan 86.11 93.93 89.85 1.1
Levenshtein 85.71 95.57 90.37 1
Maximum(OCR-key,Monge-Elkan,Jaro-winkler) 88.31 95.74 91.87 1.2
Maximum(OCR-key,Monge-Elkan) 87.30 95.25 91.10 1.2

Tableau 7.18 – Résultats de RE après correction des erreurs d’étiquetage sur le corpus de matériaux
Distance R(%) P (%) F (%) T (s/d)
OCR-key 89.37 91.54 90.44 1.1
Monge-Elkan 90.32 92.37 91.33 1
Levenshtein 90.63 93.45 92.02 1
Maximum(OCR-key,Monge-Elkan,Jaro-winkler) 92.06 94.31 93.17 1.2
Maximum(OCR-key,Monge-Elkan) 91.27 92.89 92.07 1.1

Les résultats de comparaison des taux de RE avant et après l’emploi des structures sont montrés dans
le Tableau 7.19. Ces résultats montrent l’apport considérable de l’emploi des structures pour la RE. En
revanche, une légère augmentation du temps de réponse est engendrée par l’étape de rapprochement de
structures.

Pour montrer l’intérêt de la mise à jour du modèle structurel dans la RE, le taux de reconnaissance
est évalué en utilisant un modèle structurel appris incrémentalement sans être initialisé (pas de correction
d’erreurs d’étiquetage au début). La Figure 7.9 représente les résultats obtenus sur 3 flux aléatoires de
documents extraits du corpus d’entreprises. Il est à noter que les courbes de la figure 7.9 sont sensible-
ment les mêmes dans les 3 flux. Ceci prouve que les performances de la classification de la base des
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Tableau 7.19 – Résultats de RE

Corpus
Sélection d’entités G-ELSE
R (%) P (%) F (%) T (s/d) R (%) P (%) F (%) T (s/d)

Entreprises 86.69 56.86 68.67 0.84 95.06 94.70 94.88 1.4
Articles scientifiques 80.51 70.41 75.13 0.90 88.49 95.30 91.77 1.2
Matériaux 77.62 74.31 75.93 0.85 92.06 94.30 93.17 1.2

Figure 7.9 – Évolution des taux de RE pour trois flux aléatoires de documents sur la base d’entreprises.

graphes et par conséquent le taux de RE sont indépendants de l’ordre d’arrivée des documents. De plus,
le taux de reconnaissance tend rapidement vers les valeurs obtenues en utilisant un modèle initialement
appris.

Seuil d’acceptation. Les seuils utilisés dans les phases de sélection d’entités et de validation de la
RE sont déterminés à l’aide de corpus de validation étiquetés manuellement. A titre d’exemple, nous
montrons dans la Figure 7.10 la courbe de variation du Rappel, Précision et F-mesure en fonction du
seuil sur la base d’articles scientifiques dans la phase de validation de la RE. La valeur retenue du seuil
d’acceptation dans ce cas est 20.

Cas d’erreurs. Nous avons analysé les cas d’erreurs sur les trois corpus. Les causes de non détection
d’entités sont montrées dans le Tableau 7.20. Certaines de ces causes sont dues à des erreurs de rap-

Tableau 7.20 – Les causes de non détection d’entitésXXXXXXXXXXXCauses
Corpus

Entreprises Articles scientifiques Matériaux

Erreurs de segmentation en structures locales (%) 1.52 2.78 0.95
Erreurs de rapprochement de structures locales (%) 0.38 0.79 0.48
Erreurs d’OCR irrécupérables (%) 1.90 2.38 1.90
Non standardisation (%) 0.19 3.57 4.29
Entités incomplètes (%) 0.95 1.98 0.32
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Figure 7.10 – Variation du Rappel, de la Précision et de la F-mesure en fonction du seuil de score de RE
sur le corpus d’articles scientifiques (valeur retenue est 20).

prochement de structures locales ou de segmentation du document en structures locales. Ces dernières
incluent les erreurs de sur-segmentation ou des erreurs de sous-segmentation. La sous-segmentation
consiste à rassembler deux structures ou plus en une seule. La sur-segmentation consiste à éclater les
labels sur plusieurs structures locales. Un exemple extrait du corpus d’entreprises est montré dans la Fi-
gure 7.11 où la structure encadrée en rouge est éclatée en 6 structures à cause de l’éloignement physique
des labels dans la page. D’autres erreurs de non détection sont dues au problème de la non-standardisation

Figure 7.11 – Exemple extrait du corpus d’entreprises illustrant le problème de sur-segmentation de
structure locale. La structure encadrée en rouge est éclatée en 6 structures à cause de l’éloignement
physique des labels dans la page.

malgré le traitement de résolution d’entités dans la base de données et la combinaison de mesures de
similarité pour la comparaison d’attributs. Ces erreurs sont plus importantes dans le corpus d’articles
scientifiques à cause de la grande variabilité de certains attributs, notamment les noms de journaux et
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Tableau 7.21 – Comparaison des méthodes de reconnaissance d’entités

Method
Corpus d’entreprises Corpus d’articles scientifiques Corpus de matériaux
R
(%)

P
(%)

F
(%)

T
(s/d)

R
(%)

P
(%)

F
(%)

T
(s/d)

R
(%)

P
(%)

F
(%)

T
(s/d)

EROCS 67.68 54.10 60.14 69.00 67.46 77.27 72.03 42 76.19 77.42 76.80 37
M-EROCS 81.37 77.12 79.19 4.70 85.32 91.49 88.30 3.30 80.79 80.92 80.86 3.8
G-ELSE 95.06 94.70 94.88 1.40 88.49 95.30 91.77 1.20 92.06 94.30 93.17 1.2

des conférences, et le corpus de matériaux à cause de l’absence du traitement de résolution d’entités.
Enfin, nous retrouvons des erreurs de RE dues à des erreurs d’OCR irrécupérables (mauvaise qualité du
document numérisé) ou des entités incomplètes dans la base de données.

Les erreurs de fausses détections sont généralement causées par des erreurs de rapprochement de
structures locales engendrant la non correction des erreurs de sur-étiquetage.

Comparaison. Nous avons comparé la méthode G-ELSE avec la méthode M_EROCS (proposée dans
le chapitre précédent) et la méthode de l’état de l’art EROCS [Chakaravarthy06] pour les trois corpus.
Les résultats obtenus sont présentés dans le Tableau 7.21. Ces comparaisons montrent que la Précision
et le Rappel obtenus par G-ELSE sont beaucoup plus importants que ceux obtenus par M-EROCS et
EROCS grâce à l’emploi des structures. De plus, le temps de réponse est plus rapide grâce au processus
d’étiquetage qui réduit considérablement la recherche dans le document.

7.5 Conclusion

Dans ce chapitre, nous avons proposé une méthode de RE qui représente les labels d’entités, proches
physiquement dans la page, par des graphes attribués et qui utilise le rapprochement inexact de graphes
pour corriger les erreurs d’étiquetage. Les expérimentations de cette méthode sur les corpus d’entreprises,
d’articles scientifiques et de matériaux ont montré une amélioration des taux de RE respectivement de
15.97%, 9.12% et 14.92% en Rappel et de 2.66%, 3.56% et 1.37% en Précision par rapport à la méthode
ERBL. Ces expérimentations ont confirmé l’intérêt de l’emploi des structures et ont prouvé l’efficacité
et la généricité de notre approche.
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8.1 Conclusion

Nous avons abordé dans cette thèse le problème de la reconnaissance d’entités dans des documents
océrisés, guidée par une base de données prédéfinie. Le travail réalisé concerne le rapprochement entre
le contenu de la base de données et celui des documents. Une première difficulté de ce travail réside dans
la mauvaise qualité de la base de données. Cette dernière souffre de redondances d’enregistrements se
référant à une même entité, d’incomplétude de données et d’erreurs de saisie. Une deuxième difficulté
vient du fait que l’OCR peut altérer le contenu et la structure des documents images. Enfin, une autre
difficulté se trouve dans la présence de variations de représentation d’attributs d’entités dans la base de
données et le document.

Une étude des méthodes de l’état de l’art nous a permis de constater l’inexistence d’approches de
rapprochement d’entités dans des documents océrisés. Les quelques méthodes existantes traitent des
documents du Web et ne proposent pas de solutions aux difficultés mentionnées ci-dessus.

Pour résoudre ces difficultés, nous avons proposé une démarche en deux modules : la résolution
d’entités et la reconnaissance d’entités. Le premier a pour but d’épurer la base de données en synthétisant,
dans un modèle entité, les enregistrements se référant à une même entité. Pour ce faire, nous avons
utilisé une approche de couplage d’enregistrements, basée sur la comparaison d’attributs à l’aide d’une
combinaison de plusieurs mesures de similarité.

Nous avons expérimenté notre approche sur deux bases de données, une décrivant des entreprises et
l’autre, des méta-données d’articles scientifiques. Les résultats obtenus sont respectivement 93.50% et
94.56% en Rappel et 91.20% et 94.90% en Précision.

Le deuxième module vise à rapprocher des entités mentionnées dans un document avec le modèle
entité issu du premier module. Nous avons procédé par deux manières différentes, l’une utilise le rap-
prochement par le contenu et l’autre intègre le rapprochement par la structure. Pour le rapprochement
par le contenu, nous avons proposé deux méthodes : M-EROCS et ERBL. M-EROCS consiste à faire
correspondre les blocs de l’OCR avec les entités dans le modèle entité en se basant sur un score qui

133



Chapitre 8. Conclusion et travaux futurs

tient compte des erreurs d’OCR et des variations d’attributs. ERBL, quant à elle, consiste à étiqueter le
document par les attributs d’entités, puis à regrouper ces labels en entités.

Les expérimentations de ces deux approches sur les corpus d’entreprises, d’articles scientifiques et de
matériaux ont donné des résultats encourageants qui dépassent l’état de l’art. Cependant, elles ont révélé
un temps d’exécution élevé pour M-EROCS et une sensibilité aux erreurs d’étiquetage pour ERBL.

Le rapprochement par les structures permet d’exploiter les relations structurelles entre les labels
d’une entité pour corriger les erreurs d’étiquetage. La méthode proposée, nommée G-ELSE, emploie le
rapprochement inexact de graphes attribués modélisant des structures locales, avec un modèle structurel
appris pour cet objectif.

L’expérimentation de cette méthode sur les mêmes corpus a permis d’améliorer les taux de reconnais-
sance respectivement de 15.97%, 9.12% et 14.92% en Rappel et de 2.66%, 3.56% et 1.37% en Précision.
Ces résultats prouvent l’efficacité et la généricité de notre approche.

8.2 Travaux futurs

Dans le futur, nous envisageons d’apporter les améliorations suivantes.

8.2.1 A court terme

A court terme, nous prévoyons d’élargir les corpus que nous avons utilisés et d’expérimenter notre
système sur de nouveaux corpus traitant d’autres natures d’entités et d’autres types de structures locales.
Comme par exemple, des articles dans des magazines ou des quotidiens, des courriers électroniques, etc.
De plus, nous planifions de traiter des bases de données relationnelles, où les entités sont décrites par
plusieurs tables reliées par des clés étrangères.

Une deuxième perspective consiste à étudier les positions absolues et relatives des structures locales
dans les documents, permettant de guider et d’accélérer la recherche d’entités.

Une limitation de la méthode proposée est que les seuils utilisés sont fixés au début, de manière
définitive, ce qui ne garantit pas la stabilité des performances du système dans le cas d’un flux continu de
documents. Une solution envisageable consiste à proposer des seuils adaptatifs qui s’ajustent, au cours
du temps, en fonction des nouvelles données arrivantes.

Un autre aspect à approfondir concerne la mise à jour dynamique du modèle entité (représentant la
base de données) durant le processus de reconnaissance d’entités. Ceci consiste à exploiter les résultats
de rapprochement d’entités pour compléter les attributs manquants, rajouter des nouvelles variations et
corriger les erreurs de saisie.

8.2.2 A long terme

A long terme, nous envisageons d’intégrer le système dans des applications réelles permettant de
profiter du résultat de rapprochement d’entités pour annoter les documents par des méta-données à partir
de la base de données et pour compléter et/ou corriger les attributs de la base de données en utilisant le
contenu de documents.

Une autre perspective est de profiter de l’aspect de couplage d’informations de contenu et de struc-
ture dans d’autres applications dans le domaine d’analyse de documents, tels que la classification de
documents et la détection de régions d’intérêt.

Enfin, nous allons investir l’intégration d’autres sources de données telles que des ontologies de
domaine contenant des données sémantiques ou des moteurs de recherche contenant des données en
ligne.
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for Mislabeling Correction. In Proceedings of the International Workshop on Document Analysis
Systems - DAS, 2016, pages 257–262, 2016.
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