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Présentation de la thèse
"Si cela va sans dire, cela ira encore mieux en le disant."

Talleyrand

Estimation et sélection de modèles pour le modèle des blocs latents. Le travail présenté
dans cette thèse se place dans le cadre de la classification croisée. Étant donnée une matrice x = (xij)n×d
composée de n lignes et d colonnes, le principe est de rechercher des blocs dits homogènes, c’est-à-dire
chacun composé d’une structure particulière différente de celles des autres blocs. La façon d’aborder ce
problème dépend de l’objectif final : cela va de la recherche de blocs atypiques, ne faisant ressortir qu’un
groupes de cases, à la classification des lignes et des colonnes formant les blocs à leurs intersections.

Le modèle des blocs latents, étudié dans ce manuscrit, se place dans cette dernière configuration :
l’objectif est d’obtenir une classification des lignes en g groupes (symbolisée par la matrice z) et une
classification des colonnes en m groupes (w) de telle sorte qu’une case xij appartienne au bloc (k, `)
si et seulement si la ligne i appartient à la classe k et la colonne j appartient à la classe `. Pour ce
modèle, un bloc est dit "homogène" si les cases xij le formant sont les réalisations de variables aléatoires
Xij indépendantes et identiquement distribuées suivant une même loi inconnue conditionnellement à
l’appartenance à un bloc ; ces lois appartenant toutes à une même famille paramétrique de densité ϕ
et dépendant d’un paramètre αk` propre à chaque bloc (k, `). Les cases des matrices étudiées prenant
leurs valeurs dans l’ensemble {1, . . . , r}, notre travail étudie les densités ϕ de loi multinomiales en prenant
αk` =

(
α1
k`, . . . , α

r
k`

)
∈ [0, 1]

r tel que
∑r
h=1 α

h
k` = 1. De plus, il est supposé que chaque ligne (resp. chaque

colonne) est affectée à une classe k indépendamment des autres lignes et colonnes selon une probabilité
πk (resp. ρ`). Dans cette thèse, nous avons cherché à estimer le nombre de classes en ligne g et en colonne
m, l’affectation des lignes et colonnes à chaque classe et l’estimation des paramètres du modèle.

L’étude de la classification pose certains problèmes de fond. Par exemple, il n’existe toujours pas
de consensus sur l’unité statistique : devons-nous choisir la case du tableau, les lignes et les colonnes
ou simplement le tableau lui-même ? À cette question s’ajoute le problème de l’asymptotique : est-ce
lorsque les nombres de lignes et de colonnes tendent vers l’infini ? Le nombre de cases ? Ou le nombre de
reproductions du tableau ? De plus, l’évaluation des méthodes diffère suivant les auteurs et les procédures
sont parfois difficiles à reproduire. Enfin, il est important de rappeler que la classification croisée ne peut
pas s’appliquer à tous les tableaux : de même que le regroupement des lignes doit avoir un sens (il serait
étrange de comparer en même temps des sportifs courant un 100 mètres et la qualité de différents jus
d’orange par exemple), celui des colonnes doit également être cohérent (une discussion de ce problème
est proposée en section 1.2.7).

Classification croisée et modèle des blocs latents. Le modèle des blocs latents appartient à la
famille des modèles de mélange ; à ce titre se posent les problèmes d’identifiabilité et de label switching. En
s’inspirant des résultats obtenus par Celisse et al. (2012) dans le cadre du modèle des graphes aléatoires
(ou SBM pour Stochastic Block Model) où les lignes et les colonnes représentent les mêmes entités et
dont la même classification des lignes et des colonnes est demandée, nous avons montré l’existence de
conditions suffisantes pour obtenir l’identifiabilité du modèle et pouvoir contourner le label switching (voir
la section 1.3.2.1).
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Le second problème rencontré est de ne pas pouvoir calculer, en un temps raisonnable, la vraisemblance
du modèle. En effet, les hypothèses posées pour ce modèle (voir section 1.3.1) permettent d’obtenir la
densité suivante :

p(x;θ) =
∑

(z,w)∈Z×W

p(z;θ)p(w;θ)p(x|z,w;θ) ,

où Z (resp.W) représente l’ensemble de toutes les partitions possibles z des lignes (resp. w des colonnes)
et θ est la notation résumée de tous les paramètres du modèle (voir section 1.3.2.2) ; la somme ne pouvant
pas être factorisée comme dans le cas de mélanges classiques. Ce problème empêche par là même d’évaluer
la qualité des estimateurs obtenus.

Pour le comportement asymptotique des estimateurs, Mariadassou et Matias (2012) montrent, à partir
de résultats obtenus par Celisse et al. (2012) dans le cadre du SBM, que si θ̂n,d est un estimateur de θ?

tel que α̂n,d converge en probabilité vers le vrai paramètre α? alors nous avons :

P
(
Z = z?,W = w?

∣∣∣x; θ̂n,d

)
−→
n,d

1

où z? et w? représentent les vraies partitions. En revanche, il n’existe toujours pas de résultats sur le
comportement de l’estimateur du maximum de vraisemblance.

Algorithmes dérivés de l’algorithme EM. Pour estimer les paramètres et les classes du modèle,
la première intuition est d’utiliser l’algorithme EM (Expectation Maximisation de Dempster et al. (1977)) ;
toutefois, la dépendance conditionnelle des variables latentes z et w connaissant les observations rend
le calcul de l’étape d’estimation impossible dans un temps raisonnable. Deux algorithmes sont proposés
pour contourner cette difficulté : l’algorithme VEM (Variational Expectation Maximisation) de Govaert
et Nadif (2008) utilisant une approximation variationnelle maximisant une fonction F (appelée énergie
libre) minorant la log-vraisemblance et l’algorithme SEM -Gibbs (Stochastic Expectation Maximisation)
de Keribin et al. (2014) simulant une chaîne de Markov pour approximer stochastiquement les paramètres
à estimer.

En étudiant l’algorithme SEM -Gibbs, nous avons mis en évidence un nouveau type d’états absorbants
pour la chaîne de Markov engendrée par l’algorithme propre à la configuration en blocs du modèle ainsi
que les configurations empêchant l’ergodicité de la chaîne obtenue (voir la section 2.4). Pour contourner
ces états, il suffit d’empêcher d’avoir des estimations de αhk` valant 1 durant la simulation.

Nous avons ensuite étudié la combinaison de l’algorithme SEM -Gibbs et de l’algorithme VEM. En
particulier, nous avons observé empiriquement que cette combinaison est beaucoup moins sensible aux
initialisations que l’algorithme VEM et renvoie des estimations plus proches des valeurs ayant servi aux
simulations que l’algorithme SEM -Gibbs. Toutefois, il apparaît que cette combinaison estime parfois un
nombre de classes inférieur à celui demandé (nous parlons de dégénérescence des classes). En étudiant
ce phénomène, nous avons vu qu’il se produisait soit durant la simulation de l’algorithme VEM où les
estimations d’un des paramètres πk tendent vers 0, soit au moment de l’affectation des labels où aucune
ligne n’est affectée à l’une des classes (de même pour les colonnes). Nous avons montré empiriquement
que si l’algorithme renvoie moins de classes, cela ne signifie pas forcément qu’il y en ait réellement moins
que demandé.

Approche bayésienne. Pour pallier ce problème de dégénérescence des classes, nous avons étudié
une approche bayésienne du modèle. Pour cela, nous avons pris les lois a priori conjuguées suivantes pour
les proportions :

π ∼ Dir(a, . . . , a) et ρ ∼ Dir(a, . . . , a)

et supposé que les lois a priori sur les αk` étaient indépendantes :

∀(k, `) ∈ {1, . . . , g} × {1, . . . ,m}, αk` ∼ Dir(b, . . . , b).
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En reprenant les calculs de l’algorithme VEM, nous avons proposé une version bayésienne baptisée
V -Bayes avec des estimations des πk et ρ` ne tendant pas vers 0 si le paramètre a est plus grand que 1.

Nous avons également étudié l’échantillonneur de Gibbs et avons montré que les états qui sont absor-
bants pour l’algorithme SEM -Gibbs ne le sont pas pour lui. Nous avons proposé un critère d’arrêt basé
sur la statistique de Brooks-Gelman (Brooks et Gelman, 1998) et l’amélioration proposée par Fu (2012) ;
sur des simulations, notre amélioration permet généralement d’obtenir plus vite des résultats légèrement
meilleurs que la statistique de Brooks-Gelman basique.

De la même manière que pour les algorithmes SEM -Gibbs et VEM, nous avons regardé la combinaison
de l’échantillonneur de Gibbs et de l’algorithme V -Bayes. Sur des données simulées, nous avons remarqué
que la combinaison bayésienne renvoie moins souvent de classes vides que la version fréquentiste lorsque a
est plus grand que 1. En revanche, prendre b plus grand que 1 accentue le phénomène de dégénérescence.
À partir de ces simulations, nous préconisons de prendre a = 4 et b = 1.

Sélection de modèle. Nous avons également regardé le problème du choix des nombres g de classes
en ligne etm de classes en colonne. La log-vraisemblance du modèle étant impossible à calculer, les critères
de sélection de modèles la pénalisant (comme AIC ou BIC) ne peuvent pas être utilisés. Nous avons donc
choisi d’étudier le critère ICL (pour Integrated Completed Likelihood) initialement développé dans le cas
de la classification des modèles de mélanges simples (Biernacki et al., 2000). Ce critère, d’inspiration
bayésienne, nécessitant des lois a priori, nous avons repris celles utilisées précédemment. Il dépend donc
des paramètres a et b et cherche le modèle maximisant :

ICL(a,b)(g,m) = log p (x, ẑ, ŵ)

où le couple (ẑ, ŵ) dépend des nombres de classes g et m et maximisent l’énergie libre bayésienne FB .
En étudiant l’approximation asymptotique de ce critère, nous avons proposé un critère BIC (pour

Bayesian Information Criterion) de la forme suivante :

BIC(g,m) = log p
(
x; θ̂EMV , g,m

)
− gm(r − 1) + g − 1

2
log n− gm(r − 1) +m− 1

2
log d.

où θ̂EMV est l’estimateur du maximum de vraisemblance ; ce critère peut être vu comme une log-
vraisemblance pénalisée par rapport aux lignes et aux colonnes. Comme le maximum de la vraisemblance
ne peut pas être calculé, nous proposons de le remplacer par le maximum de l’énergie libre F .

En reprenant les résultats de Mariadassou et Matias (2012) sur la convergence des labels, nous avons
conjecturé que le critère BIC est asymptotiquement identique au critère ICL(a,b) ce qui impliquerait la
consistance de l’estimation des nombres de classes g et m par ces deux critères. Ces conjectures ont pu
être montrées empiriquement sur des simulations.

Nous avons également abordé le problème du choix de modèle lorsque nous avons un modèle sur une
matrice de données qualitatives et un modèle pour la même matrice mais en ayant regroupé des occur-
rences ; nous proposons deux critères adaptés des précédents pour répondre à cette question permettant
d’évaluer la perte d’information obtenue par cette simplification (voir section 4.3).

Algorithme Largest Gaps. Durant cette thèse, nous avons également adapté l’algorithme Largest
Gaps (ou LG) proposé par Channarond et al. (2012) pour le cas du SBM binaire. Si la matrice vérifie
les conditions suffisantes d’identifiabilité que nous avons obtenues et si nous faisons pour chaque ligne,
la somme de toutes les cases, nous obtenons un mélange de lois binomiales de paramètres d et τk (la
moyenne des cases valant 1 d’une ligne de la classe k) dont les classes apparaissent de façon d’autant plus
discriminante que d est grand et que les écarts entre les τk sont importants.

La principale difficulté que nous avons rencontrée fut le problème de la double asymptotique. Toutefois,
en adaptant les démonstrations, nous avons montré que l’algorithme LG renvoie des estimateurs des labels
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et des paramètres consistants (à une permutation près) si nous avons les conditions suivantes :

log n = o(d) et log d = o(n).

De plus, nous avons proposé une amélioration pour pouvoir également estimer les nombres de classes
en ligne g et en colonne m de façon consistante. Toutefois, les simulations ne montrent de bons résultats
que lorsque les nombres de lignes et de colonnes sont énormes.

Nous avons également proposé une généralisation de l’algorithme pour le cas où les données ne sont
pas binaires.

Comparaisons des différentes stratégies. Enfin, nous avons fait une comparaison entre les
différentes combinaisons possibles des algorithmes étudiés pour un temps d’exécution (elapsed) fixé. Ce
choix a été fait pour ne pas pénaliser les algorithmes rapides sensibles aux initialisations qui peuvent être
ainsi relancés plus souvent en comparaison des algorithmes plus lents à converger mais moins dépendant
des valeurs initiales. Ces procédures ont été testées sur des données simulées et des données réelles.

Nous avons pu observer que l’échantillonneur de Gibbs donne de bons résultats lorsqu’il était utilisé
comme initialisation pour des données simulées. En revanche, pour des données réelles, il semblerait
préférable d’utiliser des initialisations aléatoires. Pour les deux cas, l’algorithme V -Bayes paraît être
celui qui affine le mieux les résultats.

Nous préconisons la combinaison de l’échantillonneur de Gibbs avec l’algorithme V -Bayes avec un
bon choix des paramètres.
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Notations
"Une langue maternelle : cela n’existe pas. Nous naissons dans une langue inconnue. Le reste est une

lente traduction."
Ulises Drago, personnage de "La traduction" de Pablo De Santis (2004)

Les notations dans les articles sont comme une langue étrangère : courantes pour ceux qui les uti-
lisent depuis longtemps mais incompréhensibles pour les non initiés. Nous proposons donc un traducteur
notations/français pour permettre au lecteur de mieux trouver son chemin.
De manière générale, les variables sont notées en majuscule et leurs observations en minuscule ; si a est
une observation de la variable A, nous notons p(a) pour P(A = a).

Variables, observations et paramètres page

αk` paramètres de la loi du bloc (k, `). Dans le cas de données binaires, αk` ∈ [0, 1]
et dans le cas de données catégorielles, αk` représente l’ensemble des paramètres(
α1
k`, . . . , α

r
k`

)
.

45

αhk` sous-paramètre de αk` dans le cas de données catégorielles. 45
α matrice regroupant les g ×m groupes de paramètres αk`. 45
α? notation pour le vrai paramètre α du modèle. 50
δτ distance minimale entre deux valeurs de coordonnées distinctes du g-uplet τ . 127
δσ distance minimale entre deux valeurs de coordonnées distinctes du m-uplet σ. 127
δξt différence entre les quantiles empiriques de niveau 97.5% et 2.5% de la chaîne

ξt dans le calcul de la statistique de Brooks-Gelman.
92

∆ différence entre les quantiles empiriques de niveau 97.5% et 2.5% de l’agglomé-
ration des chaînes ξt dans le calcul de la statistique de Brooks-Gelman.

92

F fonction des distributions libres des variables latentes appelée énergie libre. 64
θ vecteur de tous les paramètres du modèle. 29, 46
θ? notation englobant tous les vrais paramètres du modèle. 50
ξ notation représentant une composante d’un paramètre (πk, ρ` ou αk`). 92
πk probabilité a priori pour une ligne d’appartenir à la classe k. 46
π notation regroupant les g probabilités πk. 46
π? notation pour le vrai paramètre π du modèle. 50
πmin probabilité minimale d’appartenir à une classe en ligne. 127
qzw distribution libre du couple des variables latentes (z,w) . 64
ρ` probabilité a priori pour une colonne d’appartenir à la classe `. 46
ρ notation regroupant les m probabilités ρ`. 46
ρ? notation pour le vrai paramètre ρ du modèle. 50
ρmin probabilité minimale d’appartenir à une classe en colonne. 127

16



page

σ` probabilité d’une case d’une colonne de la classe ` de valoir 1 dans le cas binaire
indépendamment des classes en ligne.

48

σ notation regroupant les m probabilités σ`. 47
τk probabilité d’une case d’une ligne de la classe k de valoir 1 dans le cas binaire

indépendamment des classes en colonne.
48

τ notation regroupant les g probabilités τk. 47
vijh matrice binaire représentant les cases de la matrice xij prenant la valeur h. 45
w matrice représentant les classes de l’ensemble J (colonnes). Indifféremment,

wj = κ et wjκ = 1 signifient que la colonne j appartient à la classe κ (la
première n’est possible que si nous avons une partition des colonnes comme
pour le modèle des blocs latents).

29

w? vraie partition de l’ensemble J (colonnes) pour le modèle des blocs latents. 51
wj` case de la matrice binaire w indiquant l’appartenance de la colonne j à la classe

`.
43
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Chapitre 1

Classification croisée et modèle des
blocs latents

"Il était une fois..."
Conte de Perrault
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1.1 Introduction
Poids, taille, forme, sexe, constitution, âge, conditions climatiques, catégorie sociale, composition mo-

léculaire, valeur financière, mode de reproduction, opinion politique, localisation géographique... Il existe
de nombreuses caractéristiques pouvant servir à la classification. Celles-ci sont utilisées, par exemple, en
médecine où pour une même maladie, des médicaments différents sont prescrits à un homme adulte, un
enfant, une personne âgée ou une femme enceinte (Papillon et al., 2001). Toutefois, les mêmes caracté-
ristiques ne peuvent pas servir dans tous les cas ; si le sexe peut aider dans le diagnostic d’une douleur
abdominale, il est moins important, voire inutile en comparaison du niveau d’étude pour estimer les
capacités à exercer un emploi ou une fonction (Anker, 1997; d’Intignano et al., 1999). De plus, certaines
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caractéristiques sont plus facilement exploitables que d’autres : par exemple, des critères biologiques per-
mettent de faire une distinction entre homme et femme mais la distinction entre adulte et enfant est plus
complexe (Deschavanne et Tavoillot, 2007).

Le principe de la classification est de former des groupes d’individus possédant des similitudes (mêmes
habitudes de consommation, mêmes réactions à la prise d’un médicament...) différentes de celles des autres
groupes. Présente dans de nombreux domaines, la classification est notamment utilisée en biologie en grou-
pant, par exemple, des papillons suivant les tailles de leurs ailes et de leur corps (Celeux et Robert, 1993)
ou bien encore en génomie en groupant des gènes réagissant de la même façon par rapport à différentes
conditions de stress (Maugis et al., 2009).

Dès 1965 (Good, 1965), une extension de la classification a été proposée dans le but de réaliser une
classification jointe des lignes et des colonnes d’un tableau. L’objectif de cette analyse est l’identification
d’une structure sous-jacente existant entre ces deux ensembles.

Depuis, la classification croisée a été développée sous plusieurs variantes et son intérêt s’est considéra-
blement accru ces dernières années avec l’arrivée de nombreuses applications comme l’analyse de données
textuelles (Dhillon et al., 2003), la génomie (Hedenfalk et al., 2001; Jagalur et al., 2007), les systèmes de
recommandation (Shan et Banerjee, 2008) ou bien encore en sociologie où des données politiques ont été
étudiées par différents auteurs pour retrouver des groupes de politiciens et des enjeux politiques (Harti-
gan, 1975; Wyse et Friel, 2010). En 2006, elle a d’ailleurs été l’objet d’un challenge, Netflix, dont l’un des
objectifs était de réussir à classer simultanément les utilisateurs de cette société de location de dvd et les
films (Bennett et Lanning, 2007).

Dans cette introduction, nous exposons d’abord différents courants existants pour faire cette classi-
fication croisée ; cette partie reprend essentiellement l’article fait en collaboration avec Lomet (Brault
et Lomet, 2014). Nous nous concentrons ensuite sur le modèle des blocs latents qui est celui étudié au
cours de cette thèse. Nous introduisons les notations, les résultats déjà obtenus ainsi que les questions
et problèmes encore en suspens ; cette partie reprend les idées de l’article fait en collaboration avec
Mariadassou (Brault et Mariadassou, 2014). Nous terminons par le plan de la thèse.

1.2 La classification croisée
Dans cette partie, nous commençons par donner une définition générale de la classification croisée et

ce que nous entendons par "blocs homogènes" puis nous étudions trois grands points de vue différant
notamment par leurs hypothèses de classification allant des plus contraintes aux plus souples : la classi-
fication par blocs organisant l’ensemble des lignes et des colonnes en blocs homogènes, la classification
imbriquée et celle avec chevauchement.

1.2.1 Définition
La classification croisée a pour objectif d’identifier dans un tableau de données une structure en blocs

d’éléments homogènes et dissemblables des éléments des autres blocs.
La matrice de données x = (xij)n×d est définie par l’ensemble I des lignes des n observations et

l’ensemble J des colonnes des d variables. Chaque élément de la matrice xij représente la relation binaire,
discrète ou continue entre l’observation i et la variable j. Avec ces notations, l’objectif de la classification
croisée est de définir un ensemble U de u blocs Uκ = (Zκ1

,Wκ2
) où Z = {Z1, ..., Zu} est un ensemble

de sous-groupes éventuellement répétés de lignes de I et W = {W1, ...,Wu} un ensemble de sous-groupes
éventuellement répétés de colonnes de J pouvant être le produit cartésien d’une partition Z de I et d’une
partition W de J , le produit cartésien d’une hiérarchie Z de I et d’une hiérarchie W de J , une partition
de I × J , une hiérarchie de I × J ou simplement un sous-groupe de I × J (biclustering). Chaque bloc
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Uκ est de forme rectangulaire si la matrice est réorganisée suivant les classes Zκ1
et Wκ2

. Par ailleurs, le
nombre total u de blocs recherchés peut être supposé connu ou non suivant les méthodes.

Les données peuvent être de tout type. Les cas les plus fréquemment étudiés sont : le cas binaire
(absence ou présence de relation entre les lignes et les colonnes), le cas catégoriel (étudié dans cette
thèse), continu et de contingence. Comme expliqué dans la suite, le type de donnée influence le choix du
critère à optimiser.

Il existe un parallèle entre un tableau x et un graphe bipartie (voir la figure 1.1). Dans le cas binaire,
une case xij (en haut à gauche de la figure) représente la présence ou l’absence d’une relation entre la
ligne i et la colonne j (en bas à gauche de la figure). Une réorganisation des lignes et des colonnes permet
à notre oeil peu habitué de mieux voir la structure sous jacente (à droite sur la figure).

1.2.2 Blocs homogènes
Avant d’énumérer les différentes stratégies, nous rappelons les différentes structures se cachant derrière

le terme "blocs homogènes". Un bloc est dit homogène s’il est composé d’une structure particulière diffé-
rente de celles des autres blocs. Dans la plupart des modèles, en particulier pour ceux de la classification
croisée par blocs (section 1.2.3) et de la classification imbriquée (section 1.2.4), la structure recherchée
est une valeur constante dans tout le bloc. Toutefois, et notamment pour le cas de la classification avec
chevauchement (section 1.2.5) et la recherche d’un bloc atypique, la structure peut être plus compliquée.
D’un point de vue déterministe et en complétant le tableau proposé par Madeira et Oliveira (2004) (voir
la figure 1.2), nous pouvons recenser sept types de blocs homogènes :

(a) un bloc composé de la même valeur pour toutes les cases :
si xij ∈ Uκ, alors xij = α(κ) ;

(b) et (c) un bloc composé de la même valeur pour chaque ligne (resp. chaque colonne) :
si xij ∈ Uκ, alors xij = α

(κ)
i ou xij = β

(κ)
j ;

(d) un bloc obtenu par une formule additive sur les lignes et les colonnes :
si xij ∈ Uκ, alors xij = α

(κ)
i + β

(κ)
j ;

(e) un bloc obtenu par une formule multiplicative sur les lignes et les colonnes :
si xij ∈ Uκ, alors xij = α

(κ)
i × β

(κ)
j ;

(f) et (g) un bloc composé d’une évolution cohérente sur les lignes et/ou les colonnes :
si xij ∈ Uκ et xi′j ∈ Uκ, alors i ≤ i′ ⇒ xij ≤ xi′j (cas sur les lignes).

En généralisant, nous supposons que pour chaque bloc Uκ, il existe une fonction fκ des lignes i et des
colonnes j telle que :

si xij ∈ Uκ, alors xij = fκ(i, j).

Toutefois, supposer que, pour des données réelles, les blocs sont générés exactement sous l’une de
ces formes déterministes crée des problèmes d’estimation (Ben-dor et al., 2002). Pour contourner cette
difficulté, le point de vue probabiliste suppose que les cases xij sont le résultat de variables aléatoires Xij

dont la loi dépend du bloc Uκ :
si Xij ∈ Uκ, alors Xij ∼ Lκ

c’est-à-dire que ce sont des variables aléatoires de même loi pour tout un bloc Uκ ; celle-ci appartenant
généralement à une même famille pour tous les blocs. Les quatre types de lois les plus utilisés sont :

— les lois gaussiennes pour la modélisation de données continues (Lazzeroni et Owen, 2000; Govaert
et Nadif, 2009),

— les lois de Bernoulli pour les données binaires (Tanay et al., 2002; Govaert et Nadif, 2008),
— les lois de Poisson pour les données de contingence (Govaert et Nadif, 2007; Aubert et al., 2014),
— les lois multinomiales pour les données catégorielles (Keribin et al., 2014).
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Tableau avant réorganisation Tableau après réorganisation

A
B
C
D
E
F
G
H
I
J

1 2 3 4 5 6 7
E
D
G
I
A
C
H
B
F
J

2 6 1 4 3 5 7

J

I

H

G

F

E

D

C

B

A

7

6

5

4

3

2

1

J

F

B

H

C

A

I

G

D

E

7

5

3

4

1

6

2

Figure 1.1 – En haut à gauche se trouve un tableau quelconque puis en haut à droite, une réorganisation
mettant en évidence une structure sous-jacente. En bas se trouvent les graphes biparties associés à chaque
organisation du tableau. Cet exemple est tiré de l’article de Govaert et Nadif (2008).
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1 1 1 1
1 1 1 1
1 1 1 1
1 1 1 1

(a) Valeurs constantes pour le bloc

1 1 1 1
2 2 2 2
4 4 4 4
3 3 3 3

1 2 4 3
1 2 4 3
1 2 4 3
1 2 4 3

(b) Valeurs constantes pour chaque ligne (c) Valeurs constantes pour chaque colonne

1 2 4 3
3 4 6 5
2 3 5 4
0 1 3 2

1 2 10 30
3 6 30 90
12 24 120 360
2 4 20 60

(d) Evolution cohérente sur les lignes et les co-
lonnes (modèle additif)

(e) Evolution cohérente sur les lignes et les co-
lonnes (modèle multiplicatif)

1 2 4 6
2 3 4 5
1 6 6 7
2 3 7 9

1 0 2 3
2 0 4 5
4 5 6 7
5 6 7 9

(f) Evolution cohérente sur les colonnes (rela-
tion d’ordre)

(g) Evolution cohérente sur les lignes (relation
d’ordre)

Figure 1.2 – Eventail non exhaustif de différentes structures de blocs considérés comme homogènes.

1.2.3 Classification croisée par blocs
La classification croisée par blocs considère une classification simultanée des lignes et des colonnes

utilisant deux partitions (coclustering). En reprenant le tableau de la figure 1.1, nous pouvons partitionner
les lignes et les colonnes pour faire ressortir une structure de blocs presque totalement noirs ou presque
totalement blancs (voir la figure 1.3, à gauche). Le tableau peut ainsi être résumé (figure 1.3, au milieu)
ou simplifié (figure 1.3, à droite). Pour chaque tableau, un graphe bipartie est associé (figure 1.3, en bas).

1.2.3.1 Définition

L’objectif de la classification croisée par blocs est d’identifier la partition en g sous-groupes homogènes
en ligne et en m sous-groupes homogènes en colonne comme représentée en figures 1.3 et 1.4. Ce type
de classification croisée peut s’appliquer aux données binaires, catégorielles, continues ou de contingence
se présentant sous la forme d’un tableau à double entrée comme les données de recommandation ou de
génomie, par exemple.

En reprenant les notations précédentes, la détection de blocs homogènes de la matrice x peut être
obtenue en partitionnant les lignes en g classes et les colonnes en m classes. L’objectif est alors de trouver
une partition Z = {Z1, ..., Zg} de I et W = {W1, ...,Wm} de J telles que l’ensemble U = {U1, ..., Uu}
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Tableau avec les classes Tableau résumé Tableau simplifié

E
D
G
I
A
C
H
B
F
J

2 6 1 4 3 5 7

D,E,G,I

A,C,H

B,F,J

2,6 1,4 3,5,7

D,E,G,I

A,C,H

B,F,J

2,6 1,4 3,5,7

J

F

B

H

C

A

I

G

D

E

7

5

3

4

1

6

2

B,F,J

A,C,H

D,E
G,I

3,5,7

1,4

2,6

B,F,J

A,C,H

D,E
G,I

3,5,7

1,4

2,6

Figure 1.3 – En haut à gauche se trouve un tableau avec des classes en ligne et en colonne ; au milieu
un tableau résumé où les cases sont grisées suivant la proportion de cases noires et à droite le tableau
simplifié. En bas à gauche se trouve le graphe bipartie où les classes sont représentées par des ovales ;
au milieu le graphe résumé avec des ronds plus ou moins grands suivant le cardinal de chaque groupe et
des arêtes plus ou moins épaisses suivant s’il y a une forte proportion d’arêtes reliant les deux groupes ;
à droite le graphe simplifié.
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Figure 1.4 – Représentation d’un tableau de données continues en niveaux de gris : à gauche le tableau
original, au centre le tableau organisé suivant les partitions en ligne et en colonne, à droite le tableau
résumé des blocs.

obtenu à partir de leur produit cartésien (c’est-à-dire l’ensemble des u = g × m blocs Uκ = (Zk,W`)
couplant chaque élément de Z et de W ) soit alors une partition en forme de quadrillage de la matrice x
avec des blocs contrastés entre eux.

Pour réaliser une telle classification croisée, certains auteurs (Lerman et Leredde, 1977) proposent
une méthode dont l’algorithme est appliqué séparément et indépendamment sur les deux ensembles mais
avec une analyse simultanée des résultats. D’autres (Tishby et al., 1999) réalisent une classification sur
un ensemble puis utilisent cette classification pour effectuer celle sur le second. Enfin, plusieurs auteurs
(Govaert, 1983; Kluger et al., 2003; Yoo et Choi, 2010; Seldin et Tishby, 2010) réalisent une classification
simultanée des lignes et des colonnes via différentes méthodes exposées en sections 1.2.3.2 et 1.2.3.3.

La classification croisée par blocs est une méthode d’apprentissage non supervisée, nous distinguons
deux grandes familles de méthodes mathématiques :

— la reconstruction de matrices (reconstruction based), où le problème est formalisé par une approxi-
mation de matrice et des mesures de dissimilarité, utilisant différents ensembles de contraintes
(Govaert, 1977, 1995; Banerjee et al., 2007),

— des modèles probabilistes (model-based), dont les modèles de mélange et leurs variantes qui utilisent
des variables latentes pour définir les classes en ligne et en colonne (Govaert et Nadif, 2003; Shan
et Banerjee, 2008; Wyse et Friel, 2010).

1.2.3.2 Méthodes par reconstruction de matrices

Les méthodes par reconstruction de matrices se basent sur le choix de mesures de distance ou plus
généralement sur le choix de mesure de distorsion entre les données. Nous distinguons ainsi quatre cou-
rants :

— les méthodes « CRO »(Govaert, 1983),
— la factorisation de matrice non-négative (Seung et Lee, 2001),
— la décomposition en blocs à valeurs non-négatives (Long et al., 2005),
— la tri-factorisation orthogonale de matrice non-négative (Yoo et Choi, 2010).

1.2.3.2.1 Méthodes « CRO »

Proposées par Govaert (1983), les méthodes « CRO » comprennent trois algorithmes Croeuc, Crobin
et Croki2 qui diffèrent par le type de données observées (quantitatives, binaires ou de contingence).
L’objectif de ces algorithmes est de déterminer le couple de partitions de I et J qui optimise un critère
mesurant la qualité d’un couple de partitions et dépendant du type de données.
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Dans le cas des données quantitatives, le critère à minimiser par l’algorithme Croeuc est celui des
moindres carrés. En reprenant les notations précédentes, ce critère s’écrit :

H(Z,W ) =

n∑
i=1

d∑
j=1

g∑
k=1

m∑
`=1

zikwj`(xij − xk`)
2 ,

où n, d, g,m sont respectivement le nombre de lignes, de colonnes, de classes en ligne et de classes en
colonne et xk` la moyenne empirique du bloc (k, `).

Dans le cas d’un tableau de données binaires, chaque bloc est associé à la valeur 0 ou 1. Le critère
à minimiser par l’algorithme Crobin est alors la mesure entre le tableau initial et celui rempli par ces
blocs de 0 et 1 (figure 1.3, à droite). Dans le cas des données de contingence, l’algorithme Croki2 cherche
à minimiser la perte d’information résultant du regroupement, ce qui est équivalent à déterminer les
partitions maximisant le χ2 de contingence du tableau. Cela revient à maximiser la dépendance entre la
partition des lignes et la partition des colonnes.

Ces algorithmes itératifs définissent une suite de couples de partitions à partir d’un couple initial.
Pour ce faire, nous fixons une des partitions et nous cherchons la meilleure partition de l’autre ensemble.
Puis, cette dernière étant fixée, nous cherchons alors la meilleure partition du premier ensemble. Ces
étapes sont réalisées jusqu’à convergence des partitions vers un optimum local. Il est nécessaire de lancer
ces algorithmes avec suffisamment de partitions initiales différentes afin d’éviter les optima locaux.

Se basant sur ces critères, Bock (1979) a proposé des algorithmes similaires pour des données quan-
titatives et Dhillon et al. (2003) pour des données de contingence. D’autre types d’algorithmes ont aussi
été proposés comme l’algorithme génétique de Hansohm (2002) ou l’algorithme séquentiel de Podani et
Feoli (1991) qui cherche à maximiser une différence de distances du χ2 et qui est appliqué à des données
binaires en écologie.

1.2.3.2.2 Factorisation de matrices non-négative (NMF)

La factorisation de matrices non-négatives (Seung et Lee, 2001) est utilisée dans les domaines de
la reconnaissance de formes et du text mining basique. Les données sont le plus souvent des données
de comptage (nombre de mots dans différents textes par exemple) et des données binaires (absence ou
présence).

L’objectif de cette méthode est de factoriser la matrice des données x, supposée non-négative (c’est-
à-dire que pour tout couple (i, j), xij ≥ 0), en deux autres matrices non-négatives (arbitraires) et de
minimiser l’erreur entre la matrice de départ et le produit des matrices obtenues :

min
A∈Rn×η+ , B∈Rd×η+

∣∣∣∣∣∣x−AB
T
∣∣∣∣∣∣2 ,

où A ∈ Rn×η+ , B ∈ Rd×η+ sont deux matrices arbitraires non-négatives avec η supposé plus petit que n et
d. Pour ce faire, nous optimisons la distance entre x et les matrices non-négatives. La convergence de cet
algorithme est assurée, et l’unicité de la solution peut être acquise par normalisation d’un des vecteurs
colonnes de l’une des matrices obtenues.

Une méthode similaire, la tri-factorisation non-négative (NTF), vise à factoriser la matrice initiale en
trois matrices non-négatives dont une arbitraire A = (Ak`)g×m qui peut être vue comme une matrice
simplifiée et les deux autres représentant les appartenances aux classes en ligne z = (zik)n×g et en colonne
w = (wk`)d×m. Le produit de ces trois matrices peut être vu comme un résumé de la matrice initiale x.
Comme précédemment, l’objectif de cette méthode est de minimiser l’écart entre la matrice initiale et le
produit de ces trois matrices :

min
z∈Rn×g+ , A∈Rg×m+ , w∈Rd×m+

∣∣∣∣∣∣x− zAw
T
∣∣∣∣∣∣2 ,
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Cette minimisation est réalisée par un algorithme itératif alternant des procédures d’optimisation des
moindres-carrés décrites ci-après.

1.2.3.2.3 Décomposition en blocs à valeurs non-négatives (NBVD)

La décomposition en blocs à valeurs non-négatives (non-negative block value decomposition) a été
proposée par Long et al. (2005). Elle repose sur la tri-factorisation non-négative. L’objectif est, comme
précédemment, de minimiser l’erreur entre la matrice de départ et les trois matrices obtenues. Cet objectif
correspond à une fonction convexe en chacune des trois matrices mais qui n’est pas convexe en les
considérant ensemble. Cette fonction est optimisée en mettant à jour de manière itérative la décomposition
à l’aide d’un ensemble de règles multiplicatives et atteint un optimum local.

La tri-factorisation de la matrice initiale n’est pas unique. Elle ne permet donc pas de fournir direc-
tement une classification croisée des classes : une normalisation du produit des matrices est notamment
nécessaire afin d’obtenir les classes. Cette méthode, testée empiriquement sur quelques jeux de données,
montre une amélioration de la précision de la classification par rapport aux méthodes classiques de NMF.

1.2.3.2.4 Tri-factorisation orthogonale de matrice non-négative (ONMF)

Comme la méthode précédente, la tri-factorisation orthogonale de matrice non-négative factorise la
matrice des données en trois matrices dont, cette fois, deux d’entre elles sont orthogonales. Dans leurs
travaux, Yoo et Choi (2010) étudient les apports de cette contrainte d’orthogonalité pour obtenir une
interprétation rigoureuse de la classification. Cette méthode n’est intéressante que lorsque la factorisation
de matrice non-négative n’est pas réalisable. Par ailleurs, pour cette méthode comme pour les autres
présentées dans cette section, la principale difficulté consiste à choisir a priori une mesure de distance
appropriée : ce choix arbitraire influence les résultats.

1.2.3.3 Méthodes par modèle probabiliste

L’autre famille est basée sur l’utilisation de modèles probabilistes nécessitant des hypothèses por-
tant sur l’origine des données. Ces hypothèses permettent la conception d’un modèle statistique où les
paramètres sont alors estimés sur la base des données fournies.

En classification simple, une des approches les plus classiques et performantes est l’utilisation des
modèles de mélange (voir McLachlan, 1982; Celeux et Govaert, 1992; Banfield et Raftery, 1993, et l’an-
nexe A). Les données sont supposées être générées par un mélange de distributions de probabilité dont
chaque composante k représente une classe. Les variables aléatoires d’une classe suivent la même loi de
densité ϕ(·;αk) : les composantes appartiennent à la même famille paramétrique dont le paramètre αk
dépend de la classe k. La vraisemblance des observations s’écrit alors :

p(x;θ) =

n∏
i=1

(
g∑
k=1

πkϕ(xi;αk)

)

où πk représente la probabilité pour une observation d’appartenir à la classe k et θ le vecteur des para-
mètres. En développant, nous obtenons l’écriture suivante :

p(x;θ) =
∑
z∈Z

p(z;θ)p(x|z;θ) (1.1)

où Z représente l’ensemble de toutes les partitions possibles z de I. La matrice x = (x1, ...,xn) des
données est supposée composée de lignes xi provenant d’un échantillon indépendant et identiquement
distribué. L’estimation des paramètres et, par conséquent, celle des classes sont souvent réalisées par
l’algorithme EM (Expectation-Maximisation (Dempster et al., 1977)).
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Pour la classification croisée, plusieurs modèles probabilistes dont certains s’inspirant de la classifica-
tion simple et des modèles de mélange ont été proposés pour représenter les structures en blocs homogènes
des données.

1.2.3.3.1 Modèle des blocs latents

Inspirés par les modèles de mélange pour la classification simple, Govaert et Nadif (2003) proposent
le modèle des blocs latents qui est une extension du modèle de mélange classique utilisant deux variables
latentes. Cette méthode considère que (i) les partitions en ligne Z et colonneW sont des variables latentes
à estimer, (ii) chaque élément du tableau est issu d’une distribution de probabilité conditionnée par son
appartenance à sa classe en ligne et en colonne et (iii) les appartenances aux classes sont supposées a priori
indépendantes et conditionnellement à la connaissance de ces appartenances, les éléments du tableau sont
supposés indépendants (Govaert et Nadif, 2013). La densité de ce modèle s’écrit :

p(x;θ) =
∑

(z,w)∈Z×W

p(z;θ)p(w;θ)p(x|z,w;θ) ,

où Z et W représentent les ensembles de toutes les partitions possibles z de I et w de J et θ est la
notation résumée de tous les paramètres du modèle (voir section 1.3.2.2). Nous retrouvons ainsi la forme de
l’équation (1.1). Ce modèle peut se décliner selon les quatre types rappelées en section 1.2.2 en fonction du
type de données. La probabilité conditionnelle p(x|z,w;θ) est alors une gaussienne pour la modélisation
de données continues (Govaert et Nadif, 2009), de Bernoulli pour les données binaires (Govaert et Nadif,
2008), de Poisson pour les données de contingence (Govaert et Nadif, 2007) et multinomiale pour les
données catégorielles (Keribin et al., 2014). Une adaptation est en cours pour les données ordinales à
partir du modèle génératif de Biernacki et Jacques (2012).

Le modèle des blocs latents étant celui étudié dans la suite, nous en expliquons à la fin de ce chapitre
les difficultés du calcul de la vraisemblance (section 1.3.2.1) et dans le chapitre 2 celles de l’utilisation
de l’algorithme EM (section 2.2). Pour pallier ces problèmes, Govaert et Nadif (2008) proposent un
algorithme d’estimation à partir de l’algorithme EM en incluant une approximation variationnelle : les
probabilités conditionnelles des partitions sont supposées indépendantes. Dans chaque cas du modèle
des blocs latents (gaussien, de Bernoulli, de Poisson ou multinomial), un algorithme VEM (Variational
Expectation Maximization) a été développé pour estimer les paramètres (cet algorithme est présenté en
section 2.3).

Le modèle des blocs latents et l’algorithme VEM ont été, par ailleurs, utilisés par Lashkari et Golland
(2009) comme modèle génératif et par Jagalur et al. (2007) pour étudier des données d’expression de
gènes.

Plusieurs approches bayésiennes basées sur ce modèle ont été récemment développées. Shan et Banerjee
(2008) et Van Dijk et al. (2009) proposent une approche bayésienne pour estimer les paramètres en
supposant que le nombre de classes est une variable. Le premier utilise une approximation variationnelle
alors que le second emploie un algorithme basé sur l’échantillonneur de Gibbs plus coûteux mais moins
sensible aux initialisations. Meeds et Roweis (2007) montrent quant à eux que ces modèles bayésiens
prennent facilement en compte les données manquantes et sont robustes pour des forts taux de données
manquantes.

Enfin, Deodhar et Ghosh (2007) étendent le modèle pour une analyse croisée des clients et des produits
en marketing en incluant la prise en compte d’attributs (localisation géographique, prix...) sur les lignes
et les colonnes. Shafiei et Milios (2006) proposent quant à eux un modèle probabiliste autorisant le
chevauchement des blocs pour les distributions régulières de la famille exponentielle.

1.2.3.3.2 Autres modèles probabilistes

Rooth (1995) propose un modèle probabiliste pour la classification par blocs de données de contingence
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avec une structure en diagonale et définit un algorithme utilisant des formules similaires aux formules
d’estimation de Baum-Welch pour les chaînes de Markov cachées.

Hartigan (2000) étudie la classification croisée des votes aux congrès des États-Unis. Les sénateurs
sont partitionnés en blocs et les mesures législatives sont partitionnées en types. Pour ce faire, il propose
un modèle logistique pour réaliser une classification croisée de données binaires : la probabilité de chaque
bloc et type de la partition finale est estimée par une méthode de Monte-Carlo par chaînes de Markov.

Nowicki et Snijders (2001) proposent un autre modèle différant par son application et par le fait que
I = J . Ce modèle de graphes aléatoires (Stochastic Block Model) construit un modèle de mélange pour
les relations entre les objets et identifie les classes latentes via une inférence a posteriori. Ce modèle pour
graphe suppose que les sommets sont répartis entre plusieurs classes (latentes) et que la distribution de
probabilité de la relation en deux sommets ne dépend que de la classe à laquelle ils appartiennent. Ces
auteurs illustrent ce modèle par un exemple tiré des réseaux sociaux (Kapferer’s tailor shop). Une revue
bibliographique est proposée par Matias et Robin (2014).

Kemp et al. (2006) présentent un modèle infini relationnel qui découvre des structures stochastiques
de données relationnelles sous la forme d’observations binaires. Ce modèle non paramétrique bayésien est
appliqué à quatre types de problèmes : classer les objets et leurs caractéristiques, découvrir des systèmes
de parenté, découvrir la structure de données politiques et pour étudier des ontologies.

1.2.4 Classification imbriquée
La condition que les blocs de U soient le résultat du produit cartésien d’une partition de I et d’une

partition de J peut être trop contraignante. Sur la figure 1.5 est représentée une matrice réorganisée sous
les conditions des modèles précédents. Les blocs de la cinquième classe en colonne sont distingués par les
classes en ligne alors qu’ils pourraient être regroupés en une seule colonne commune à toutes les lignes.
Le modèle serait ainsi plus parcimonieux. Dans le cas de Netflix, cela signifie que les films de cette classe
plaisent de la même façon à tout le monde tandis que les appréciations d’autres films vont dépendre des
utilisateurs.

Par ailleurs, il est parfois intéressant de ne chercher que les blocs les plus contrastés en ne classant
pas les autres cases. Par exemple, Ben-dor et al. (2002) ont fait ressortir un groupe de gènes ayant des
comportements similaires face à une mutation de la tumeur du cancer du sein au milieu d’autres gènes
n’ayant pas de comportements particuliers.

Figure 1.5 – Représentation d’une matrice réorganisée sous la condition de la classification croisée
(section 1.2.3).

Dans cette perspective, la classification imbriquée (appelée aussi hiérarchique) autorise pour deux
blocs Uκ = (Zκ,Wκ) et Uκ′ = (Zκ′ ,Wκ′) une hiérarchie possible dans les groupes de classification :
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— soit sur les lignes et/ou les colonnes (figure 1.6 (a)) :

Zκ ∩ Zκ′ 6= ∅ ⇒ Zκ ⊆ Zκ′ ou Zκ′ ⊆ Zκ
et Wκ ∩Wκ′ 6= ∅ ⇒ Wκ ⊆Wκ′ ou Wκ′ ⊆Wκ,

— soit sur les blocs entièrement (figure 1.6 (b) et (c)) :

Uκ ∩ Uκ′ 6= ∅ ⇒ Uκ ⊆ Uκ′ ou Uκ′ ⊆ Uκ.

La différence avec la section 1.2.3 étant que l’inclusion stricte est désormais autorisée. Dans cette partie,
nous abordons le cas de la classification imbriquée sur les lignes et/ou les colonnes (figure 1.6 (a)) puis
la classification imbriquée sur les blocs (figures 1.6 (b) et (c)).

(a) (b) (c)

Figure 1.6 – Représentations schématiques de trois classifications imbriquées : (a) est une classification
imbriquée sur les lignes et les colonnes, (b) est une classification imbriquée non restreinte sur les blocs et
(c) une classification restreinte sur les blocs.

En reprenant la matrice réordonnée de la figure 1.1, nous pouvons faire une succession de coupures
(voir la partie supérieure de la figure 1.7) : les deux premières séparent le bloc inférieur droit de la
partie supérieure gauche (sur la figure 1.7, en haut à gauche), une troisième coupure verticale permet
de regrouper les cases noires situées à gauche du bloc supérieur (sur la figure 1.7, en haut au milieu) et
enfin, une dernière coupure permet au bloc du milieu de la partie supérieure de séparer les cases blanches
des cases noires (sur la figure 1.7, en haut à droite). Suivant les critères, il est possible de continuer les
subdivisions pour obtenir des sous-blocs.

Une fois la classification obtenue, nous pouvons étudier les sous-graphes biparties correspondant (par-
tie basse de la figure 1.7). Nous pouvons voir que certains sont composés de peu d’arêtes alors que d’autres
sont très denses.

1.2.4.1 Classification imbriquée sur les lignes et les colonnes

La première méthode consiste à faire des découpes successives horizontalement ou verticalement pour
séparer certains blocs en deux parties et est appelée Direct Splitting (voir Hartigan, 1975, Chapitre 14).
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Coupures 1 et 2 Coupure 3 Coupure 4

E
D
G
I
A
C
H
B
F
J

2 6 1 4 3 5 7
E
D
G
I
A
C
H
B
F
JJ

2 6 1 4 3 5 7
E
D
G
I
A
C
H
B
F
JJ

2 6 1 4 3 5 7

1
2

3
4

5 6
Sous-graphes biparties mis en évidence par les coupures
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C

A

I

G

D

E
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2
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D
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4

1

3
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C

A

4

1

4

H

C

A

I

G

D

E

7

5

3

J

F

B

5

4

1

6

2
6

J

F

B

7

5

3

Figure 1.7 – En haut est schématisée l’évolution des coupures successives faites par la classification
imbriquée. Une fois les six blocs obtenus par les quatre coupures (sur le tableau en haut à droite), nous
pouvons étudier chaque sous-graphe associé (figure du bas).

32



Toutes les données du tableau sont ainsi classées.

Pour trouver une telle classification, des algorithmes déterministes sont proposés. Hartigan (1975)
introduit ceux de fractionnement direct (Splitting Algorithm) cherchant à séparer les blocs tout en mi-
nimisant la variance de chacun des deux nouveaux blocs obtenus. L’algorithme de fractionnement à un
sens (One-Way Splitting Algorithm) ne regarde que l’erreur suivant les lignes ou les colonnes et l’algo-
rithme de fractionnement à deux sens (Two-Way Splitting Algorithm) minimise l’erreur sur les deux. Ces
algorithmes ont été testés sur le pourcentage de votes pour le candidat républicain aux présidentielles
dans 6 états du sud des Etats-Unis pour 6 années différentes (tableau 1.2). Nous voyons que trois états
(KY, MD et MO) ont été regroupés puis que les trois autres se différencient sauf sur certaines années.
Duffy et Quiroz (1991) proposent une amélioration de ces algorithmes en autorisant les permutations des
lignes et des colonnes.

32 36 40 60 64 68
MS 4 3 4 25 87 14
SC 2 1 4 49 59 14
LA 7 11 14 29 57 23
KY 40 40 42 54 36 44
MD 36 37 41 46 35 42
MO 35 38 48 50 36 45

Table 1.2 – Classification du pourcentage de votants pour le candidat républicain aux présidentielles
pour 6 années dans 6 états du sud des États-Unis : Mississippi (MS), Caroline du Sud (SC), Louisiane
(LA), Kentucky (KY), Maryland (MD) et Missouri (MO).

D’un point de vue probabiliste, Roy et Teh (2008) proposent un modèle appelé processus Mon-
drian basé sur une généralisation du processus de Dirichlet (Robert, 2006) utilisé dans le cadre des
mélanges simples. Il cherche alors à estimer les découpes par des algorithmes MCMC et plus particulière
de Metropolis-Hasting. Wang et al. (2011) expliquent que ce modèle permet de diminuer le nombre de
coupures en comparaison de celui obtenu pour le modèle des blocs latents. Roy et Teh (2008) ont testé
leurs algorithmes sur les échanges commerciaux et diplomatiques entre 24 pays. Ils ont pu retrouver que
les pays échangent essentiellement avec ceux qui sont séparés par une frontière ou un océan.

1.2.4.2 Classification imbriquée par blocs

Le regroupement de données imbriquées par blocs ne prend plus en compte ni les lignes, ni les colonnes
dans leur globalité. Sur la figure 1.8 est représenté un tableau avec deux regroupements différents. La
figure 1.8 (a) représente le tableau initial, la figure 1.8 (b) un regroupement par une méthode de fraction-
nement sans permutation et la figure 1.8 (c) un regroupement imbriqué par blocs. Pour isoler le groupe
de 2, la méthode par fractionnement sépare l’ensemble des 1 contrairement à la méthode imbriquée par
bloc. Dans ce type de classification, certaines données peuvent être mises à l’écart.

Ce type de regroupement est utilisé notamment en génétique pour séparer le bruit des données inté-
ressantes. Dans le cas de la classification imbriquée restreinte (figure 1.6 (c)), les blocs sont contraints à
être imbriqués c’est-à-dire que pour tout κ ≥ 1, Uκ ⊆ Uκ−1 où U0 représente la partition initiale alors
que dans le cas non restreint, nous pouvons avoir différents groupes de blocs (figure 1.6 (b)).

Pour la classification non restreinte, Hartigan (Hartigan, 1975, Chapitre 15) propose l’algorithme de
fractionnement joint à deux sens (Two-Way Joining Algorithm) reprenant le principe de fractionnement
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1 1 1 1
1 1 1 1
1 1 2 1
1 1 2 1

1 1 1 1
1 1 1 1
1 1 2 1
1 1 2 1

1 1 1 1
1 1 1 1
1 1 2 1
1 1 2 1

(a) (b) (c)

Figure 1.8 – Différence entre un regroupement par fractionnement et imbriqué par blocs : à gauche le
tableau initial, au milieu une partition par fractionnement et à droite un regroupement imbriqué.

direct mais adapté aux blocs plutôt qu’aux lignes.

La classification restreinte peut être traitée comme un cas particulier du regroupement simple de la
partie 1.2.5 où à chaque étape, le bloc Uκ(c) obtenu à la c ème itération est considéré comme étant la
matrice à étudier.

1.2.5 Classification avec chevauchement
La dernière classification présentée est celle avec chevauchement. Le but est la recherche d’un ou plu-

sieurs blocs atypiques qui peuvent éventuellement se chevaucher. Sur la figure 1.9 sont représentées deux
parties de matrices avec deux blocs se chevauchant soit parce qu’ils ont un lien (comme sur la (a)), soit
car ils ont une partie différente (comme sur la (b)). Les classifications vues jusqu’à présent empêchent
ce chevauchement. Comme mentionné dans la section 1.2.2, les cases composant ces blocs atypiques ne
sont pas forcément égales à une même valeur. Notamment, en section 1.2.5.4 est présenté un algorithme
recherchant simplement une structure ordonnée sur les lignes.

1 1 1 1 4 5
1 1 1 1 5 4
1 1 1 1 4 5
1 1 1 1 1 1
4 5 1 1 1 1
4 4 1 1 1 1
5 5 1 1 1 1

1 1 1 1 4 5
1 1 1 1 5 4
1 1 1 1 4 5
1 1 3 3 2 2
4 5 2 2 2 2
4 4 2 2 2 2
5 5 2 2 2 2

(a) (b)

Figure 1.9 – Deux classifications avec chevauchement : celle de gauche est composée de blocs avec l’in-
tersection faisant le lien entre les deux et celle de droite comporte des blocs avec l’intersection considérée
comme un bloc à part.

En reprenant la matrice réordonnée de la figure 1.1, nous pouvons mettre en évidence trois blocs (voir
la partie supérieure de la figure 1.10). Le premier, en haut à gauche de la matrice, est à la fois grand et
possédant une grande proportion de cases noires (voir la figure 1.10, en haut à gauche). Le second, en
bas à droite de la matrice, est plus petit mais possède une grande proportion de cases noires également
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(voir la figure 1.10, en haut au milieu). Enfin, celui au milieu de la matrice reprend des cases des deux
précédents pour obtenir un bon rapport taille/proportion de cases noires (voir la figure 1.10, en haut à
droite). Le choix du critère est important car, suivant celui-ci, les blocs peuvent être plus petits mais avec
une plus grande proportion de cases noires.
Une fois les blocs obtenus, nous pouvons étudier les sous-graphes associés qui sont majoritairement denses
(voir la partie inférieure de la figure 1.10).

La classification par chevauchement (figures 1.10 et 1.11) est la moins restreinte. La seule condition
pour deux blocs Uκ et Uκ′ est qu’ils ne soient pas identiques :

Uκ ∩ Uκ′ 6= ∅ ⇒ Uκ 6= Uκ′ .

Toutefois, la représentation schématique proposée en figure 1.10 ne peut être possible que si la ré-
organisation des lignes et des colonnes s’y prête. Sur la figure 1.11, nous voyons quatre blocs mis en
évidence et se chevauchant (le jaune, le bleu, le rouge et le bordeaux). A gauche, le bloc bordeaux est
scindé en deux alors qu’à droite, c’est le jaune. Nous voyons qu’aucune permutation ne permet d’avoir
une représentation de chacun des quatre blocs d’un seul tenant en même temps.

De nombreux algorithmes sont proposés pour cette question, Prelić et al. (2006) font une comparaison
de cinq d’entre eux (SAMBA, ISA, OPSM, xMotif et les algorithmes de Cheng et Church (1999)) et
Hanczar et Nadif (2010) les utilisent pour proposer une méthode basée sur du bootstrap.

Dans cette section, nous nous limitons à certains d’entre eux et mettons en annexe 1.A un tableau non
exhaustif des algorithmes proposés pour résoudre ce problème. D’abord, la δ-classification est traitée pour
mieux comprendre les problèmes algorithmiques sous-jacents provenant de ce relâchement des hypothèses.
Dans un second temps, une vision probabiliste est abordée et enfin, des approches spécifiques pour le cas
binaire et le cas de données ordinales sont présentées.

1.2.5.1 δ-classification

Pour répondre au problème de classification par chevauchement, Cheng et Church (1999) introduisent
une fonction de coût H des résidus quadratiques d’un bloc Uκ = (Zκ,Wκ) :

H(Uκ) =
1

|Zκ||Wκ|
∑

i∈Zκ,j∈Wκ

(xij − xiWκ − xZκj + xUκ)
2

avec |Zκ| représentant le cardinal de l’ensemble Zκ, xUκ la moyenne du bloc Uκ et

xiWκ
=

1

|Wκ|
∑
j∈Wκ

xij xZκj =
1

|Zκ|
∑
i∈Zκ

xij .

Ce critère étant nul pour des blocs contenant des progressions arithmétiques en ligne et en colonne,
le minimiser revient souvent à sélectionner des blocs ne contenant qu’une seule case. Cheng et Church
(1999) proposent plusieurs algorithmes cherchant le plus grand bloc Uκ tel que H(Uκ) ≤ δ où δ > 0 est
un paramètre donné. Nous parlons de δ-classification.

L’algorithme Brute-Force Deletion and Addition calcule pour chaque bloc Uκ possible sa valeur H(Uκ)
en commençant le calcul sur la matrice initiale, puis sur tous les blocs avec une ligne ou une colonne en
moins, puis avec deux, et ainsi de suite jusqu’à obtenir le plus grand bloc de coût inférieur à δ. Cet
algorithme est optimal mais la complexité étant de l’ordre O(2nd), il ne peut s’appliquer qu’à des petites
matrices (avec moins de 20 lignes et colonnes).

Deux versions plus rapides basées respectivement sur des algorithmes de type forward et backward
consistent pour l’une, de partir de la matrice initiale et de supprimer une ligne ou une colonne en faisant
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Bloc 1 Bloc 2 Bloc 3
2 cases blanches et 12 noires 2 cases blanches et 10 noires 3 cases blanches et 12 noires

E
D
G
I
A
C
H
B
F
JJ

2 6 1 4 3 5 7
E
D
G
I
A
C
H
B
F
J

2 6 1 4 3 5 7
E
D
G
I
A
C
H
B
F
JJ

2 6 1 4 3 5 7

Sous-graphes biparties mis en évidence par les blocs atypiques

H

C

A

I

G

D

E

6

2

J

F

B

H

7

5

3

H

C

A

3

4

1

6

2

Figure 1.10 – Sur la partie supérieure se trouve l’évolution de la sélection des différents blocs : à gauche
se trouve l’un des plus grands blocs ayant une proportion supérieure à 5/6 ème de cases noires (dans la
partie supérieure gauche de la matrice) ; au milieu, un bloc contenant une proportion de 4/5 ème de cases
noires n’étant pas en intersection avec le premier (dans la partie inférieure droite de la matrice) et enfin,
un bloc de cases noires d’une proportion de cases noires de 3/4 rt (dans le milieu de la matrice). Sur la
partie inférieure se trouvent les sous-graphes associés aux blocs atypiques mis en évidence.
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Figure 1.11 – Représentations schématiques d’une classification avec chevauchement suivant deux ré-
organisations des colonnes. Aucune permutation ne permet d’avoir une représentation de chacun des
quatres blocs d’un seul tenant en même temps.

diminuer la fonction de coût le plus vite possible (algorithme Multiple Node Deletion), pour l’autre, de
partir de l’ensemble vide et d’ajouter à chaque étape une ligne ou une colonne en faisant augmenter
la fonction de coût le moins possible (algorithme Multiple Node Addition). Ces algorithmes ont une
complexité de l’ordre O

(
(nd)2

)
et convergent vers des maxima locaux.

Enfin, Cheng et Church (1999) proposent un algorithme type forward/backward alternant les deux
précédents. Une fois un premier bloc U1 obtenu, l’algorithme remplace les cases de U1 par un tirage
aléatoire et recommence jusqu’à obtenir le nombre u de blocs désiré. Cet algorithme a été testé sur l’ex-
pression du cycle cellulaire de la levure Saccharomyces cerevisiae obtenant 100 blocs de telle sorte que
toutes les conditions et 97, 12% des gènes soient classés dans au moins un bloc.

Sur la même hypothèse, Yang et al. (2002) proposent l’algorithme FLOC (pour FLexible Overlapped
Clustering) utilisant la même procédure mais directement sur les u blocs. Cet algorithme possède une
complexité en O

(
(nd)2u

)
et est moins dépendant du hasard que celui de Cheng et Church (1999).

Toutefois, les algorithmes de δ-classifications sont peu robustes face au bruit, préférant des groupes plus
grands que ceux ayant servi pour les simulations (voir Prelić et al., 2006).

1.2.5.2 Vision probabiliste

Dans leur article, Lazzeroni et Owen (2000) proposent une vision probabiliste pour trouver les u blocs
(avec u inconnu). Ce modèle suppose que les blocs Uκ = (Zκ,Wκ) peuvent éventuellement se chevaucher
et que chaque bloc possède une structure propre, c’est-à-dire qu’il existe une fonction fκ(i, j) rattachée
à ce bloc. Ce modèle traite ainsi tous les cas évoqués en section 1.2.2. Une case xij va appartenir à un,
plusieurs ou aucun bloc et sera le résultat du tirage aléatoire d’une variable Xij dont la loi va dépendre
des effets cumulés des blocs auxquels elle appartient :

Xij =

u∑
κ=1

fκ(i, j)ziκwjκ + εij

avec ziκ (resp wjκ) valant 1 si la i ème ligne appartient à Zκ (resp la j ème colonne appartient à Wκ) et εij
des variables aléatoires indépendantes de même loi. Ce modèle prend en compte le cas de la figure 1.9 (b)
en considérant les fκ(i, j) constants par blocs. Contrairement à la section 1.2.3, il n’est fixé aucune

37



contrainte sur les ziκ et les wjκ qui pourront, par exemple, valoir 1 pour toute une ligne zi· ou wj·.
Dans le cas d’un bruit symétrique, l’idée est alors de minimiser les moindres carrés :

n∑
i=1

d∑
j=1

(
xij −

u∑
κ=1

fκ(i, j)ziκwjκ

)2

.

Ceci n’est pas réalisable en un temps raisonnable sachant de plus que u est inconnu. Lazzeroni et Owen
(2000) proposent un algorithme itératif cherchant le κ ème bloc à partir des κ−1 précédents en minimisant :

n∑
i=1

d∑
j=1

(
xκ−1
ij − fκ(i, j)ziκwjκ

)2
où

xκ−1
ij = xij −

κ−1∑
κ′=1

f̂κ′(i, j)ziκ′wjκ′

représente la matrice où les valeurs estimées f̂κ′ des blocs précédents ont été retranchées (si une case
xij dépend uniquement des blocs déjà trouvés, xκ−1

ij est alors le résultat du tirage de εij). L’algorithme
s’arrête lorsque les cases xκ−1

ij du dernier bloc obtenu sont considérées comme les résultats des tirages de
variables aléatoires εij .

Les auteurs ont testé leurs algorithmes sur des données nutritionnelles de 961 aliments, ce qui a permis
de séparer certains groupes d’aliments suivant différentes variables nutritionnelles (par exemple, certains
parmesans, parties du boeuf et parties du poulet ont été séparés car possédant plus de protéines et moins
de cholestérol que d’autres aliments) ; ils ont aussi étudié les valeurs mensuelles de taux de change entre
différents pays séparant, par exemple, 71 mois où le dollar l’emportait sur 11 autres devises ; ou encore
sur des données d’expression de gènes de levures suivant différentes conditions expérimentales mettant
en évidence 34 blocs se chevauchant avec certains gènes se retrouvant dans 18 groupes.

1.2.5.3 Samba

Dans le cas de matrices binaires, Tanay et al. (2002) définissent un algorithme probabiliste appelé
SAMBA. En prenant le point de vue des graphes biparties, les cases xij valant 1 si les sommets i et j
sont reliés et 0 sinon, le but est de chercher un sous-graphe à la fois grand et dense.

L’idée de base est de supposer que chaque case est le résultat d’un tirage aléatoire d’une loi de Bernoulli
de paramètre p la proportion de cases valant 1 dans la matrice. L’objectif est de sélectionner un bloc Uκ
contenant une grande proportion de 1 tout en étant le plus grand possible. En première approche, Tanay
et al. (2002) proposent d’utiliser une fonction de coût Hp calculant, pour chaque bloc Uκ = (Zκ,Wκ), la
valeur de la queue d’une loi binomiale de paramètres |Zκ||Wκ| et p à partir de la somme des cases du
bloc (c’est-à-dire le nombre de cases valant 1) :

Hp(Uκ) =

|Zκ||Wκ|∑
`=
∑
xij∈Uκ

xij

(
|Zκ||Wκ|

`

)
p`(1− p)1−`. (1.2)

Pour sélectionner des blocs ayant un grand nombre de 1, il faut que p soit plus petit que 1/2. Sous
cette condition, la fonction de coût ne favorise pas les blocs monocases (contrairement à celle de la
section 1.2.5.1) car, par exemple, elle sélectionne un bloc de 4 cases contenant 3 cases avec des 1 plutôt
qu’un bloc d’une seule case valant 1. En revanche, la structure globale de la matrice n’influence pas le
choix du bloc car pour tout p plus petit que 1/2, les fonctions Hp sélectionnent les mêmes blocs.
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Pour contourner ce problème, Tanay et al. (2002) supposent que les cases xij sont le résultat de
variables aléatoires de lois de Bernoulli de paramètre pij représentant la fraction de sous-graphes biparties
contenant l’arête (i, j) et ayant le même degré que le graphe associé à la matrice totale. L’estimation de
ces paramètres est faite par simulation de Monte-Carlo et est d’autant plus proche de 1 que les sommets
de l’arête sont reliés avec d’autres sommets. En adaptant le critère (1.2) et une fois les pij obtenus,
l’algorithme SAMBA recherche le sous-graphe désiré avec une complexité de O

(
d2

max
j

x+j
)
. L’algorithme

est d’autant plus rapide que le nombre de colonnes est faible et qu’il n’y a pas trop de 1 dans celles ci.
L’algorithme a été testé sur les données de levure mettant en évidence des liens entre des gènes bien
connus et d’autres qui n’étaient pas encore classifiés.

1.2.5.4 Algorithme OPSM

Dans le cas de données où une relation d’ordre est possible (comme des données ordinales), Ben-
dor et al. (2002) proposent un algorithme recherchant un bloc avec une progression ordonnée sur les
colonnes. Dans ce modèle, le bloc Uκ = (Zκ,Wκ) est supposé être généré en deux temps : soit s un entier
positif inférieur à d et Wκ = {j1, . . . , js} un groupe ordonné parmi tous les groupes possibles de tailles
s de P({1, . . . , d}) l’ensemble de toutes les parties de {1, . . . , d}. Chaque ligne i a la même probabilité
π d’appartenir à Zκ et, dans ce cas, les cases de la ligne i correspondant aux colonnes de Wκ vérifient
xij1 < xij2 < . . . < xijs , les autres cases étant considérées comme du bruit.
Connaître Wκ permet l’obtention rapide d’un ensemble contenant Zκ, il suffit de conserver les lignes
respectant l’ordre demandé. En pratique, la variableWκ est inconnue et il est impossible de faire le même
raisonnement pour chaque groupe de taille s.

L’algorithme OPSM (pour order-preserving submatrices) cherche les indices de Wκ en commençant
par les plus extrêmes ; c’est-à-dire les indices W (1)

κ = {j1, js} puis en alternant les petits et grands indices
(W (2)

κ = {j1, j2, js}, W (3)
κ = {j1, j2, js−1, js}, W (4)

κ = {j1, j2, j3, js−1, js}...).
L’idée est que les "grands sauts" entre les valeurs sur les colonnes sont d’autant plus visibles que les indices
sont séparés dans Wκ et la suite des groupes Z(c)

κ associés à chaque W (c)
κ est décroissante. L’inconvénient

est que cet algorithme est sensible à l’estimation du premier groupe W (1)
κ .

De plus, les auteurs soulignent que l’obligation d’ordre est trop rigide (ceci le rend très sensible au
bruit (voir Prelić et al., 2006)) et suggèrent un allègement de la condition en incluant une probabilité que
certaines valeurs puissent rompre la relation.
Cet algorithme a été testé sur des données du cancer du sein (Hedenfalk et al., 2001). L’algorithme a
extrait de la matrice de taille 3226× 22 une sous matrice de taille 347× 4.

1.2.6 Problèmes ouverts
La comparaison de toutes ces méthodes est difficile à cause du manque de consensus sur l’objectif

poursuivi et les critères d’évaluation des méthodes. Nous présentons dans les deux sections suivantes
quelques éléments de réponse à ces questions. À la fin, nous discutons du problème du choix du nombre
de blocs, déjà abordé avec certains critères.

1.2.6.1 Unité statistique

En classification simple, les données sont généralement sous la forme d’un tableau où chaque ligne
représente un objet ou individu et où chaque colonne représente une variable enregistrée sur un ensemble
d’objets. L’objectif de la classification est de regrouper les individus, c’est-à-dire les lignes du tableau de
données, qui sont alors les unités d’intérêt.

En classification croisée, le but est de trouver la structure latente d’un tableau de données en blocs
homogènes de lignes et de colonnes. Se pose alors la question de l’unité statistique et ce choix reste encore
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à ce jour une question ouverte : est-ce le nombre de vecteurs en ligne, en colonne, le nombre d’éléments
du tableau ou le tableau lui-même ?

Cette question a une importance notamment lors de l’étude asymptotique des propriétés des modèles
probabilistes employés, lors du développement et de l’étude de la consistance des critères de sélection
(Keribin et al., 2012; Lomet et al., 2012b; Keribin et al., 2014).

1.2.6.2 Évaluation des méthodes

L’évaluation objective des techniques d’apprentissage non supervisé sur des données réelles est difficile.
Plusieurs points de vue sont légitimes et mesurer la pertinence d’une classification par sa capacité à
retrouver un étiquetage particulier n’est donc pas nécessairement approprié. Ainsi, l’utilisation de données
simulées est une technique traditionnelle pour l’évaluation expérimentale des algorithmes de classification
car elle apporte une connaissance a priori sur les données. Un ensemble de jeux de données contrôlés
permet de tester les limites d’un algorithme quant à sa capacité à retrouver une structure donnée dans
des cas plus ou moins favorables.

L’absence de jeux de données de référence et de consensus sur l’évaluation des algorithmes amène
chaque auteur (Good, 1965; Banerjee et al., 2007; Mariadassou et al., 2010) à proposer son propre pro-
tocole dont la reproductibilité est souvent limitée, du fait de la brièveté de la description et l’absence de
mise à disposition des données. De plus, la qualité des résultats est difficilement évaluable car la difficulté
intrinsèque du problème de classification est inconnue du lecteur. En effet, si en classification simple, une
analyse en composantes principales permet de visualiser le degré de mélange des classes, en classification
croisée, cette approche est plus difficile du fait de la dualité des lignes et des colonnes du tableau de
données. Un exemple typique de ce phénomène est le jeu de données « Classic3 » utilisé en text mining
qui, selon la métrique utilisée pour sa représentation, peut amener à une visualisation des classes très
séparées, mettant ainsi en évidence un jeu de données facile à classer. Lomet et al. (2012c) ont proposé un
protocole de simulation dont la mesure de la difficulté est exprimée par le risque conditionnel de Bayes :
le risque de Bayes est conditionné au tableau observé. Ces auteurs ont mis à disposition 1 des jeux de
données simulées binaires, continues et de contingence de différentes difficultés et tailles pour le cas de la
classification croisée par blocs.

1.2.6.3 Choix du nombre de blocs

Si certains modèles incluent dans leur définition le choix du nombre de blocs (Lazzeroni et Owen,
2000; Wyse et Friel, 2010), l’ensemble des méthodes de classification croisée présentées dans les sections
précédentes pose le problème majeur du choix de modèle. L’objectif de cette sélection est d’obtenir une
classification pertinente, à un niveau de granularité approprié.

Ce problème est bien connu et abondamment traité en classification simple (Fraley et Raftery, 1998;
Biernacki et al., 2000; Burnham et Anderson, 2004). Les solutions existantes en classification simple,
basées sur des indices, des heuristiques ou des critères d’information, ont été ou peuvent être adaptées à
la classification croisée.

1.2.6.3.1 Indices de sélection adaptés de la classification simple

Charrad et al. (2010) étendent à la classification croisée sept indices utilisés en classification simple :
l’indice de Dunn, l’indice de Baker et Hubert, l’indice de Davies et Bouldin, l’indice de Calinsky et
Harabsz, l’indice Silhouette de Rousseeuw, l’indice de Hubert et Levin et l’indice de Krzanowski et Lai.
Leur proposition consiste à appliquer ces différents indices de classification simple indépendamment sur
les lignes et sur les colonnes du tableau de donnés, puis de calculer un indice global par une combinaison
linéaire de ces deux derniers. Charrad et al. (2010) proposent également un huitième indice appelé la

1. Les données sont disponibles à l’adresse https://www.hds.utc.fr/coclustering/doku.php.
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méthode de la différentielle : utilisant l’algorithme Croki2 (Govaert, 1983) qui maximise le critère du χ2,
cette méthode a pour objectif de sélectionner le nombre de classes pour lequel ce critère ne croît plus ou
croît plus lentement. Ces huit indices ont été testés sur six tables de contingence simulées de taille 200×100
et dont le nombre de classes diffère. Dans ces expériences, tous les indices sélectionnent majoritairement
les bons nombres de classes, avec un léger avantage pour la méthode différentielle et l’indice de Baker
et Hubert. Comme toutes les approches basées sur l’évaluation des deux classifications du tableau, en
ligne et en colonne, ces indices ne tiennent pas compte de la structure croisée du problème. Le choix de
la pondération de la combinaison linéaire est alors critique, et Charrad et al. (2010) n’apportent pas de
solution à ce nouveau problème.

Rocci et Vichi (2008) proposent une extension de l’indice de Calinski-Harabasz (CH) qui est le rapport
entre la dispersion inter-blocs et la dispersion intra-blocs. Cet indice est le plus performant d’une étude
comparative de 30 indices en classification simple (Milligan et Cooper, 1985). Dans les expériences sur
données simulées de Rocci et Vichi (2008), cet indice obtient de bons résultats pour des classes très
séparées.

Schepers et al. (2008) proposent une extension de l’indice Silhouette qui est appliqué pour des clas-
sifications simples basées sur la distance euclidienne comme les k-moyennes (k-means). Cette extension
est une moyenne pondérée par le nombre de lignes et de colonnes des indices Silhouette calculés sur
l’ensemble des lignes et des colonnes. Ces auteurs font la remarque que ces deux derniers indices sont de
simples extensions d’indices utilisés pour les k-moyennes et par conséquent ne prennent pas pleinement
en compte la nature spécifique des données et des modèles en classification croisée.

1.2.6.3.2 Sélection de modèle en classification croisée utilisant un modèle probabiliste

L’utilisation de modèles statistiques permet de considérer le problème du choix du nombre de classes
comme un problème de sélection de modèle. Des critères de sélection employés généralement en statistique
peuvent donc être dérivés et appliqués au cas de la classification croisée.

Utilisant le modèle des blocs latents présentés précédemment, Van Dijk et al. (2009) emploient deux
critères empiriques de sélection de modèles pour choisir le nombre de classes : un dérivé des critères
empiriques associés au facteur de Bayes et le critère AIC3. Le facteur de Bayes sélectionne le modèle dont
la vraisemblance marginale est maximale. Ce facteur se base sur l’estimation des distributions marginales
pour plusieurs nombres de classes en ligne et en colonne qui sont très coûteuses. Van Dijk et al. (2009)
appliquent aussi le critère AIC3 en se basant sur les résultats des simulations de Andrews et Currim (2003).
La pénalité de ce critère tient compte du nombre de paramètres du modèle, du nombre de classes et du
nombre d’étiquettes des appartenances aux classes estimées. Les auteurs n’étudient pas les performances
des critères sur des données simulées, mais ils argumentent la pertinence des classes obtenues sur des
données réelles.

Wyse et Friel (2010) ont développé une approche bayésienne du modèle des blocs latents dont le choix
du nombre de classes est un paramètre intégré dans le modèle. Ils emploient une approche bayésienne
utilisant un algorithme MCMC (Markov Chain Monte Carlo) incluant une distribution a priori sur le
nombre de classes. Ils ont notamment testé leur algorithme sur des données simulées et réelles, comme
celles du parlement américain étudiées dans le chapitre 4.

Récemment, Keribin et al. (2012) et Lomet et al. (2012b,a) ont montré que le critère exact ICL
(Integrated Classification Likelihood), initialement développé dans le cas de la classification simple par
modèle de mélange (Biernacki et al., 2000), peut être calculé exactement au cas du modèle des blocs latents
binaires et qualitatifs afin de sélectionner le nombre de classes. Le critère ICL évalue le logarithme de la
vraisemblance intégrée des données complétées du modèle des blocs latents. Supposant l’indépendance a
priori des paramètres du modèle des blocs latents binaires et des distributions a priori sur ces derniers, ces
auteurs développent un critère de sélection exact.Ces critères sont notamment étudiés dans le chapitre 4.
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1.2.7 Quand pouvons-nous utiliser la classification croisée ?
En statistique, les observations xi sont supposées être de même nature : il serait étrange de compa-

rer en même temps des sportifs courant un 100 mètres et la qualité de différents jus d’orange par exemple.

En classification croisée, comme nous cherchons à la fois à classer les lignes et les colonnes de la matrice,
il faut que cette condition soit vraie également pour les éléments représentés en colonnes. Par exemple, si
l’une des colonnes représente le sexe de l’individu i et une autre la possession d’animaux de compagnies
ou non ; une façon de binariser les données est de mettre 1 si c’est une femme, 0 si c’est un homme, 1
s’il a un animal et 0 sinon. En classification simple, l’inversion du codage H/F a peu d’importance. En
revanche, comme nous pouvons le voir sur la figure 1.12, cette inversion peut influencer directement la
classification des colonnes mettant ainsi la question sur le "sexe" et sur les "animaux" dans la même
classe ou non.

De plus, si certaines binarisations peuvent paraître intuitives (comme l’absence ou présence d’un état),
l’angle de la question peut donner deux configurations opposées : par exemple, pour connaître la situation
familiale, il est possible de demander "êtes-vous en couple ?" ou "êtes-vous célibataire ?" ; bien que dans
les deux cas, il est naturel de mettre zéro pour "non" (absence d’un état), les deux résultats renvoient
des configurations opposées.

Toutefois, si toutes les questions attendent pour réponse "homme" ou "femme", le codage n’a alors
aucune influence, puisque le choix de la convention inverse modifiera de façon cohérente l’ensemble des
cases du tableau.

En particulier, ce problème est moins présent lorsque I = J (comme le cas du SBM) et dans le cas
de tableaux de contingence où, généralement, nous avons des observations à la fois sur les lignes et les
colonnes.
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Figure 1.12 – Représentation schématique de l’influence de la binarisation : sur le tableau de gauche, la
colonne "sexe" est mise dans la classe 1 alors que dans celui de droite, où la binarisation est inversée, la
colonne appartient à la classe 2.

Les unités de mesure sont également importantes, en particulier pour les données continues. Si dans
un tableau, une variable en colonne prend des valeurs en mètres alors qu’une autre est en kilomètres, cela
n’influence pas la classification si nous ne regardons que les individus mais cela a une véritable impor-
tance pour la classification croisée. De plus, la même unité de mesure n’a pas le même sens pour deux
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variables : deux villes situées à une dizaine de kilomètres l’une de l’autre sont considérées généralement
comme proches tandis qu’une montagne dont la cime est à sept kilomètres est considérée beaucoup plus
haute qu’une montagne où le sommet est à deux kilomètres.

En conclusion, avant d’utiliser la classification croisée, il est important de réfléchir au codage des
variables et au sens que pourrait ou ne pourrait pas avoir tel ou tel regroupement.

1.3 Modèle des blocs latents
Comme mentionné précédemment, le modèle étudié dans cette thèse est celui des blocs latents (ou

LBM) qui se place dans le cadre de la classification croisée par blocs. Nous cherchons donc une partition en
ligne et une partition en colonne de telle sorte que les blocs obtenus par leur produit cartésien contiennent
des données homogènes différentes de celles des autres blocs. Pour ce modèle, nous supposons que les
données sont homogènes si elles sont le résultat de variables aléatoires de même loi pour un bloc.

1.3.1 Hypothèses, modèle et notations
Dans la suite du manuscrit, et sauf mention contraire, nous supposons que le nombre de classes en ligne

et en colonne sont des paramètres fixes notés respectivement g et m. Comme expliqué en section 1.2.3.3.1,
nous faisons trois hypothèses :

(H1)
il existe des partitions en ligne z et en colonne w telles que les cases xij sont le résultat de
variables aléatoires Xij indépendantes conditionnellement au couple (z,w) :

p(x|z,w) =

n∏
i=1

d∏
j=1

p(xij |z,w)

et leurs lois appartiennent à une même famille de lois paramétriques dont le paramètre ne dépend que
du bloc,

(H2)
les variables Z et W sont indépendantes :

∀(z,w) ∈ Z ×W, p(z,w) = p(z)p(w),

(H3)
pour chaque ligne i, la loi d’affectation des labels est une loi multinomiale dont les paramètres
sont les mêmes pour toutes les lignes ; de même pour les colonnes.

Ces hypothèses impliquent un certain nombre de notations que nous détaillons dans la suite de cette
section.

(H1)
Comme les partitions en ligne et en colonne sont supposés être des variables aléatoires, nous
notons Z la représentation des classes en ligne et W celle des classes en colonne. Suivant les

auteurs, Z représente un vecteur colonne de taille n où la ligne i appartient à la classe k si et seulement
si zi = k ou une matrice binaire de taille n × g où la ligne i appartient à la classe k si et seulement si
zik = 1. Comme nous pouvons le voir sur l’exemple 1.3.1, la matrice binaire est composée d’exactement
une seule case valant 1 par ligne (voir tableau 1.3) ; c’est la notation privilégiée par la suite.

Dans le cas des matrices binaires, nous obtenons les effectifs de chaque classe en sommant les cases
pour chaque colonne. Nous notons donc z+k et w+` les cardinaux respectifs de la k ème classe en ligne et
la ` ème classe en colonne (voir le tableau 1.4). Le nombre de cases dans le bloc (k, `) est alors le produit
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de z+k par w+`.

Exemple 1.3.1. En reprenant l’exemple de la figure 1.3 et en assimilant les lettres à leurs positions dans
l’alphabet, nous obtenons les matrices d’appartenance aux classes dans le tableau 1.3.

Matrice colonne Matrice binaire

10 lignes
classées dans
3 classes

z =



2
3
2
1
1
3
1
2
1
3


z =



0 1 0
0 0 1
0 1 0
1 0 0
1 0 0
0 0 1
1 0 0
0 1 0
1 0 0
0 0 1



7 colonnes
classées dans
3 classes

w =



2
1
3
2
3
1
3


w =



0 1 0
1 0 0
0 0 1
0 1 0
0 0 1
1 0 0
0 0 1


Table 1.3: Exemples de matrices d’appartenance aux classes à
partir de l’exemple de la figure 1.3.

En sommant les colonnes des matrices binaires, nous obtenons les effectifs pour chaque classe en ligne
et en colonne. Ensuite, en multipliant z+k par w+`, nous obtenons le nombre de cases dans le bloc (k, `).
Toutes ces informations sont résumées pour l’exemple du tableau 1.3 dans le tableau 1.4.

w w+1 w+2 w+3

z 2 2 3

z+1 4 8 8 12
z+2 3 6 6 9
z+3 3 6 6 9

Table 1.4 – À partir des tableaux binaires 1.3, nous obtenons les effectifs de chaque classe et de chaque
bloc.
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En plus de l’indépendance des variables Xij conditionnellement à la connaissance des blocs, nous
supposons que toutes les variables Xij suivent une loi appartenant à la même famille paramétrique dont
la densité est notée ϕ et dont les paramètres αk` dépendent du bloc (k, `). Ainsi, toutes les cases d’un
même bloc (k, `) sont la réalisation de variables aléatoires de même loi de densité ϕ(xij ;αk`) :

p(x|z,w) =

n∏
i=1

d∏
j=1

g∏
k=1

m∏
`=1

ϕ(xij ;αk`)
zikwj`

où zikwj` vaut 1 si et seulement si la case xij appartient au bloc (k, `). Nous résumons par α = (αk`)g×m
la matrice regroupant les paramètres αk`.
Dans cette thèse, nous étudions des données catégorielles et binaires : nous supposons que les variables
aléatoires prennent des valeurs dans l’ensemble non ordonné {1, . . . , r}.

La loi étudiée est donc une loi multinomiale de paramètres 1 et
αk` =

(
α1
k`, . . . , α

r
k`

)
. En conséquence, nous avons :

∀(k, `) ∈ {1, . . . , g} × {1, . . . ,m},
r∑

h=1

αhk` = 1 et ∀h ∈ {1, . . . , r}, αhk` ∈ [0, 1].

Pour simplifier la formule de la densité, nous introduisons le tableau binaire (vijh)n×d×r tel que
vijh = 1 si et seulement si xij = h. Ce tableau peut être vu comme une reproduction de la matrice xij
où n’est conservée que l’information sur la valeur h (voir la figure 1.13).

xij
vij1

(rouge)
vij2

(blanc)
vij3

(bleu)

Figure 1.13 – Représentation d’une matrice avec trois valeurs (à gauche) puis ses représentations par
la matrice (vijh)n×d×r : (vij1) pour les rouges, (vij2) pour les blanches et (vij3) pour les bleues ; le noir
représentant la présence et le gris l’absence des couleurs.

Avec ces notations, nous obtenons la formule suivante de la densité :

ϕ(xij ;αk`) =

r∏
h=1

(
αhk`
)vijh

.

Remarque 1.3.2. Cas de données binaires
Pour le cas particulier de données binaires, nous prenons l’ensemble usuel {0, 1} et la loi de Bernoulli de
paramètre αk` avec αk` ∈ [0, 1]. Dans ce cas, il n’est pas nécessaire d’utiliser la matrice vijh, la densité
étant :

ϕ(xij ;αk`) = α
xij
k` (1− αk`)1−xij .

(H2)
L’indépendance des variables Z et W a pour conséquence que l’affectation de chaque ligne et
colonne à une classe se fait également de façon indépendante.
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(H3)
Nous notons πk la probabilité d’appartenir à la k ème classe en ligne :

∀i ∈ {1, . . . , n}, P (Zik = 1) = P (Zi = k) = πk

ou encore, comme les valeurs de zik sont uniquement 0 ou 1, nous avons :

∀i ∈ {1, . . . , n}, p (zi�) =

g∏
k=1

πzikk

où zi� représente la ligne de la matrice z.
En notant π = (π1, . . . , πg) l’ensemble des paramètres πk, l’hypothèse (H3) suppose que la loi de

la variable Zi est une multinomiale M (1;π), ce qui est équivalent à une loi discrète sur {1, . . . , g} de
poids π.

De même, nous notons ρ` la probabilité d’appartenir à la ` ème classe en colonne. Nous notons
ρ = (ρ1, . . . , ρm) l’ensemble des probabilités ρ`.

Avec ces notations, nous obtenons finalement que :

p(z,w) =

(
n∏
i=1

g∏
k=1

πzikk

) d∏
j=1

m∏
`=1

ρ
wj`
`

 .

Notations 1.3.3. Afin de ne pas alourdir les formules, nous omettons généralement les bornes pour les
sommes et les produits. Ainsi, nous notons

∑
i pour

∑n
i=1. Nous renvoyons aux pages 16 et suivantes

pour avoir des tableaux récapitulatifs et mettons ici l’ensemble des indices utilisés et les valeurs pouvant
être prises (voir la figure 1.14, à gauche) :

— i indice des lignes allant de 1 à n.
— j indice des colonnes allant de 1 à d.
— k indice des classes en ligne allant de 1 à g.
— ` indice des classes en colonne allant de 1 à m.
— h indice des valeurs prises par les variables catégorielles allant de 1 à r.

Enfin, nous notons θ l’ensemble de tous les paramètres à estimer (c’est-à-dire que θ = (π,ρ,α)).

Remarque 1.3.4.
Le modèle de graphes aléatoires (SBM) est un modèle proche de celui des blocs latents, il y est régulière-
ment fait référence dans notre manuscrit. Leur différence fondamentale vient de l’hypothèse que I = J .
Ainsi, la même partition sur l’ensemble I est recherchée sur les lignes et les colonnes, occasionnant de
nouvelles dépendances. Les paramètres à estimer sont uniquement π et α (ce dernier étant supposé être
représenté par une matrice symétrique lorsque les graphes ne sont pas orientés).

1.3.2 Résultats théoriques
Avant et durant notre thèse, certains résultats théoriques ont été démontrés. Nous les recensons dans

cette partie ainsi que certaines des questions ouvertes.

1.3.2.1 Identifiabilité

L’identifiabilité est nécessaire à la bonne estimation d’un modèle paramétrique. Rappelons qu’un
modèle paramétrique est identifiable si la fonction θ 7→ Pθ est injective sur l’ensemble Θ des paramètres.
Un modèle est dit génériquement identifiable si la fonction est injective sur Θ privé d’un ensemble de
mesure nulle.
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Figure 1.14 – Représentation schématique de tous les indices utilisés dans la suite. À gauche : en noir
ceux concernant les cases et en bleu ceux concernant les blocs. À droite, les notations correspondant aux
probabilités.

Exemple 1.3.5. Le modèle gaussien N (0, θ) défini sur R par la fonction de densité fθ(x) = 1√
2πθ2

e−
1

2θ2
x2

n’est pas identifiable pour l’ensemble des paramètres Θ = R? car deux paramètres θ et −θ donnent la
même densité. En revanche, il l’est pour l’ensemble des paramètres strictement positifs Θ = R?+ et celui
des paramètres strictement négatifs Θ = R?−.

De plus, le modèle est génériquement identifiable sur l’ensemble des paramètres Θ = R?+ ∪ {−1} ; en
effet, l’ensemble {−1} est de mesure de Lebesgue nulle.

Comme nous l’expliquons en section 1.2.3.3.1, le modèle des blocs latents est un modèle de mélange.
Rappelons déjà que les modèles de mélange ne sont pas identifiables car il est possible d’intervertir les
labels des classes sans changer la densité (cet effet est appelé label switching).

Toutefois, Gyllenberg et al. (1994) montrent que les modèles simples de mélange de Bernoulli multiva-
riées ne sont pas identifiables indépendamment de ce problème de label switching. En revanche, Allman
et al. (2009) donnent une condition suffisante pour assurer l’identifiabilité dans certains cas mais cette
condition ne s’étend pas facilement au cas du modèle des blocs latents.

Dans le cadre du modèle des blocs latents, Keribin et al. (2014) étendent les résultats obtenus par Ce-
lisse et al. (2012) pour le modèle de graphes aléatoires afin d’avoir une condition suffisante d’identifiabilité
dans le cas de données binaires et de contingence.

Hypothèse 1.3.6. Conditions suffisantes d’identifiabilité
Plaçons nous dans le cas de données binaires et rappelons que α = (αk`)g×m est la matrice g ×m des
paramètres des lois de Bernoulli. Les trois conditions supposent que :

C1 : pour tout 1 ≤ k ≤ g, πk > 0 et les coordonnées du vecteur τ = αρ sont distinctes,
C2 : pour tout 1 ≤ ` ≤ m, ρ` > 0 et les coordonnées du vecteur σ = πTα sont distinctes,
C3 : n ≥ 2m− 1 et d ≥ 2g − 1.
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La probabilité τk, k ème composante du vecteur τ , représente la probabilité d’une case d’une ligne de
la classe k de valoir 1 dans le cas binaire indépendamment des classes en colonne (voir la section 5.2). De
même pour le vecteur σ sur les colonnes.

Théorème 1.3.7. Keribin et al. 2014
Sous les conditions C1, C2 et C3, le modèle des blocs latents binaire est identifiable.
Sous la condition C3, l’ensemble des paramètres ne vérifiant pas les conditions C1 et C2 étant de mesure
de Lebesgue nulle, le modèle des blocs latents binaire est génériquement identifiable.

Remarque 1.3.8.
Les conditions C1 et C2 sont la base de l’algorithme Largest Gaps étudié dans le chapitre 5.
La condition C3 est naturelle : pour pouvoir différencier les classes en colonne, il est normal d’avoir un
nombre suffisant d’observations (donc de lignes). En prenant le cas extrême où il n’y aurait qu’une seule
ligne, il n’y aurait que deux types de colonnes : celles dont les cases valent 1 et celles dont les cases valent
0.

Dans le cas de deux classes en ligne et en colonne, Keribin et al. remarquent que les conditions C1

et C2 ne sont pas nécessaires pour obtenir l’identifiabilité (Keribin et al., 2014) ; il suffit simplement que
les αk` ne soient pas égaux. Empiriquement, ce résultat est rassurant car nous voyons sur la figure 1.15
un échiquier (à gauche) et une réorganisation en ayant d’abord mis les colonnes et lignes impaires puis
les paires (à droite) ; dans les simulations, il apparaît que cette réorganisation en deux classes se fait
naturellement alors qu’elle ne respecte ni la condition C1, ni la condition C2.

Figure 1.15 – L’exemple de l’échiquier : à gauche se trouve un échiquier et à droite le même en ayant
d’abord mis les colonnes et lignes impaires puis les paires pour obtenir deux classes.

Les conditions C1 et C2 permettent de contourner le problème du label switching sur les paramètres. En
effet, les composantes du vecteur τ = (τ1, . . . , τg) appartenant chacune à [0, 1] et étant toutes différentes
par hypothèse, il est possible de trouver une permutation s de l’ensemble {1, . . . , g} de telle sorte que :

τs−1(1) < τs−1(2) < . . . < τs−1(g).

Ainsi, pour chaque classe k, nous affectons le label s(k). Par symétrie, nous pouvons faire la même chose
sur les colonnes avec le vecteur σ = (σ1, . . . , σm)).
Comme nous sommes dans R, la relation d’ordre obtenue est totale et la seule autre possibilité est de
prendre l’ordre inverse du classement.
Toutefois, si les valeurs sont trop proches, de petites fluctuations peuvent intervertir l’estimation de
deux probabilités ; ce problème peut influencer la qualité des résultats comme pour l’échantillonneur de
Gibbs étudié dans le chapitre 3.
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Remarque 1.3.9. Cas de données catégorielles
Le cas binaire est étendu au cas catégoriel en regardant les matrices α(h) =

(
αhk`
)
g×m pour chaque

valeur h ∈ {1, . . . , r} (Keribin et al., 2014). Pour chaque classe k en ligne, nous obtenons un vecteur
τk =

(
τ1
k , . . . , τ

r
k

)
appartenant à [0, 1]r ⊂ Rr (la dernière coordonnée étant totalement décrite par les

r − 1 premières). La relation d’ordre sur les vecteurs τk est plus compliquée car dans Rp avec p ≥ 2, les
relations d’ordre total ne sont pas équivalentes (voir l’exemple 1.3.10).
Ce problème peut être important pour l’échantillonneur de Gibbs étudié dans le chapitre 3 car, suivant les
relations choisies, nous pouvons avoir des résultats très stables ou légèrement instables. Or, il n’existe pas
de relations universelles et il faut procéder au cas par cas. Le choix retenu dans cette thèse est d’ordonner
par rapport à la première coordonnée, puis, en cas d’égalité, par rapport à la seconde et ainsi de suite
(voir la figure 1.16 (a)).

Exemple 1.3.10. Sur la figure 1.16 sont représentées schématiquement trois relations d’ordre total dans R2 :
(a) l’ordre utilisé dans cette thèse regarde la première coordonnée, puis en cas d’égalité la seconde

coordonnée,
(b) même relation d’ordre mais en commençant par la seconde puis la première coordonnée,
(c) relation d’ordre basée sur les coordonnées polaires : nous regardons d’abord la distance à l’origine

puis, en cas d’égalité, l’angle formé entre la partie positive de l’axe des abscisses et la demi-droite
partant de l’origine et passant par le point évalué.

Nous voyons qu’avec trois relations différentes, nous obtenons trois classements totalement différents dont
aucun n’est le classement inverse d’un autre.
Dans le cas des classements (a) et (c), nous voyons qu’une légère fluctuation sur le point A ou C peut
inverser l’ordre de ces points.

(a) (b) (c)
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Traits pleins 1 ère coordonnée 2 ème coordonnée distance à l’origine
Traits pointillés 2 ème coordonnée 1 ère coordonnée angle entre [Ox) et [OM ]
Ordre obtenu B, C puis A C, B puis A B, A puis C

Figure 1.16 – Comparaison de trois relations d’ordre totales dans R2. Le trait plein est l’ordre prioritaire
puis, en cas d’égalité, le trait en pointillé représente l’ordre secondaire.
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1.3.2.2 Vraisemblance

La vraisemblance du modèle des blocs latents s’écrit :

p(x;θ) =
∑

(z,w)∈Z×W

p(z,w;θ)p(x|z,w;θ)

=
∑

(z,w)∈Z×W

p(z;θ)p(w;θ)p(x|z,w;θ) (H2)

=
∑

(z,w)∈Z×W

p(z;θ)p(w;θ)
∏
i,j

p(xij |z,w) (H1)

=
∑

(z,w)∈Z×W

∏
i,k

πzikk

∏
j,`

ρ
wj`
`

 ∏
i,j,k,`

ϕ(xij ;αk`)
zikwj`

. (H3)

Nous retrouvons ainsi la forme de la vraisemblance d’un modèle de mélange ; voir l’équation (1.1).
Toutefois et contrairement au cas des mélanges classiques, il n’est pas possible de factoriser les termes à
cause de la dépendance simultanée en ligne et colonne. Or, le cardinal de Z ×W est exactement gn×md

car pour chaque ligne (resp. colonne), nous avons g classes (resp. m classes) possibles. À titre d’exemple,
en prenant n = d = 20 lignes et colonnes et g = m = 2 classes en ligne et en colonne, le cardinal est d’envi-
ron 1012 couples, soit en traitant 100 000 couples à la seconde, un calcul qui durerait un peu plus de 33 ans.

Ce problème est handicapant à deux égards : il rend impossible la recherche du maximum de vrai-
semblance et l’utilisation de critères de sélection de modèle pénalisant la log-vraisemblance (ce problème
est abordé dans le chapitre 4).

1.3.2.3 Régime asymptotique du modèle des blocs latents

Avant d’étudier le comportement asymptotique du modèle des blocs latents, il faut définir quel est
le régime asymptotique. Se pose alors à nouveau la question de l’unité statistique ; pour la suite, nous
supposons que c’est la case d’un tableau. Toutefois et si, par exemple, le nombre de colonnes est fixe alors
que le nombre de lignes tend vers l’infini, nous ne sommes plus dans un problème de classification croisée
mais de classification simple sur les lignes. À l’opposé, si le nombre de lignes et de colonnes croissent de
la même façon vers l’infini (comme pour le cas du SBM), nous pouvons considérer être dans un régime
asymptotique du modèle des blocs latents. Entre les deux se trouve toute une palette de possibilités.

Par ailleurs, certains auteurs (par exemple Channarond et al., 2012) incluent dans le comportement
asymptotique le comportement des probabilités πk ou ρ` qui tendent vers 0 (par exemple, si le nombre
de classes tend vers l’infini) ou encore lorsque les coordonnées des vecteurs τ et σ tendent à être égales.
Tout ceci est donc à prendre en compte lors de l’étude du comportement asymptotique des estimateurs
et des critères de sélection de modèle.

Remarque 1.3.11. Cas du SBM
Dans le cadre du SBM , il n’y a pas ce problème de double asymptotique car les ensembles I et J sont
égaux, seul le cardinal n vers l’infini.

1.3.2.4 Consistance des estimateurs asymptotiques

Pour l’instant, la consistance de l’estimateur du maximum de vraisemblance n’a pas été démontrée
dans le cas du modèle des blocs latents. Dans le cadre du SBM , Celisse et al. (2012) montrent que si
θ̂n = (π̂n, α̂n) est l’estimateur du maximum de vraisemblance et θ? = (π?,α?) les vrais paramètres alors
α̂n est consistant sous les hypothèses suivantes :
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(1) il n’y a pas deux lignes ou deux colonnes identiques dans la matrice α?,
(2) les probabilités de la matrice α? appartiennent à un intervalle [ζ; 1 − ζ] avec ζ > 0 indépendant

des αk`,
(3) les probabilités du vecteur π? appartiennent également à un intervalle [γ; 1 − γ] avec γ > 0

indépendant des πk.
Pour la consistance de π̂n, il faut rajouter l’hypothèse suivante :

(4) l’estimateur du maximum de vraisemblance α̂n de α? vérifie :

||α̂n −α?||∞ = oP

(√
log n/n

)
.

Sous ces quatre conditions, l’estimateur du maximum de vraisemblance θ̂n est consistant.

Remarque 1.3.12. Les trois premières conditions sont relativement classiques, la dernière est plus contrai-
gnante. Sur des simulations, Celisse et al. (2012) illustrent empiriquement qu’elle n’est pas infirmée mais
ne l’ont pas démontrée.

La consistance des estimateurs du maximum de vraisemblance pourrait être étendue au cas du modèle
des blocs latents en adaptant la dernière condition au problème de la double asymptotique.

Pour l’estimation des classes, Mariadassou et Matias (2012) montrent dans le cadre du modèle des
blocs latents que si θ̂n,d est un estimateur de θ? tel que α̂n,d converge en probabilité vers le vrai paramètre
α? alors nous avons :

P
(
Z = z?,W = w?

∣∣∣x; θ̂n,d

)
−→
n,d

1 (1.3)

où z? et w? sont les vraies partitions du modèle. Ceci a pour conséquence que si nous prenons :(
ẑn,d, ŵn,d

)
∈ argmax p

(
z,w

∣∣∣x; θ̂n,d

)
alors, pour n et d suffisamment grands, la partition estimée est la bonne avec forte probabilité.
Remarque 1.3.13.
Ce résultat est utilisé dans le chapitre 4 pour étudier la consistance du critère ICL et dans le chapitre 6
pour justifier l’étude de l’algorithme CEM .
Il est intéressant de remarquer que dans les deux résultats de consistance, la condition est mise sur
les paramètres α et non sur les paramètres π et ρ. Or, comme nous le verrons dans le chapitre 5,
l’estimation des αk` dépend à la fois du nombre de lignes et du nombre de colonnes ce qui rend difficile
l’étude asymptotique.

1.3.2.5 Évaluation des résultats

Comme nous l’expliquons dans la section 1.2.6.1 et 1.2.6.2, il n’existe pas de consensus ni pour l’unité
statistique, ni pour l’évaluation des résultats. Dans notre manuscrit, nous choisissons de prendre l’erreur
de classification étudiée dans la thèse de Lomet (Lomet, 2012) regardant le taux de mauvais classement
des cases dans les blocs. Pour cela, nous introduisons la distance de classification sur les lignes entre deux
matrices de partition z et z′ par :

distn,g (z; z′) = 1− max
s∈S({1,...,g})

1

n

∑
i,k

zikz
′
is(k)

où S ({1, . . . , g}) représente l’ensemble des permutations possibles de l’ensemble {1, . . . , g} ; ces permu-
tations permettent d’éviter le label switching. Dans le cas où les deux matrices à comparer n’ont pas
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le même nombre de classes, nous prenons simplement g le nombre maximal et nous supposons que les
classes supplémentaires sont vides.
Remarque numérique 1.3.14.
Le cardinal de l’ensemble S ({1, . . . , g}) étant g!, le calcul numérique de cette distance devient difficile
lorsque g est plus grand que 8.
Dans ces cas, il est possible d’utiliser les conditions d’identifiabilité de Keribin pour réorganiser les classes
et comparer les écarts sur les matrices obtenues. Pour cela, il suffit de prendre π(z) et ρ(w) comme les
fréquences empiriques de chaque classe des matrices z et w et α(z,w) comme les fréquences empiriques
des cases noires de chaque bloc pour le cas binaire (voir section 5.4).
Remarque 1.3.15.
Le terme de "distance" peut-être considéré comme abusif car ce n’est pas une distance sur l’ensemble
Z. En revanche, en prenant la relation d’équivalence ≡Z où deux matrices de partitions binaires z1

et z2 sont équivalentes s’il existe une permutation s des éléments de {1, . . . , g} telle que pour tout i
et k, z1

ik = z2
is(k) alors, la fonction distn,g est une distance sur l’ensemble quotient Z/≡Z , l’ensemble des

matrices de partitions égales au label switching près.
De manière symétrique, nous définissons la distance de classification sur les colonnes notée distd,m.

Enfin, la distance de classification entre deux couples (z,w) et (z′,w′) est définie par :

dist(n,g)×(d,m) ((z,w); (z′,w′)) = distn,g (z; z′) + distd,m (w;w′)− distn,g (z; z′)× distd,m (w;w′) .

Nous parlons d’erreur de classification d’un couple (z,w) lorsque nous calculons la distance de clas-
sification de celui-ci avec les vraies partitions (z?,w?) :

e(n,g)×(d,m) ((z,w)) = dist(n,g)×(d,m) ((z,w); (z?,w?)) . (1.4)

Remarque 1.3.16.
L’erreur est comprise entre 0 et 1 et peut être vue comme le nombre moyen de cases n’appartenant pas
au bon bloc. En particulier, la case xij n’est pas dans le bloc (k, `) si la ligne i n’est pas dans la classe k
ou si la colonne j n’est pas dans la classe `. Se tromper dans la classification d’une ligne revient donc à
pénaliser toutes les cases de cette dernière (et d’augmenter potentiellement l’erreur de 1

d ).
Dans le cas de matrices fortement dissymétriques, l’erreur ne donne donc pas le même poids aux classifi-
cations en ligne et en colonne (voir la figure 1.17).

Propriété 1.3.17. Borne maximale sur l’erreur
À cause des permutations, si le nombre de lignes et de colonnes est fixé et s’il n’y a aucune classe vide, la
borne maximale de l’erreur sur les lignes (resp. sur les colonnes) dépend du nombre de classes demandé.

En particulier, nous indiquons dans le tableau 1.5 les bornes maximales emax
n,g de l’erreur sur les lignes

en fonction de g et de n dont nous avons mis les démonstrations en annexe 1.B. Nous pouvons notamment
voir que la fonction emax

n,g en fonction de g est d’abord croissante puis décroissante.
Cette borne maximale a un impact sur des protocoles comme celui proposé par Lomet et al. (2012c).

Parfois, nous utilisons l’erreur en 0-1 notée e0−1
(n,g)×(d,m) qui associe 0 si et seulement si la partition

obtenue est correcte au label switching près et 1 dans tous les autres cas (Lomet et al., 2012c). Autrement
dit, nous notons pour le classement des blocs :

e0−1
(n,g)×(d,m) ((z,w)) = 1e(n,g)×(d,m)((z,w))>0.

Nous avons le même type de formule pour les déclinaisons sur le classement des lignes et celui des colonnes.
Cette erreur est beaucoup plus contraignante que l’autre puisqu’une seule ligne ou colonne mal classée
renvoie la valeur maximale.
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i

j

xij

Figure 1.17 – Représentation schématique de l’erreur e(n,g)×(d,m) définie par l’équation (1.4). Si la ligne
i (en jaune) est mal classée, cela représente 20 cases soit une proportion de 1

8 de la matrice et si c’est la
colonne j (en bleu), cela représente 8 cases soit une proportion de 1

20 . Dans le cas où la ligne et la colonne
sont mal classées, la case xij (en vert) est comptée deux fois, d’où l’importance d’enlever le produit des
deux erreurs.

g 1 2 3 . . .
g

(g2 ≤ n) . . .
n− gbis
(2gbis ≤
n− 2)

. . . n− 2 n− 1 n

emax
n,g 0 1

2
2
3 . . . g−1

g . . . 2(gbis−1)
n . . . 4

n
2
n 0

Table 1.5 – Borne maximale de l’erreur sur les lignes suivant le nombre de classes demandé.

1.3.3 Plan de la thèse
Dans le chapitre 2, nous expliquons pourquoi l’algorithme Expectation Maximisation ne peut pas

être utilisé tel quel pour le modèle des blocs latents. Nous étudions ensuite les algorithmes VEM (proposé
par Govaert et Nadif (2008)) et SEM -Gibbs (proposé par Keribin et al. (2014)) et plus particulièrement la
combinaison de ces deux algorithmes. Nous expliquons les difficultés rencontrées, notamment le problème
de dégénérescence de classes.

Dans le chapitre 3, nous proposons une adaptation bayésienne du modèle pour répondre à cette ques-
tion de dégénérescence. Nous montrons en particulier qu’avec des lois a priori correctement choisies,
l’algorithme V -Bayes, version bayésienne de l’algorithme VEM, régularise l’estimation des classes. Nous
étudions également l’échantillonneur de Gibbs et proposons un critère d’arrêt basé sur la statistique de
Brooks-Gelman (Brooks et Gelman, 1998) et l’adaptation proposée par Fu (2012).

Dans le chapitre 4, nous étudions le critère de sélection de modèle ICL (pour Integrated Completed
Likelihood) et montrons qu’une formule exacte est possible. Nous utilisons alors une approximation de ce
critère pour déduire un critère BIC (pour Bayesian Information Criterion). Nous étudions ensuite leurs
comportements. Dans un deuxième temps, nous adaptons les critères pour quantifier la perte d’informa-
tion d’une binarisation des données.

Dans le chapitre 5, nous étudions une adaptation de l’algorithme Largest Gaps proposé par Channa-
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rond et al. (2012) dans le cadre des modèles de graphes aléatoires. Nous démontrons que les estimateurs
fournis par cet algorithme sont consistants mais qu’il faut un grand nombre d’observation pour obtenir
de bonnes estimations. Ce chapitre permet, entre autres, de mieux appréhender le problème de la double
asymptotique.

Dans le chapitre 6, nous comparons tous les algorithmes décrits dans les chapitres précédents sur des
données simulées et réelles. En particulier, nous regardons les procédures à partir d’un temps d’exécution
(elapsed) fixé.

Enfin, nous concluons en rappelant les résultats obtenus, proposons une méthodologie et énonçons les
problèmes encore ouverts que nous jugeons importants d’étudier.
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1.B Borne de l’erreur
Comme expliqué dans la section 1.3.2.5, à cause des permutations, l’erreur en,g sur les lignes ne peut

pas dépasser une certaine valeur qui est strictement inférieure à 1. Prenons l’exemple de trois lignes avec
deux classes non vides et prenons toutes les combinaisons possibles entre la vraie partition z? et celle que
nous pouvons obtenir z (voir le tableau 1.6). Sans les permutations, l’erreur va de 0 à 1 mais avec les
permutations, elle ne dépasse pas 1/3.

Erreur sans les permutations

z?
z

1
2
2

 1
1
2

 1
2
1

 2
1
2

 2
1
1

 2
2
1


(
1 2 2

)T
0 1/3 1/3 2/3 1 2/3(

1 1 2
)T

1/3 0 2/3 1/3 2/3 1(
1 2 1

)T
1/3 2/3 0 1 2/3 1/3(

2 1 2
)T

2/3 1/3 1 0 1/3 2/3(
2 1 1

)T
1 2/3 2/3 1/3 0 1/3(

2 2 1
)T

2/3 1 1/3 2/3 1/3 0

Erreur avec les permutations

z?
z

1
2
2

 1
1
2

 1
2
1

 2
1
2

 2
1
1

 2
2
1


(
1 2 2

)T
0 1/3 1/3 1/3 0 1/3(

1 1 2
)T

1/3 0 1/3 1/3 1/3 0(
1 2 1

)T
1/3 1/3 0 0 1/3 1/3(

2 1 2
)T

1/3 1/3 0 0 1/3 1/3(
2 1 1

)T
0 1/3 1/3 1/3 0 1/3(

2 2 1
)T

1/3 0 1/3 1/3 1/3 0

Table 1.6 – Borne maximale de l’erreur sur les lignes pour trois lignes et deux classes non vides : en
haut sans les permutations et en bas avec les permutations, les chiffres en rouge signifie qu’il faut inverser
les labels pour minimiser l’erreur.

Durant notre thèse, nous avons démontré les bornes maximales pour les cas du tableau 1.5. Nous
mettons dans cette annexe les démonstrations.

Pour les démonstrations des bornes du tableau 1.5, nous commençons par les plus grands nombres de
classes et finissons par les plus petits. Les premières démonstrations se font en regardant les constructions
possibles des partitions ; les secondes en analysant les effectifs possibles en commun entre les différentes
classes. Ces démonstrations présupposent qu’il y ait un nombre de lignes suffisant et qu’aucune classe ne
soit vide ; nous notons z et z? les deux partitions.

g = n : pour le cas où il y a autant de classes en ligne que de lignes, il y a exactement une ligne par
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classe et il suffit de prendre la permutation qui associe les classes telle que les cases soient dans la même
classe. L’erreur est alors de 0.

g = n− 1 : pour le cas où il y a une classe de moins que de lignes, cela signifie qu’il y a exactement
une classe de deux lignes (car il n’y a aucune classes vides) :

— soit les deux classements possèdent les mêmes lignes dans leurs classes respectives de cardinal 2,
et dans ce cas, en associant les deux classes par une permutation, nous avons une erreur de 0,

— soit elles contiennent des lignes différentes et, sans perte de généralité, nous supposons que ce
sont les lignes 1 et 2 pour z et les lignes 3 et 4 pour z?. Alors, nous associons le grand groupe
de z au groupe contenant uniquement la ligne 1 de z? ; le groupe ne contenant que la ligne 3 de
z au grand groupe de z? et le groupe ne contenant que la ligne 4 de z avec le groupe de z? ne
contenant que la ligne 2. Les autres groupes étant des singletons, nous faisons la même association
que précédemment. En mettant le même label lorsque les groupes sont égaux par la permutation,
nous obtenons finalement :

z =



1
1
2
3
4
5
...

n− 1


et z? =



1
3
2
2
4
5
...

n− 1


soit deux lignes de mal classées.

— soit elles ont une ligne en commun et en les associant, deux lignes sont mal classées,
D’où une erreur maximale de 2/n.

g = n− gbis : en reprenant la démonstration précédente et si, pour chaque partition, il y a un groupe
contenant gbis + 1 lignes et que ces groupes sont totalement différents, alors il y a au moins gbis lignes de
mal classées pour chaque cas soit 2gbis lignes mal classées. Si leur intersection est non vide, nous associons
les deux groupes et l’erreur est au pire la même. Ceci n’est possible que si 2(gbis + 1) ≤ n.

Montrons maintenant que la borne ne peut pas dépasser cette valeur (voir la figure 1.18) : pour
former les groupes, nous prenons n− gbis lignes formant des singletons (groupes 1 et 2 pour la matrice z
et groupes 2 et 4 pour la matrice z? sur la figure 1.18) puis nous rajoutons dans un second temps à ces
groupes les gbis autres lignes (groupe 3 et 4 pour la matrice z et groupes 1 et 3 pour la matrice z? sur la
figure 1.18). Nous divisons ainsi le nombre de lignes en 4 groupes (voir la figure 1.18) :

1. les lignes sélectionnées initialement pour former les groupes pour la partition z mais pas pour la
partition z?,

2. les lignes sélectionnées initialement pour former les groupes pour les deux partitions,
3. les lignes qui ne sont sélectionnées initialement par aucune partition,
4. les lignes sélectionnées initialement pour former les groupes pour la partition z? mais pas pour la

partition z.
En notant ni l’effectif du groupe i, nous pouvons faire plusieurs constatations : comme le nombre de

points mis à l’écart est de gbis, nous avons pour la partition z, la formule n3 +n4 = gbis et n1 +n4 = gbis
pour la partition z?. Nous en déduisons que n1 = n4.

Pour le classement, nous associons les singletons des deux classement du groupe 2 de façon à ce que
chaque ligne de ce groupe soit dans la même classe pour les deux partitions. Pour les autres, nous associons
les singletons de la partition z correspondant au groupe 1 avec ceux de la partition z? du groupe 3. Ainsi,

58



nous avons n1 + n4 lignes mal classées, n3 potentiellement mal classées et n2 bien classées. À partir des
résultats précédents, nous avons :

n2 = n− (n1 + n3 + n4) = n− [n1 + (gbis − n1) + n1] = n− gbis − n1

qui est minimale pour le cas où n1 = gbis.
Ce raisonnement n’est possible que si le nombre gbis est inférieur ou égal à la moitié de n.

Nous venons de montrer que nous ne pouvons pas faire pire qu’une erreur de 2gbis
n et nous avons un

cas où cette erreur est atteinte si 2gbis ≤ n− 2 d’où le résultat.

• • • • • • • •

• • • • • • • •· · ·

· · ·

· · ·

· · ·

· · ·

· · ·

· · ·

· · ·z :

z? :

Groupe 1 Groupe 2 Groupe 3 Groupe 4

n1 n1gbis − n1n− n1 − gbis

Figure 1.18 – Représentation schématique de la construction des classes pour le cas où g = n−gbis. Les
matrices sont représentées horizontalement, les points de chaque colonne représentent le même indice de
ligne (celui du haut pour le classement de z et celui du bas pour le classement de z?). Les points entourés
d’un cercle sont ceux sélectionnés initialement pour créer les singletons. Le groupe 1 (resp. 4) englobe les
lignes sélectionnées pour créer les singletons initiaux pour faire la partition z (resp. z?) mais qui ne sont
pas sélectionnées pour celle de z? (resp. z) ; le groupe 2, les lignes initiales en commun et le groupe 3, les
lignes qui ne sont sélectionnées par aucune partition au départ.

A l’opposé, si nous avons peu de groupes :

g = 1 : c’est forcément le même groupe de chaque côté.

g = 2 : en prenant les deux groupes de la partition z, nous avons :
— dans le premier groupe, les lignes qui sont dans le groupe 1 de z? soit un effectif de n11 et les lignes

qui sont dans le deuxième groupe de z? soit un effectif de n12,
— de même pour le deuxième groupe avec des effectifs de n21 et n22.

Sans perte de généralité, supposons que la permutation optimale est l’identité et regardons ce que cela
implique sur les effectifs des classements. Nous voyons que le nombre de lignes bien classées est alors de
n11 + n22 et que celui de lignes mal classées est de n12 + n21.

Si nous supposons que n12 +n21 > n11 +n22 alors, la permutation associant les classes 1 et 2 de chaque
partition est meilleure et nous contredisons l’hypothèse que l’identité est la permutation optimale. Ceci
implique que n12 +n21 ≤ n11 +n22 et pour avoir le plus grand nombre de lignes mal classées, il faut avoir
l’égalité.
Comme la somme est censée faire n, nous obtenons une borne maximale de l’erreur de 1/2 (voir la fi-
gure 1.19 en haut).

g = 3 : Avec les mêmes notations et toujours sans perte de généralité, nous supposons que l’identité
est la permutation optimale. Par le même raisonnement que pour g = 2, si pour deux classes k et k′ nous
avons nkk′ +nk′k > nkk +nk′k′ alors la permutation qui inverse ces deux classes ne touche pas aux autres
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effectifs et classe mieux plus de lignes. Par conséquent, le pire cas est quand nous avons pour tout couple
de classes (k, k′), la relation nkk′ + nk′k = nkk + nk′k′ . Ce qui implique que : n11 + n22 = n12 + n21

n11 + n33 = n13 + n31

n22 + n33 = n23 + n32

Or, le nombre de lignes mal classées, que nous notons nMC , est la somme des termes de droites. Donc,
en notant nBC le nombre de lignes bien classées, nous avons :

nMC = n12 + n21 + n13 + n31 + n23 + n32 = 2 (n11 + n22 + n33) = 2nBC

et comme la somme de nBC et de nMC vaut n, nous en déduisons que le nombre maximal de lignes mal
classées est de 2/3n soit une erreur maximale de 2/3 (voir la figure 1.19 en bas).

2 classes
• • • • • • • •

• • • • • • • •

z :

z? :

1 2

12 2

3 classes
• • • • • • • • • • • • • • • • • •

• • • • • • • • • • • • • • • • • •

z :

z? :

1 2 3

1 12 2 23 3

Figure 1.19 – Représentation schématique de la construction des classes pour le cas où g2 ≤ n pour 2
et 3 classes ayant à chaque fois 2 points en commun pour chaque classe. Les matrices sont représentées
horizontalement, les points de chaque colonne représentent le même indice de ligne et les groupes entourant
les points correspondent aux classes (bordeaux pour la 1, orange pour la 2 et vert pour la 3). Les points
surlignés sont ceux dans la même classe pour chacune des partitions.

g2 ≤ n : en reprenant le raisonnement précédent, nous obtenons les relations suivantes :

∀k ∈ {1, . . . , g − 1}, ∀k′ ∈ {k + 1, . . . , g}, nkk + nk′k′ = nkk′ + nk′k. (1.5)
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De même, nous avons alors :

nMC =

g−1∑
k=1

g∑
k′=k+1

(nkk′ + nk′k)

=

g−1∑
k=1

g∑
k′=k+1

nkk +

g−1∑
k=1

g∑
k′=k+1

nk′k′

=

g−1∑
k=1

(g − k)nkk +

g∑
k′=2

k′−1∑
k=1

nk′k′

=

g−1∑
k=1

(g − k)nkk +

g∑
k′=2

(k′ − 1)nk′k′

= (g − 1)n11 +

g−1∑
k=2

[(g − k)nkk + (k − 1)nkk] + (g − 1)ngg

= (g − 1)n11 +

g−1∑
k=2

[(g − 1)nkk] + (g − 1)ngg

= (g − 1)

g∑
k=1

nkk

= (g − 1)nBC .

Et comme nous avons la somme qui vaut n, nous obtenons :

nMC + nBC = n⇔ (g − 1)nBC + nBC = n⇔ nBC =
n

g

et la borne maximale est de g−1
g .

Pour cela, il faut au moins que chaque effectif nkk′ soit plus grand que 1. Nous avons donc besoin que
g2 ≤ n. De plus, cette borne n’est qu’un majorant dans le cas où nous n’avons pas les égalités de (1.5)
mais seulement des inégalités.

Entre les deux états limites, il est possible de prendre la borne obtenue dans le cas où g2 ≤ n. Cette
borne est toutefois trop grande car il n’y a plus la possibilité d’avoir toutes les égalités de 1.5 mais un
certain nombre d’inégalités strictes.
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Chapitre 2

Algorithmes dérivés de
l’algorithme EM

"Rien ne semble vrai qui ne puisse sembler faux."
Montaigne
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2.1 Introduction
Comme nous l’expliquons dans le chapitre 1, le modèle des blocs latents peut être vu comme un modèle

de mélange. Dans ce chapitre, nous expliquons pourquoi il est impossible, dans un temps raisonnable,
d’utiliser l’algorithme EM (Dempster et al., 1977) puis nous étudions deux algorithmes dérivés de ce
premier pour contourner cette difficulté.

Pour cela, nous présentons d’abord l’approximation variationnelle qui est à la base de l’algorithme
VEM de Govaert et Nadif (2008), nous expliquons le principe de l’algorithme et présentons quelques
limites de celui-ci. Notamment, nous parlons du problème de dégénérescence des classes, terme utilisé
dans le cas où un algorithme renvoie un nombre de classes inférieur à celui demandé.

Ensuite, nous présentons l’algorithme SEM -Gibbs introduit par Keribin et al. (2014) qui est une
adaptation au modèle des blocs latents de l’algorithme SEM (pour Stochastic Expectation Maximisation)
proposé par Celeux et al. (1995) dans le cas des mélanges classiques. Nous rappelons quelques résultats
sur l’algorithme SEM dans le cas de mélanges simples et en étudions les intérêts et inconvénients dans
le cas du modèle des blocs latents.

Enfin, nous parlons de la combinaison de ces deux algorithmes pour tirer profit des avantages de
chacun tout en diminuant les inconvénients et abordons le problème de la dégénérescence des classes.
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2.2 Algorithme Expectation Maximisation (EM)
Le modèle des blocs latents étant un modèle de mélange, le calcul de l’estimateur du maximum de

vraisemblance (EMV) ne peut pas être obtenu en cherchant à annuler la dérivée de la log-vraisemblance
comme pour des cas d’inférences statistiques simples (voir la section A.2.1). L’idée proposée par Dempster
et al. (1977) est de maximiser la log-vraisemblance en tirant parti de la structure à données manquantes du
problème. Pour cela, ils décomposent la log-vraisemblance, notée L, comme la différence de l’espérance
conditionnelle connaissant un paramètre θ(c) et les observations de la log-vraisemblance complétée et
d’une fonction en θ :

L(θ) = log p(X;θ) = EZ|X;θ(c) [log (p(X,Z;θ))]︸ ︷︷ ︸
=:Q(θ|θ(c) )

−EZ|X;θ(c) [log (p(Z|X;θ))]︸ ︷︷ ︸
=:H(θ|θ(c) )

où Z représente dans ce cas l’ensemble des variables latentes (voir la section A.3.2).
Pour tout paramètre θ, la valeur H

(
θ
∣∣∣θ(c)

)
est inférieure à H

(
θ(c)

∣∣∣θ(c)
)

et pour un paramètre

θ(c+1) dont la valeur Q
(
θ(c+1)

∣∣∣θ(c)
)
est supérieure à Q

(
θ(c)

∣∣∣θ(c)
)
, la log-vraisemblance associée est

plus grande (voir l’annexe A.3.2).
L’algorithme Expectation Maximisation (ou EM ) part d’une première valeur θ(0) et fait des itéra-

tions successives des deux étapes suivantes :
Algorithme Expectation Maximisation :

1. Initialisation de θ(0).
2. Itération :

(a) Étape E : calcul pour tout θ de

Q
(
θ
∣∣∣θ(c)

)
= EZ|X;θ(c) [log (p(X,Z;θ))] .

(b) Étape M : calcul de θ(c+1) tel que

θ(c+1) ∈ argmaxQ
(
θ
∣∣∣θ(c)

)
.

Pour stopper l’algorithme, il existe de nombreux critères d’arrêt : par exemple, après un nombre fini
d’itérations, lorsque la valeur L

(
θ(c)
)
n’évolue plus ou encore lorsque les paramètres θ(c) successifs sont

suffisamment proches les uns des autres.

Remarque numérique 2.2.1.
Dans certains cas, et en particulier lorsque le calcul de Q est compliqué, il peut être préférable de ne
chercher qu’une simple valeur augmentant Q, plutôt que la valeur la rendant maximum.

L’algorithme EM converge vers un maximum local de la log-vraisemblance. Il est conseillé de relancer
plusieurs fois l’algorithme à partir d’initialisations différentes pour espérer détecter un maximum global.
Il existe un certain nombre de stratégies d’initialisation (voir par exemple Biernacki et al., 2006), certaines
spécifiques aux lois des mélanges (comme pour la section 5.5).

Dans le cas du modèle des blocs latents, le calcul de l’espérance conditionnelle aux observations, et
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calculée avec la valeur θ(c) courante du paramètre, de la log-vraisemblance complétée est le suivant :

Q
(
θ
∣∣∣θ(c)

)
=

∑
i,k

s
(c)
ik log πk +

∑
j,`

t
(c)
j` log ρ` +

∑
i,j,k,`

e
(c)
ijk` logϕ(xij ;αk`)

avec
s

(c)
ik = P

(
zik = 1

∣∣∣x;θ(c)
)
, t

(c)
j` = P

(
wj` = 1

∣∣∣x;θ(c)
)
,

et e(c)
ijk` = P

(
zik = 1, wj` = 1

∣∣∣x;θ(c)
)
.

Or, si nous avons supposé, par l’hypothèse H2 de la section (1.3.1), l’indépendance des variables
latentes, cette indépendance ne se retrouve pas dans la loi conditionnelle et le calcul de e(c)

ijk` ne se
factorise pas comme dans le cas d’un mélange simple :

eijk` =
∑

(z,w)∈Z×W
zikwj`=1

p
(
z,w

∣∣∣x;θ(c)
)
.

Cette somme est alors obligatoire et le cardinal de l’ensemble sur laquelle elle est faite est presque du
même ordre de grandeur que celui de Z ×W. Il est utopique d’espérer pouvoir calculer une somme sur
un ensemble de cardinal |Z × W| en un temps raisonnable (voir section 1.3.2.2) donc a fortiori pour le
calcul de Q à chaque itération.
Cette dépendance intervient également, mais à moindre mesure, dans le calcul des s(c)

ik et t(c)j` .

2.3 Algorithme VEM

Pour contourner cette difficulté, Govaert et Nadif (2008) proposent d’utiliser une approximation va-
riationnelle. Le principe est de considérer l’étape E de l’algorithme EM comme une optimisation fonc-
tionnelle de distributions libres des variables latentes qzw(z,w) quelconques. Ainsi, ils décomposent la
log-vraisemblance comme la somme de deux fonctions (voir par exemple Keribin, 2010) :

L(θ) = E(Z,W)∼qzw

[
log

(
p (x,Z,W;θ)

qzw(Z,W)

)]
︸ ︷︷ ︸

=:F(qzw;θ)

+DKL (qzw||p(·, ·|x;θ))

où F est une fonction de la distribution libre qzw et DKL est la divergence de Kullback-Leiber (Kullback et
Leibler, 1951). Comme la divergence de Kullback-Leiber est positive, l’énergie libre F est une minorante
de la log-vraisemblance égale à cette dernière si et seulement si la distribution libre qzw est égale à
la densité p

(
·, ·
∣∣∣x;θ(c)

)
. Comme pour l’algorithme EM, l’estimation de l’estimateur du maximum de

vraisemblance se fait par une maximisation alternée de l’énergie libre :
— Étape E remplacée par : maximisation de l’énergie libre F

(
qzw;θ(c)

)
en qzw à θ(c) fixé,

— Étape M inchangée : maximisation de l’énergie libre F
(
q

(c+1)
zw ;θ

)
en θ à q(c+1)

zw fixée.

Le principe de l’approximation variationnelle est de maximiser l’énergie libre à θ(c) fixé en prenant
les distributions libres dans une famille permettant de faire les calculs sans trop dégrader l’estimation.

Nous avons vu dans la section 2.2 que le problème d’utilisation l’algorithme EM est dû aux variables
latentes non indépendantes conditionnellement aux observations ; Govaert et Nadif (2008) utilisent une
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approximation en champ moyen, c’est-à-dire supposent que les distributions libres qzw se factorisent en
z et w :

qzw (z,w) = qz(z)qw(w),

qui, comme pour l’hypothèse (H2) de la section 1.3.1, a pour conséquence l’indépendance conditionnelle
des lois des labels d’appartenance aux classes pour chaque ligne et chaque colonne. Ainsi, à chaque étape,
ils maximisent la fonction :

F (qzw;θ) =
∑
i,k

s
(c)
ik log πk +

∑
j,`

t
(c)
j` log ρ` +

∑
i,j,k,`

s
(c)
ik t

(c)
j` logϕ(xij ;αk`)

−
∑
i,k

s
(c)
ik log s

(c)
ik −

∑
j,`

t
(c)
j` log t

(c)
j`

en alternant par rapport aux
(
s

(c)
ik , t

(c)
j`

)
et aux θ.

L’algorithme VEM (Variationnal Expectation Maximisation) proposé par Govaert et Nadif (2008) est
le suivant :
Algorithme Variationnal Expectation Maximisation :

1. Initialisation de θ(0) et de t(0)
j` .

2. Itération jusqu’à ce que F
(
qzw;θ(c)

)
n’évolue plus :

(a) Étape V E : maximisation alternée de l’énergie libre à θ(c) fixé en prenant t(t=0)
j` = t

(c)
j` :

i. pour tout i et k, calcul de s(t+1)
ik à t(t)j` et à θ(c) fixés :

s
(t+1)
ik =

π
(c)
k

∏m
`=1

∏r
h=1

((
αhk`

(c)
)∑d

j=1 t
(t)
j` vijh

)
∑g
k′=1 π

(c)
k′
∏m
`=1

∏r
h=1

((
αhk′`

(c)
)∑d

j=1 t
(t)
j` vijh

) ,

ii. pour tout j et `, calcul de t(t+1)
j` à s(t+1)

ik et à θ(c) fixés de la même manière.

Obtention des probabilités s(c+1)
ik et t(c+1)

j` , les dernières calculées.

(b) Étape M : calcul du paramètre θ(c+1) :

π
(c+1)
k =

∑n
i=1 s

(c+1)
ik

n
, t

(c+1)
j` =

∑d
j=1 t

(c+1)
j`

d

et αhk`
(c+1)

=

∑n
i=1

∑d
j=1 s

(c+1)
ik t

(c+1)
j` vijh∑n

i=1

∑d
j=1 s

(c+1)
ik t

(c+1)
j`

.

3. Obtention d’un estimateur θ̂V EM = θ(∞).
4. Calcul des estimateurs des classes en ligne ẑV EM et en colonne ŵV EM tels que :

ẑV EMi ∈ argmax
k=1,...,g

s
(∞)
ik et ŵV EMj ∈ argmax

`=1,...,m
t
(∞)
j`
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Remarque numérique 2.3.1.
En pratique, Govaert et Nadif (2008) montrent qu’il est suffisant de faire une seule itération de l’étape 2.(a).
L’algorithme est à la fois plus rapide et ses estimations sont meilleures.
Avantages et inconvénients de l’algorithme VEM

+ L’algorithme VEM converge assez rapidement vers un maximum local de l’énergie libre.
− L’algorithme VEM est notablement plus dépendant des conditions initiales que l’algorithme EM

(voir par exemple Bishop, 2006, chapitre 10). Le maximum global de l’énergie libre est un minorant
de celui de la log-vraisemblance.

Comportement de l’énergie libre
L’énergie libre est un minorant de la log-vraisemblance dont la qualité dépend de la divergence de
Kullback-Leiber qui ne peut être estimée. Les deux problèmes qui se posent sont de savoir si

— le paramètre θ qui maximise l’énergie libre est proche de celui qui maximise la log-vraisemblance,
— la valeur maximale de l’énergie libre est proche de celle de la log-vraisemblance.

Dans le cas des modèles de mélange classiques, Keribin (2010, section 3.2) recense dans son article un
certain nombre de résultats :

— Wang et Titterington (2004a) montrent que, dans le cas de mélanges simples de lois de la famille
exponentielle, l’estimateur obtenu avec l’approximation en champ moyen converge vers la vraie
valeur des paramètres et que la loi de l’estimateur est asymptotiquement normale à la vitesse
O
(

1√
n

)
.

— De plus, Wang et Titterington (2005) et Wang et al. (2006) montrent que dans le cas gaussien, l’es-
timateur obtenu avec une approximation variationnelle converge en vitesse O

(
1
n

)
vers l’estimateur

du maximum de vraisemblance mais la matrice de covariance de la loi limite est inférieure à celle
de l’estimateur du maximum de vraisemblance, cela a notamment une influence dans le calcul des
intervalles de confiance (la démonstration de cette dernière affirmation peut être étendue au cas
des mélanges de lois appartenant à la famille exponentielle ; voir Wang et Titterington (2004b)).

— Toutefois, Humphreys et Titterington (2000) montrent que l’approximation est plutôt mauvaise
lorsque le nombre d’observations n’est pas assez important. Ils illustrent leur propos sur des mé-
langes de lois bêta.

Ces observations, associées à la convergence des labels démontrée par Mariadassou et Matias (2012)
montrant que la loi conditionnelle tend vers une dirac et se factorise donc, laissent penser que l’approxi-
mation variationnelle en champ moyen donne de bons résultats lorsque le nombre d’observations est assez
grand.
En revanche, nous ignorons toujours le comportement à distance finie.
Remarque numérique 2.3.2. Estimation de la log-vraisemblance par simulations
Dans un des travaux de cette thèse, nous avons essayé de comprendre le comportement de l’énergie
libre par rapport à celui de la log-vraisemblance. Pour cela, nous avons tenté d’estimer cette dernière en
utilisant des méthodes de simulations types MCMC (Monte Carlo Markov Chain) à partir d’un paramètre
θ fixé pour des matrices de tailles inférieures ou égales à 20 lignes et 20 colonnes. Comme l’énergie libre
était parfois plus grande que notre estimation de la log-vraisemblance lorsque nous avions entre 10 et 20
lignes ou colonnes, nous en avons déduit que nos estimations n’étaient pas correctes. Nous voyons deux
raisons à cela :

— la première approximation est due au nombre d’itérations. Vu le cardinal de l’ensemble Z ×W, il
est fort probable que les 10 000 000 d’itérations faites n’ont pas suffit pour nos estimations.

— La deuxième approximation est numérique. Bien que nous ayons essayé un important nombre
d’astuces informatiques pour limiter cette approximation, il est difficile de prendre en compte le
cumul des arrondis.
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2.4 Algorithme SEM -Gibbs

Plutôt que d’approximer numériquement la loi jointe conditionnelle, Keribin et al. (2014) proposent
de la simuler à l’aide d’un échantillonneur de Gibbs (Gelfand et Smith, 1990), c’est-à-dire de simuler un
grand nombre de couples (z,w) de telle sorte que la loi stationnaire de la chaîne de Markov obtenue soit
la loi jointe conditionnelle.

L’algorithme SEM -Gibbs ainsi défini ne fait plus une approximation numérique de la loi conditionnelle
mais une approximation stochastique.
Algorithme Stochastic Expectation Maximisation :

1. Initialisation de θ(0) et de w(0).
2. Itération niter fois :

(a) Étape SE : simulation des couples
(
z(t),w(t)

)
en prenant w(t=0) = w(c) et en itérant

niterint fois :

i. estimation de la loi p
(
z
∣∣∣x,w(t);θ(c)

)
puis tirage de z(t+1) :

p
(
zik = 1

∣∣∣xi�,w(t);θ(c)
)

=

π
(c)
k

∏m
`=1

∏r
h=1

((
αhk`

(c)
)∑d

j=1 w
(t)
j` vijh

)
∑g
k′=1 π

(c)
k′
∏m
`=1

∏r
h=1

((
αhk′`

(c)
)∑d

j=1 w
(t)
j` vijh

) ,

ii. de la même manière, estimation de la loi p
(
w
∣∣∣x, z(t+1);θ(c)

)
puis tirage de w(t+1).

Conservation du dernier couple
(
z(c+1),w(c+1)

)
simulé.

(b) Étape M : mise à jour du paramètre θ(c+1) :

π
(c+1)
k =

∑n
i=1 z

(c+1)
ik

n
, ρ

(c+1)
` =

∑d
j=1 w

(c+1)
j`

d

et αhk`
(c+1)

=

∑n
i=1

∑d
j=1 z

(c+1)
ik w

(c+1)
j` vijh∑n

i=1

∑d
j=1 z

(c+1)
ik w

(c+1)
j`

.

3. Obtention d’un estimateur θ̂SEM = 1
niter

∑niter
c=1 θ(c) en moyennant les paramètres obtenus.

4. Calcul des estimateurs des classes en ligne ẑSEM et en colonne ŵSEM par affectation à la classe
majoritairement affectée durant les simulations :

ẑSEMi ∈ argmax
k=1,...,g

niter∑
c=1

z
(c)
ik et ŵSEMj ∈ argmax

`=1,...,m

niter∑
c=1

w
(c)
j`

L’algorithme SEM -Gibbs génère une chaîne de Markov sur θ(c) dont la moyenne peut être vue comme
une approximation de l’estimateur du maximum de vraisemblance. Il est préférable de ne pas prendre en
compte les premières estimations pour ne pas biaiser le résultat, c’est-à-dire ne pas prendre les sommes
à partir de 1 pour les étapes 3 et 4 mais un nombre plus grand ; nous parlons de temps de chauffe.
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Avantages et inconvénients de l’algorithme SEM -Gibbs
+ L’algorithme SEM -Gibbs est peu sensible aux initialisations et renvoie une estimation θ̂SEM proche

de la vraie valeur si niter est suffisamment grand.
− Les estimations renvoyées fluctuent autour des valeurs recherchées suivant les chaînes générées.

Remarque numérique 2.4.1.
En pratique, Keribin et al. (2010) montrent qu’une seule itération de l’étape SE suffit. Pour que l’algo-
rithme soit plus rapide, il est donc conseillé de prendre niterint = 1.

Il ressort des simulations que le problème de label switching n’apparaît presque jamais. Il faut que
niter soit très grand pour que l’algorithme rencontre cette difficulté. Toutefois, il est conseillé d’utiliser
les conditions suffisantes C1 et C2 du critère d’identifiabilité de Keribin (section 1.3.2.1) pour réordonner
les résultats avant de moyenner sur les θ(c) et d’affecter les classes en ligne et en colonne. Par contre,
il est déconseillé de réorganiser les labels durant la simulation, la chaîne de Markov associée serait alors
biaisée (Celeux et al., 2000).

Remarque 2.4.2. États absorbants de l’algorithme SEM -Gibbs
Un état absorbant est une configuration des matrices

(
z(c+1),w(c+1)

)
telles qu’à l’étape suivante, la si-

mulation de l’étape SE génère presque sûrement le même couple. L’algorithme SEM -Gibbs en possède
potentiellement deux types :

Type I : si l’algorithme renvoie une partition avec une classe vide, cette dernière le reste jusqu’à la
fin de la simulation. Or, la probabilité d’avoir des partitions avec une seule classe est strictement positive
(sauf si nous sommes dans un état absorbant de type II) et l’algorithme renvoie donc une seule classe
avec une probabilité tendant vers 1 avec le nombre d’itérations niter.

Pour éviter ce problème, l’étape SE est répétée tant que les matrices
(
z(c+1),w(c+1)

)
contiennent des

classes vides. L’obtention de matrices sans classes vides est une variable aléatoire suivant une loi géomé-

trique de paramètre plus grand que (ng)(
d
m)

(n2d)g(d2n)m ; l’espérance pouvant être très grande, il est recommandé
de relancer l’algorithme à partir d’une nouvelle valeur initiale si le nombre d’essais est trop important.

Type II : le deuxième état absorbant que nous avons identifié est dû à la structure en blocs du modèle.
Si pour une itération c, les partitions simulées

(
z(c),w(c)

)
sont telles que pour chaque classe en ligne et

en colonne, il y ait au moins un bloc composé de cases avec la même valeur (comme sur la figure 2.1, à
gauche), l’algorithme réaffecte presque sûrement les mêmes labels pour chaque ligne à l’itération suivante.
Pour être précis, il faut rajouter des conditions sur les autres cases dont une formalisation mathématique
ainsi qu’une démonstration est proposée en annexe 2.A ; si ces conditions ne sont pas respectées, il est
possible que seulement certaines lignes ou colonnes soient bloquées (comme sur la figure 2.1, à droite)
voir aucunes.

Pour palier ce problème, et en même temps limiter celui de l’état absorbant de type I, nous proposons
de redonner arbitrairement la valeur 0.1 (resp. 0.9) pour les estimations αhk`

(c+1) trop proches de 0 (resp.
de 1).

En pratique, cet état absorbant peut se rencontrer lorsque le nombre de classes demandé est élevé ou
lorsque la matrice étudiée est composée d’une valeur dominante.
Il peut se retrouver pour d’autres lois :

— pour les lois de Poisson en ayant des blocs composés uniquement de la valeur 0,
— pour des données gaussiennes, dans le cas où des blocs sont composés de la même valeur. En

théorie, la probabilité d’avoir ce type de matrice avec des blocs contenant plus de 2 cases est nulle ;
mais en pratique, surtout si les données sont discrétisées, il est possible de rencontrer ce type de
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Figure 2.1 – À gauche, représentation d’une matrice étant dans un état absorbant de type II pour le
cas binaire. L’algorithme SEM -Gibbs reste bloqué dans cette configuration à cause des deux blocs blancs
(en haut à gauche et en bas à droite). À droite, la même matrice avec une ligne totalement blanche ; seule
cette ligne peut changer d’affectation de classe.

configuration.

Avec ces améliorations, la chaîne
(
z(c),w(c)

)
obtenue est ergodique sur l’espace des configurations privé

des états absorbants ; et avec elle la chaîne
(
θ(c)

)
sur l’espace des paramètres tel qu’aucun paramètre αhk`

ne puisse valoir 1, ni aucune proportion πk ou ρ` ne puisse valoir 0. Nous espérons que la loi stationnaire
de
(
θ(c)

)
se concentre alors autour de l’estimateur du maximum de vraisemblance.

2.5 Algorithme SEM+VEM

L’algorithme VEM donne de bons résultats lorsque l’initialisation est proche de l’optimum, l’algo-
rithme SEM -Gibbs est peu sensible aux initialisations et propose des estimations proches des valeurs
recherchées. Nous proposons donc d’utiliser les avantages de chacun en les couplant en une procédure
notée SEM+VEM définie par :
Algorithme SEM+VEM :

1. Initialisation de θ(0) et w(0).
2. Avec ces initialisations, utilisation de l’algorithme SEM -Gibbs pour obtenir des estimateurs θ̂SEM

et ŵSEM .
3. En prenant ces estimateurs comme initialisation, utilisation de l’algorithme VEM pour obtenir des

estimateurs θ̂V EM , ẑV EM et ŵV EM .

Nous notons θ̂SV , ẑSV et ŵSV les estimateurs obtenus.

Remarque 2.5.1.
Les remarques faites précédemment sur l’énergie libre et sur le nombre d’itération niter pour l’algorithme
SEM -Gibbs sont encore valables.

Pour montrer empiriquement les améliorations obtenues par la combinaison SEM+VEM, nous avons
effectué un plan de simulation avec g = 3 classes en ligne, m = 2 classes en colonne, n = 100 lignes et
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d = 60 colonnes, des proportions équilibrées et des paramètres α de la forme :

α =

 ε 1− ε
1− ε 2ε− 0.49
1− ε 1− ε


en faisant varier ε ∈ {0.25, 0.3, 0.35}. Nous avons simulé 100 matrices et utilisé les algorithmes SEM -
Gibbs et VEM avec la même initialisation aléatoire. Ensuite, nous avons utilisé le résultat de l’algorithme
SEM -Gibbs comme initialisation d’un algorithme VEM ; ceci permet de voir l’amélioration de la combi-
naison des deux par rapport aux algorithme VEM et SEM -Gibbs seuls. Il est à noter que l’algorithme
VEM est désavantagé par le fait qu’une seule initialisation soit proposée ; une comparaison à temps d’exé-
cution (elapsed) fixé est proposée dans le chapitre 6.

Sur la figure 2.2, sont représentées les boxplots des estimations des composantes du paramètre θ
pour chacun des algorithmes après avoir utilisé a posteriori le critère d’identifiabilité pour contourner
l’éventuel label switching. L’algorithme VEM est plus souvent bloqué dans un maximum local que les
autres algorithmes. De plus, coupler l’algorithme SEM -Gibbs avec l’algorithme VEM permet de dimi-
nuer légèrement la variance des estimateurs et surtout d’améliorer l’estimation de certains paramètres ;
notamment pour l’estimation des α où nous pouvons voir des valeurs proches de 0.5 pour l’algorithme
SEM -Gibbs qui n’apparaissent pas pour l’algorithme SEM+VEM.

2.6 Dégénérescence des classes
En augmentant le nombre de classes, l’algorithme SEM+VEM renvoie parfois un nombre de classes

inférieur à celui demandé ; nous parlons de dégénérescence des classes. Deux possibilités peuvent être à
l’origine de ce phénomène :

1. soit des probabilités π(c)
k , estimées par l’algorithme VEM, d’appartenir à la classe k tendent vers

0 (nous parlons de classes qui se vident),
2. soit au moment de l’affectation des classes en fin d’algorithme, il existe une classe en ligne k dont

aucune probabilité s(∞)
ik n’est majoritaire pour chaque i.

2.6.1 Simulations
Pour mettre en évidence ce comportement, nous reprenons les résultats des simulations obtenus dans

notre article (Keribin et al., 2014).
Le premier plan d’expériences consiste à simuler des matrices binaires avec g = 5 et m = 4 classes en
ligne et colonne, des paramètres pour les blocs de la forme :

α =


ε ε ε ε

1− ε ε ε ε
1− ε 1− ε ε ε
1− ε 1− ε 1− ε ε
1− ε 1− ε 1− ε 1− ε


où ε varie entre 0 et 0.5 pour obtenir des matrices plus ou moins simples à classifier (allant de + à +++)
suivant le protocole proposé par Lomet et al. (2012c). De plus, nous faisons varier :

— les proportions :
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Estimations de π Estimations de ρ

Estimations de α

Figure 2.2 – Représentations par boxplot des estimations des composantes de π et de ρ (en haut) et
de α (en bas) en fonction des algorithmes (en colonne) et de la difficulté des données (en ligne). Le trait
en pointillé symbolise la valeur ayant servi à la simulation.
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• proportion équilibrée :

π =


0.2
0.2
0.2
0.2
0.2

 et ρ =


0.25
0.25
0.25
0.25

 ,

• proportion avec une progression arithmétique :

π =


0.1
0.15
0.2
0.25
0.3

 et ρ =


0.1
0.2
0.3
0.4

 ,

— le nombre (n, d) de lignes et de colonnes parmi les couples suivant :

(100, 200), (150, 150), et (200, 100).

Nous utilisons l’algorithme SEM+VEM avec 5 000 itérations pour SEM -Gibbs et le bon nombre de
classes en ligne et en colonne ou un nombre de classes en ligne et en colonne plus grand (g,m) = (8, 8).
Dans le tableau 2.1, sont représentés les pourcentages de fois où l’algorithme a renvoyé au moins une
classe vide sur 500 matrices simulées. Nous pouvons faire plusieurs observations :

1. l’algorithme SEM+VEM renvoie moins de classes vides lorsque le bon nombre de classes est
demandé (en comparaison au cas où il est demandé trop de classes).

2. Lorsque le bon nombre de classes est demandé, l’algorithme SEM+VEM renvoie moins de classes
vides lorsque la matrice est considérée comme facile que lorsqu’elle est considérée comme difficile.
Lorsque la matrice est considérée comme difficile, il semblerait qu’il y ait plus de maxima locaux
avec des classes vides.

3. À l’opposé, lorsque le nombre de classes demandé est supérieur au bon nombre, l’algorithme renvoie
des classes vides plutôt pour les cas simples, ne sachant pas comment subdiviser la partition
originale.

Au vu de ces remarques, notamment de la première, nous pouvons penser que l’algorithme renvoie
une ou plusieurs classes vides car le nombre de classes ayant servi à simuler les données est inférieur à
celui demandé et qu’il a finalement sélectionné le bon nombre de classes. Il est vrai que dans le cas de
certaines matrices comme l’échiquier (voir la figure 1.15), demander plus de deux classes en ligne ou en
colonne conduit souvent à l’obtention de classes vides.
Toutefois, nous pouvons objecter deux remarques à cette intuition :

— l’algorithme renvoie tout de même des classes vides pour le bon nombre de classes (jusqu’à 18%
dans certains cas),

— même si le bon nombre de classes est (8, 8), il y a beaucoup plus de maxima locaux que pour (5, 4)
et donc plus de chances d’obtenir des classes vides.

Pour vérifier ces remarques, les tableaux 2.2 et 2.3 représentent le nombre de classes obtenu au final
lorsque l’algorithme SEM+VEM a été utilisé en demandant un nombre de classes (g,m) = (8, 8) dans le
cadre de l’expérience du tableau 2.1. Bien que l’algorithme ait renvoyé un nombre de classes inférieur, ce
nombre est moins de 1% de fois le bon et il est même parfois inférieur à celui ayant servi aux simulations.
Ceci laisse penser que ce serait plutôt le deuxième argument qui serait à l’origine de la dégénérescence
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(g,m) = (5, 4) (g,m) = (8, 8)

Proportions
équilibrées

(100, 200)

(150, 150)

(200, 100)

+ ++ +++
5.6 7.2 13.8
5.4 5.6 7.4
3.2 5.6 10.4

(100, 200)

(150, 150)

(200, 100)

+ ++ +++
57.6 41.8 43.2
61.2 48.4 44
74.8 72 68.2

Proportions
inégales

(100, 200)

(150, 150)

(200, 100)

+ ++ +++
5.4 7 16.8
7.6 13 17.6
13.2 11.8 18.2

(100, 200)

(150, 150)

(200, 100)

+ ++ +++
65 54.6 47.4
69.2 54.2 57.2
81.4 67.8 68.2

Table 2.1 – Sur 500 matrices, pourcentage d’estimations obtenues par l’algorithme SEM+VEM dont
au moins l’une des classes est vide en fonction du nombre de lignes et de colonnes des matrices (ligne), de
la difficulté (colonne), des proportions (ligne globale) et du nombre de classes demandé (colonne globale).
Une couleur est mise pour mieux voir les différences entre les valeurs : plus le nombre est rouge, plus
celui-ci est proche de 100.

des classes lorsque le nombre de classes demandé est plus grand.

Nous faisons un dernier plan d’expérience pour vérifier la deuxième remarque. Pour cela, nous utilisons
les données 1 fournies par le protocole proposé par Lomet et al. (2012c) ; plus particulièrement, nous
étudions les matrices avec g = m = 5 et g = m = 10 classes en ligne et en colonne pour des nombres
de lignes et de colonnes égaux valant 50, 100, 200 et 500. Pour chaque configuration, sont proposées
20 matrices. Pour chacune d’elle, nous utilisons l’algorithme SEM+VEM avec le bon nombre de classes
et un nombre égal à (8, 8) pour 25 initialisations aléatoires. Nous supposons donc avoir trop de classes
lorsque le vrai nombre est g = m = 5 et pas assez lorsqu’il est de g = m = 10.

Le tableau 2.4 résume les pourcentages de fois où l’algorithme a renvoyé une classe vide.

Indépendamment du nombre de classes ayant servi à la simulation, l’algorithme SEM+VEM renvoie
plus souvent des classes vides lorsque le nombre demandé est plus grand.

De plus, si la dégénérescence de l’algorithme est une information sur le nombre de classes, nous nous
attendons à ce que celui-ci renvoie plus souvent des classes vides lorsque nous avons beaucoup de lignes et
de colonnes (et donc, beaucoup d’informations) ; en particulier dans le cas de matrices faciles (+). Nous
voyons que ce n’est pas le cas.

En conclusion, si l’algorithme SEM+VEM renvoie des classes vides, cela ne signifie pas forcément
que le nombre de classes réel est inférieur à celui demandé. Il est nécessaire de mieux comprendre cette
dégénérescence pour l’éviter.

1. Les données sont disponibles à l’adresse https://www.hds.utc.fr/coclustering/doku.php.
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Proportions équilibrées

+ ++ + + +

(100, 200)

4 5 6 7 8m
g

4 0 0 0 0 0
5 0 0 1 1 1
6 0 16 19 15 19
7 0 16 19 15 19
8 0 5 25 69 212

3 4 5 6 7 8m
g

4 0 0 0 0 01
5 0 0 0 0 0 1
6 0 0 8 9 4 12
7 0 0 3 19 24 34
8 0 0 3 17 75 291

4 5 6 7 8m
g

4 0 0 0 01
5 0 0 04 1
6 1 7 10 8 6
7 0 8 15 18 34
8 0 4 26 73 284

(150, 150)

4 5 6 7 8m
g

5 0 0 0 0 0
6 0 12 6 8 11
7 0 7 30 31 37
8 0 19 42 103 194

3 4 5 6 7 8m
g

5 0 0 0 0 0 0
6 0 0 14 9 9 4
7 0 0 14 16 24 28
8 0 0 5 36 93 258

4 5 6 7 8m
g

5 0 0 01 1
6 1 8 8 4 3
7 0 7 21 17 18
8 1 6 30 94 280

(200, 100)

4 5 6 7 8m
g

4 0 0 0 0 0
5 0 01 1 1
6 2 13 10 11 5
7 0 24 31 28 12
8 0 32 85 118 126

3 4 5 6 7 8m
g

4 0 0 0 0 01
5 0 0 0 01 2
6 0 0 19 9 4 3
7 0 0 15 34 24 8
8 0 0 34 79 127 140

4 5 6 7 8m
g

4 0 0 0 0 0
5 0 0 03 2
6 2 16 13 4 1
7 1 22 37 23 6
8 1 30 68 112 159

Table 2.2 – Sur 500 matrices, répartition du nombre de classes obtenu par l’algorithme
SEM+VEM utilisé avec un nombre de classes initiales de (g,m) = (8, 8) pour le cas des proportions
équilibrées. Le nombre de classes ayant servi à la simulation est encadré.
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Proportions inégales

+ ++ + + +

(100, 200)

4 5 6 7 8m
g

4 0 0 0 0 0
5 0 3 2 1 0
6 2 16 15 13 16
7 1 21 27 24 46
8 0 18 47 73 175

3 4 5 6 7 8m
g

4 0 0 0 0 01
5 0 5 1 1 12
6 0 2 13 13 6 12
7 0 1 15 26 35 41
8 0 0 3 24 71 227

3 4 5 6 7 8m
g

4 0 0 0 01 1
5 0 3 2 1 3 4
6 0 2 9 18 15 9
7 0 2 5 13 25 37
8 0 0 6 19 62 263

(150, 150)

4 5 6 7 8m
g

4 1 0 0 0 0
5 1 1 1 2 0
6 0 15 20 9 5
7 4 18 26 23 21
8 0 28 63 108 154

3 4 5 6 7 8m
g

4 0 0 0 0 0 0
5 0 04 5 1 1
6 1 1 111 9 6
7 0 2 14 29 31 22
8 0 1 17 39 76 229

3 4 5 6 7 8m
g

4 0 0 0 0 02
5 1 4 4 3 2 0
6 0 7 13 15 6 8
7 0 3 12 26 23 21
8 0 3 13 35 85 214

(200, 100)

4 5 6 7 8m
g

4 0 0 0 0 0
5 3 4 0 1 0
6 5 21 9 7 0
7 6 25 35 26 11
8 7 60 82 105 93

3 4 5 6 7 8m
g

4 1 0 0 0 0 0
5 0 8 4 2 1 1
6 0 9 13 15 8 6
7 0 3 27 29 32 24
8 0 2 20 57 77 161

3 4 5 6 7 8m
g

4 0 0 0 0 01
5 3 8 5 3 3 0
6 1 13 19 11 4 0
7 2 9 19 28 18 16
8 0 6 18 64 90 159

Table 2.3 – Sur 500 matrices, répartition du nombre de classes obtenu par l’algorithme
SEM+VEM utilisé avec un nombre de classes initiales de (g,m) = (8, 8) pour le cas des proportions
inégales. Le nombre de classes ayant servi à la simulation est encadré.
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(n, d)

erreur + ++ +++

(50,50) Bon nombre
(8, 8)

(5, 5)(10, 10)Matrices
Initialisation

0 18.6
2.8 2.4

Bon nombre
(8, 8)

(5, 5)(10, 10)Matrices
Initialisation

0 17.4
2.8 1.2

Bon nombre
(8, 8)

(5, 5)(10, 10)Matrices
Initialisation

0 17.6
1 0.8

(100,100) Bon nombre
(8, 8)

(5, 5)(10, 10)Matrices
Initialisation

1 0
0 0

Bon nombre
(8, 8)

(5, 5)(10, 10)Matrices
Initialisation

0 0
0.4 0

Bon nombre
(8, 8)

(5, 5)(10, 10)Matrices
Initialisation

0 0
0 0

(200,200) Bon nombre
(8, 8)

(5, 5)(10, 10)Matrices
Initialisation

0 0
0 0

Bon nombre
(8, 8)

(5, 5)(10, 10)Matrices
Initialisation

0 0
0 0

Bon nombre
(8, 8)

(5, 5)(10, 10)Matrices
Initialisation

0 0
0 0

(500,500) Bon nombre
(8, 8)

(5, 5)(10, 10)Matrices
Initialisation

0 0
0 0

Bon nombre
(8, 8)

(5, 5)(10, 10)Matrices
Initialisation

0 0
0.4 0

Bon nombre
(8, 8)

(5, 5)(10, 10)Matrices
Initialisation

0 0
0.2 0

Table 2.4 – Résultats de l’expérience sur le nombre de classes vides pour les données de Lomet et al.
(2012c) en fonction du nombre de lignes et colonnes des matrices (lignes globales) et de la difficulté
des données (colonnes globales). Chaque case des petits tableaux représente le pourcentage de fois où
l’algorithme SEM+VEM a obtenu une partition avec des classes vides suivant les initialisations (en
ligne) pour chaque nombre de classes ayant servi à la simulation (en colonne).

2.6.2 Cause de cette dégénérescence
Lorsque le nombre de classes est faible, la fonction du maximum de vraisemblance possède peu de

maxima locaux mais leur nombre augmente avec celui des classes ; parmi ces maxima locaux, un nombre
de plus en plus important sont des cas dégénérés.

Algorithme VEM

Sur la figure 2.3, nous voyons les trajectoires des estimations π(c)
k pour l’algorithme VEM sur le cas

d’une matrice 2 considérée comme facile par le protocole proposé par Lomet et al. (2012c). Nous avons
pris des proportions initiales équilibrées pour les π et les ρ et avons simulé des valeurs de α et une
matrice initiale w(0) de façon aléatoire. Au début, deux probabilités augmentent tandis que la troisième
se rapproche de 0. Une fois que les deux plus fortes sont à peu près stables, la plus faible est trop proche
de 0 pour espérer remonter ultérieurement.

Algorithme SEM -Gibbs

Sur la figrue 2.4 sont représentées deux trajectoires allant jusqu’à 100 000 itérations provenant des
simulations de l’algorithme SEM -Gibbs à partir des matrices de la première expérience de la section 2.6.1.
Ces deux trajectoires ont été choisies car elles se décomposent chacune en deux phases :

1. la première phase est assez instable, si nous prenons une fenêtre glissante, la variance pour chaque
π

(c)
k est assez grande. L’algorithme SEM -Gibbs est certainement dans un maximum local.

2. Les données sont disponibles à l’adresse https://www.hds.utc.fr/coclustering/doku.php?id=en:downloads.
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Figure 2.3 – Evolution des estimations des π(c)
k pour l’algorithme VEM. L’une des probabilités se

rapproche progressivement vers 0.

2. La deuxième phase est beaucoup plus stable, les estimations n’oscillent pas au delà d’un intervalle
d’amplitude 3

d . L’algorithme SEM -Gibbs est dans un maximum global ou dans un maximum local
dont la vraisemblance est plus grande que précédemment.

Plus la première phase est longue et plus elle a d’impact dans les estimations finales.

Nous présentons dans le chapitre 3 un point de vue bayésien du modèle des blocs latents et montrons
qu’en choisissant correctement les lois a priori, ces difficultés sont limitées.

Remarque 2.6.1.
Dans la pratique, la première phase des trajectoires de la figure 2.4 est souvent très courte lorsque l’ini-
tialisation aléatoire n’est pas trop mauvaise. Une autre possibilité est de lancer plusieurs fois l’algorithme
SEM -Gibbs pour différentes initialisations et un nombre plus petit d’itérations puis de conserver l’esti-
mation maximisant l’énergie libre. Dans son livre, Robert (2006, section 6.3.1) résume les avantages de
chacune des stratégies de la façon suivante :

— une seule chaîne a l’avantage d’éviter de gaspiller des temps de chauffe répétés dû aux multiples
chaînes,

— de multiples chaînes ont l’avantage de permettre un contrôle de la convergence en loi.
Dans le cadre des simulations par méthode MCMC, Geyer (1992); Raftery et Lewis (1992) étudient
une seule longue chaîne alors que Gelman et Rubin (1992) regardent plusieurs initialisations. À notre
connaissance, il n’existe toujours pas de consensus quant au meilleur choix.
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Figure 2.4 – Deux évolutions des estimations des π(c)
k pour l’algorithme SEM -Gibbs. Pour chacune,

deux phases sont visibles : la première est associée à un maximum local, peu stable et la seconde au
maximum global.
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2.7 Conclusion
Les algorithmes VEM et SEM -Gibbs permettent de définir des algorithmes de type EM dans le cadre

du modèle des blocs latents, pour lequel l’espérance conditionnelle aux observations n’est pas calculable.
Le premier, faisant une approximation numérique de la log-vraisemblance, renvoie de bons résultats
lorsque l’initialisation n’est pas trop éloignée des valeurs cibles mais est très sensible aux initialisations.
Le second, utilisant un schéma stochastique, est peu sensible aux initialisations mais renvoie un résultat
variable, fluctuant autour de l’EMV.

La combinaison SEM+VEM que nous proposons comble les lacunes de chacun des algorithmes pro-
duisant ainsi une procédure peu sensible aux initialisations et obtenant de bons résultats sur des données
simulées. Il reste à résoudre le choix du nombre d’itérations niter de l’algorithme SEM -Gibbs et l’étude
de la qualité de l’approximation variationnelle de l’énergie libre.

Toutefois, notamment lorsque le nombre de classes augmente, cette procédure renvoie parfois un
nombre inférieur de classes à celui demandé. Nous abordons dans le prochain chapitre une façon de
limiter ce problème.
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2.A États absorbants de type II pour l’algorithme SEM -Gibbs

Dans cet annexe, nous formalisons les états absorbants de type II pour l’algorithme SEM -Gibbs.

Théorème 2.A.1. États absorbants de type II pour l’algorithme SEM-Gibbs
Si à une itération c, l’algorithme SEM-Gibbs simule un couple

(
z(c),w(c)

)
tel que :

— pour toute classe en ligne k et pour toute ligne i n’appartenant pas à la classe k, nous ayons les
propriétés suivantes :
• il existe une classe `(i) telle que le bloc (k, `(i)) soit composé uniquement de la valeur h,
• il existe une case xij(i) ne valant pas h.

— nous ayons la version symétrique pour toutes les classes en colonne.
Sous ces conditions, le couple

(
z(c+1),w(c+1)

)
est égal à

(
z(c),w(c)

)
presque sûrement.

Démonstration :

Si le premier paramètre θ(0) est tel que toutes les valeurs αhk`
(0) soient toutes strictement positives

alors, à chaque itération, les lignes et les colonnes ont une affectation presque sûrement. Il ne reste plus
qu’à montrer que si le couple

(
z(c),w(c)

)
respecte les conditions du théorème 2.A.1, les affectations sont

les mêmes à l’itération suivante.

Soit une classe k et une ligne i n’appartenant pas à la classe k. Par hypothèse, il existe une classe `(i)
en colonne telle que toutes les cases du bloc (k, `(i)) valent la même valeur h. Donc, par l’étape de mise
à jour, nous avons :

αhk`(i) =

∑n
i=1

∑d
j=1 z

(c)
ik w

(c)
j`(i)vijh∑n

i=1

∑d
j=1 z

(c)
ik w

(c)
j`(i)

=

∑
i|z(c)ik =1

∑
j|w(c)

j`(i)

z
(c)
ik w

(c)
j`(i)vijh∑

i|z(c)ik =1

∑
j|w(c)

j`(i)

z
(c)
ik w

(c)
j`(i)

=

∑
i|z(c)ik =1

∑
j|w(c)

j`(i)

z
(c)
ik w

(c)
j`(i) × 1∑

i|z(c)ik =1

∑
j|w(c)

j`(i)

z
(c)
ik w

(c)
j`(i)

= 1

et la fonction du bloc (k, `(i)) est une dirac centrée sur h.

Or, nous savons qu’il existe une colonne j(i) telle que xij(i) soit différente de h ou encore que vij(i)h = 0
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donc nous avons :

π
(c)
k

m∏
`=1

r∏
h′=1

(αh′k`(i)(c)
)∑d

j=1 w
(0)
j` vijh′

 = π
(c)
k

r∏
h′=1

(
αh
′

k`(i)

(c)
)w(0)

j(i)`(i)
vij(i)h′

×
r∏

h′=1

∏
(`,j)6=(`(i),j(i))

(αh′k`(c))w(0)
j` vijh′


= π

(c)
k

(
αhk`(i)

(c)
)w(0)

j(i)`(i)
vij(i)h ∏

h′ 6=h

(
αh
′

k`(i)

(c)
)w(0)

j(i)`(i)
vij(i)h′

×
r∏

h′=1

∏
(`,j)6=(`(i),j(i))

((
αhk`

(c)
)w(0)

j` vijh′
)

= π
(c)
k 1

w
(0)

j(i)`(i)
vij(i)h︸ ︷︷ ︸

=0

∏
h′ 6=h

0
w

(0)

j(i)`(i)
vij(i)h′

︸ ︷︷ ︸
=0

×
r∏

h′=1

∏
(`,j)6=(`(i),j(i))

((
αhk`

(c)
)w(0)

j` vijh′
)

= 0

et la probabilité pour la ligne i d’appartenir à la classe k est nulle.

Comme ceci est vrai pour toute classe k et pour toute ligne n’appartenant pas à la classe k, alors
aucune ligne ne peut changer de classes.

Par symétrie et comme la matrice de partition des lignes est la même presque sûrement, nous avons
le même résultat sur les colonnes.

�

Exemple 2.A.2.
Nous voyons sur la figure 2.1, à droite, une matrice ayant des blocs contenant qu’une seule couleur mais
ne respectant pas les conditions du théorème 2.A.1, la ligne blanche peut alors passer d’une classe à
l’autre.

Un autre contre-exemple dans le cas binaire est d’obtenir à un moment la matrice de paramètres

α =

(
1 1
1 0.5

)
. Toutes les lignes (resp. colonnes) ont alors la possibilité d’appartenir à la deuxième classe

des lignes (resp. des colonnes).
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Chapitre 3

Approche bayésienne
Et si vous étiez un bayésien qui s’ignore ?

Article de Lecoutre (2005)
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3.1 Introduction
Comme nous l’esquissons dans la fin du chapitre précédent, l’une des approches choisies pour contour-

ner le problème de dégénérescence des classes est d’adopter le point de vue bayésien. Nous commençons
par un rappel sur l’inférence bayésienne : en quoi elle se différencie du point de vue fréquentiste, quels
en sont les objectifs et quelles sont les méthodes couramment utilisées. L’inférence bayésienne est utilisée
dans le cas des blocs latents comme une méthode de régularisation ; l’estimateur du mode de la distribu-
tion a posteriori servant de substitut à l’estimateur de maximum de vraisemblance.

En particulier, nous supposons que θ n’est plus un paramètre mais une variable, tout en continuant
de supposer que les nombres de classes en ligne g et en colonne m sont fixes ; alors que d’autres auteurs
bayésiens les supposent également aléatoires (voir par exemple Van Dijk et al., 2009; Wyse et Friel, 2010).
Nous explicitons le modèle bayésien, en particulier les lois a priori choisies et discutons le choix des pa-
ramètres, point à la fois fondamental et critique de l’inférence bayésienne.

Ensuite, nous étudions l’influence des paramètres des lois a priori sur l’estimation de la loi a posteriori
de θ et proposons une version bayésienne de l’algorithme VEM, appelée V -Bayes. Nous montrons qu’avec
un choix judicieux de loi a priori, cette version a tendance à limiter la dégénérescence des classes.
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Dans un troisième temps, puisque θ est désormais considéré comme une variable aléatoire, nous étu-
dions l’échantillonneur de Gibbs comme prolongement de l’algorithme SEM -Gibbs. Nous comparons leurs
comportements et proposons un critère d’arrêt basé sur la statistique de Brooks-Gelman (Brooks et Gel-
man, 1998). Notre optique est d’estimer le mode de la loi a posteriori et non sa forme ; ce qui est suffisant
pour résoudre le problème de dégénérescence.

Enfin, nous reprenons une partie des plans de simulation du chapitre 2 pour illustrer la prise en compte
de la dégénérescence et proposer empiriquement la calibration des paramètres.

3.2 Inférence bayésienne
En statistique, deux points de vue se différencient sur leur prise en compte du statut de θ : les

fréquentistes supposent que c’est un paramètre à estimer avec une certaine incertitude et les bayésiens
une variable aléatoire dont il faut estimer la loi. L’intérêt de l’inférence bayésienne est de pouvoir prendre
en compte une information a priori, dans une une loi a priori p(θ), provenant d’expériences passées et
d’étudier la loi a posteriori de θ connaissant les observations x. La règle de Bayes établit que :

p (θ|x) =
p(x|θ)p(θ)

p(x)
.

Comme p(x) ne dépend pas de θ, cette relation s’écrit généralement sous forme d’une proportionnalité :

p (θ|x) ∝ p(x|θ)p(θ).

La calibration de la loi a priori est importante et en même temps difficile.

La forme de la loi a posteriori est souvent compliquée à estimer nécessitant l’utilisation d’approxi-
mations stochastiques par des algorithmes de type MCMC (Monte Carlo Markov Chain) ; le principe
étant la simulation de chaînes de Markov ayant la loi recherchée pour loi stationnaire. En particulier,
nous citons deux d’entre eux :

— l’algorithme de Metropolis-Hastings (Metropolis et al., 1953) utilisé lorsque la loi cible est connue
à une normalisation près ; cet algorithme a l’avantage de pouvoir être utilisé dans presque tous
les cas sans trop de contraintes mais converge souvent lentement (voir par exemple Robert, 2006,
section 6.3.2) ;

— l’échantillonneur de Gibbs décrit par Geman et Geman (1984) lorsqu’il est possible de simuler une
partie de θ connaissant l’autre partie. Il a déjà été utilisé dans la section 2.4 pour estimer la loi
de (z,w) condititionnellement aux observations dans l’étape SE de l’algorithme SEM -Gibbs.

L’échantillonneur de Gibbs est étudié pour le cas du modèle des blocs latents en section 3.4.

Dans la suite, nous nous intéressons plus particulièrement au mode de la loi a posteriori.

3.2.1 Lois a priori
Lorsque les lois des observations appartiennent à la famille exponentielle :

p(x|θ) = b(x) exp [〈θ, R(x)〉 −Ψ(θ)]

où b, R et Ψ sont des fonctions et 〈·, ·〉 représente le produit scalaire ; un choix naturel possible de lois a
priori est celui des lois conjuguées (Raiffa et Schlaifer, 1961) s’écrivant sous la forme :

p(θ) ∝ exp [〈θ, ξ〉 − λΨ(θ)]
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où ξ et λ sont des paramètres permettant d’exprimer l’information a priori.

En particulier, les lois conjuguées des lois multinomiales sont les lois de Dirichlet et celles des lois
de Bernoulli, les lois bêta. Une nouvelle fois, nous n’avons pas de raisons de privilégier une classe par
rapport à une autre et nous choisissons de prendre le même paramètre a pour toutes les lois a priori sur
les proportions :

π ∼ Dir(a, . . . , a) et ρ ∼ Dir(a, . . . , a).

Pour les variables αk`, nous supposons qu’elles sont indépendantes et de même loi :

∀(k, `) ∈ {1, . . . , g} × {1, . . . ,m}, αk` ∼ Dir(b, . . . , b).

La représentation graphique de la figure 3.1 résume la modélisation bayésienne.

n d

nd
gm

π a ρ

zi wj

xij αk` b

Figure 3.1 – Représentation graphique du modèle bayésien associé au modèle des blocs latents.

Le choix des paramètres a et b est important (Kass et Wasserman, 1996), sur la figure 3.2 sont
représentées différentes densités de lois bêta Be(b, b) suivant les valeurs de b :

(a) si b < 1, la densité met du poids sur les valeurs extrêmes. En particulier, c’est le cas pour la loi a
priori non informative de Jeffreys (voir Jeffreys, 1946) avec b = 1

2 ,
(b) si b = 1, loi a priori non informative de Laplace (1825), la densité est uniforme sur tous les

paramètres,
(c) si b > 1, la densité met plus de poids sur les valeurs centrales. Des valeurs équilibrées sont alors

plus probables qu’une forte disproportion.
Ces constatations sont également vraies pour le paramètre a, la loi bêta étant un cas particulier avec
deux paramètres de la loi de Dirichlet.

Dans le cas de mélanges gaussiens simples, Frühwirth-Schnatter (2011) propose de prendre pour les
paramètres des lois a priori des proportions des valeurs de a valant 4 ou 16.5 suivant s’il y a peu ou
beaucoup d’observations. Ce choix, testé empiriquement, permet aux algorithmes MCMC de produire
moins de classes vides.
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Figure 3.2 – Densité de lois bêta Be(b, b) pour différentes valeurs de b : 1/2 pour la figure (a), 1 pour
la figure (b) et 4 pour la figure (c).

3.3 Algorithme V -Bayes

Pour estimer le mode de la loi a posteriori de θ, la même démarche que pour l’algorithme EM peut
être faite (McLachlan et Krishnan, 2008) :

log p(x,θ) = Q
(
θ
∣∣∣θ(c)

)
−H

(
θ
∣∣∣θ(c)

)
+ log p(θ)

= QB

(
θ
∣∣∣θ(c)

)
−H

(
θ
∣∣∣θ(c)

)
.

où Q et H sont définies en section 2.2 et QB
(
θ
∣∣∣θ(c)

)
= Q

(
θ
∣∣∣θ(c)

)
+ log p(θ).

Or, comme pour l’algorithme EM de la section 2.2, le calcul de QB
(
θ
∣∣∣θ(c)

)
est impossible et nous fai-

sons la même approximation variationnelle que pour l’algorithme VEM. Nous obtenons ainsi l’algorithme
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V -Bayes cherchant à maximiser l’énergie libre FB définie par :

FB(θ) = F(θ) + log p(θ).

Algorithme V-Bayes :

1. Initialisation de θ(0) et t(0)
j` .

2. Itération jusqu’à ce que FB
(
q

(c)
zw;θ(c)

)
n’évolue plus :

(a) Étape V E : de la même façon que pour l’algorithme VEM de la section 2.3, maximisation
alternée de l’énergie libre à θ(c) fixé en prenant t(t=0)

j` = t
(c)
j` :

i. calcul de s(t+1)
ik à t(t)j` et à θ(c) fixé.

ii. calcul de t(t+1)
j` à s(t+1)

ik et à θ(c) fixé.

Obtention des probabilités s(c+1)
ik et t(c+1)

j` , les dernières calculées.

(b) Étape M : calcul de θ(c+1) :

π
(c+1)
k =

a− 1 +
∑n
i=1 s

(c+1)
ik

g(a− 1) + n
, ρ

(c+1)
` =

a− 1 +
∑d
j=1 t

(c+1)
j`

m(a− 1) + d

et αhk`
(c+1)

=
b− 1 +

∑n
i=1

∑d
j=1 s

(c+1)
ik t

(c+1)
j` vijh

r (b− 1) +
∑n
i=1

∑d
j=1 s

(c+1)
ik t

(c+1)
j`

.

3. Obtention d’un estimateur θ̂V B = θ(∞).
4. Calcul des estimateurs des classes en ligne ẑV B et en colonne ŵV B tels que :

ẑV Bi ∈ argmax
k=1,...,g

s
(∞)
ik et ŵV Bj ∈ argmax

`=1,...,m
t
(∞)
j`

Remarque 3.3.1.
Nous mettons en rouge dans le formulaire l’apport de l’approche bayésienne :

— si a = b = 1, c’est-à-dire sous des lois a priori uniformes, les algorithmes V -Bayes et VEM sont
identiques,

— si a > 1, les estimations des paramètres π(c)
k sont minorées par a−1

g(a−1) . Ainsi, les cas où les
estimations tendent vers 0 sont évités (comme sur les figures 2.3 et 3.3, gauche).

En reprenant les conditions d’expérience de la figure 2.3 mais en utilisant l’algorithme V -Bayes avec
a = 4 et b = 1 pour les mêmes initialisations, la figure 3.3, à droite, montre que la trajectoire de la
probabilité représentée par un trait plein a également commencé par tendre vers 0 mais s’est stabilisée à
une certaine valeur avant de remonter et de devenir la plus forte des probabilités.
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Figure 3.3 – Evolution des estimations des π(c)
k pour l’algorithme VEM (à gauche) et pour l’algorithme

V -Bayes avec a = 4 et b = 1 (à droite) en partant de la même initialisation. Les estimations de la proba-
bilité symbolisée par un trait plein se rapprochent progressivement vers 0 pour l’algorithme VEM tandis
qu’elles ne descendent pas en dessous d’un certain seuil pour l’algorithme V -Bayes.

3.4 Échantillonneur de Gibbs

Plutôt que de faire une approximation variationnelle, un algorithme type MCMC peut être utilisé
pour estimer la loi a posteriori. Pour cela, nous étudions l’échantillonneur de Gibbs défini ainsi :
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Échantillonneur de Gibbs :

1. Initialisation de θ(0) et de w(0).
2. Itération niter fois :

(a) Simulation de z(c+1) suivant la loi p
(
z
∣∣x,w(c); θ(c)

)
.

(b) Simulation de w(c+1) suivant la loi p
(
w
∣∣x, z(c+1); θ(c)

)
.

(c) Simulation de π(c+1) suivant la loi π
∣∣z(c+1) ∼ D

(
z

(c+1)
+1 + a, . . . , z

(c+1)
+g + a

)
avec z(c+1)

+k =
∑
i z

(c+1)
ik .

(d) Simulation de ρ(c+1) suivant la loi ρ
∣∣w(c+1) ∼ D

(
w

(c+1)
+1 + a, . . . , w

(c+1)
+m + a

)
avec w(c+1)

+` =
∑
j w

(c+1)
j` .

(e) Simulation de α(c+1) suivant la loi

αk`

∣∣∣x, z(c+1),w(c+1) ∼ D
(
N1
k`;z,w

(c+1)
+ b, . . . , Nr

k`;z,w
(c+1) + b

)
avec Nh

k`;z,w

(c+1)
=
∑
i,j z

(c+1)
ik w

(c+1)
j` vijh le nombre de cases valant h dans le bloc (k, `).

3. Obtention d’un estimateur θ̂G = 1
niter

∑niter
c=1 θ(c) en moyennant les θ(c) simulés.

4. Calcul des estimateurs des classes en ligne ẑG et en colonne ŵG par affectation à la classe majori-
tairement affectée durant les simulations :

ẑGi ∈ argmax
k=1,...,g

niter∑
c=1

z
(c)
ik et ŵGj ∈ argmax

`=1,...,m

niter∑
c=1

w
(c)
j`

Deux chaînes de Markov
(
θ(c)

)
et
(
z(c),w(c)

)
ergodiques de lois invariantes p(θ|x) et p(z,w|x) respec-

tivement sont ainsi obtenues. De plus, comme l’espace des valeurs du couple (z,w) est fini, la convergence
vers la loi stationnaire est uniformément géométrique (Billingsley, 1986), c’est-à-dire qu’il existe C > 0
et r ∈]0, 1[ tels que :

dV T

(
p(c)(·|x), p(·|x)

)
≤ Crc

où dV T représente la distance en variation totale. Par le principe de dualité (voir par exemple Robert,
2006, exercice 6.28), la convergence vers la loi stationnaire, qui est la loi a posteriori de θ, est également
uniformément géométrique pour la chaîne

(
θ(c)

)
.

L’échantillonneur de Gibbs est encore moins sensible aux initialisations que l’algorithme SEM -Gibbs ;
en contrepartie, il est beaucoup plus fluctuant et sensible au label switching : une fois l’ensemble des
valeurs obtenues, il est conseillé d’utiliser les conditions suffisantes des critères d’identifiabilité de Keribin
et al. pour réordonner les simulations avant d’estimer les paramètres et les partitions ; en revanche, il est
déconseillé de le faire durant la simulation, la chaîne de Markov associée serait alors biaisée (Celeux et al.,
2000). De même, un temps de chauffe est recommandé pour limiter l’influence des premières simulations.

La moyenne peut être vue comme une approximation de l’estimateur du maximum de la loi a posteriori.
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Remarque 3.4.1.
Les θ(c) simulés sont corrélés entre eux. Pour diminuer cette influence, nous pourrions prendre une valeur
tous les pas d’itérations fixé.

Nous obtenons ainsi la correspondance suivante :

VEM → V -Bayes
SEM -Gibbs → Gibbs

et pouvons proposer la même combinaison que pour le chapitre 2.

Comparaison avec l’algorithme SEM -Gibbs
D’un point de vue algorithmique, deux remarques sont à faire :

— les lois étant continues, la probabilité d’obtenir des paramètres αhk` valant 0 ou 1 nécessaire pour
être dans un état absorbant de type II pour l’algorithme SEM -Gibbs (voir la remarque 2.4.2) est
nulle,

— si une classe en ligne ou en colonne se vide, elle peut de nouveau se remplir. L’état absorbant de
type I pour l’algorithme SEM -Gibbs n’en est donc pas un pour l’échantillonneur de Gibbs.
En particulier, si une classe en ligne k ou en colonne ` est vide, les r-uplet αk` correspondants sont
simulés suivant des lois de Dirichlet D(b, . . . , b) ; si nous prenons par exemple b = 1, nous obtenons
une loi uniforme sur tous les r-uplets et nous pouvons ainsi obtenir une configuration totalement
différente.

3.5 Choix empirique des paramètres a et b
Dans cette partie, nous expérimentons le choix des valeurs des paramètres a et b. Pour ce faire, repre-

nant les matrices simulées dans la partie 2.6.1, nous utilisons l’échantillonneur de Gibbs en prenant 5 000
itérations combiné avec l’algorithme V -Bayes pour des paramètres a et b valant 1, 4 ou 16 (en enlevant
le couple (1, 1)) à partir des mêmes initialisations.

Les résultats pour les cas de proportions identiques (tableau 3.1) et différentes (tableau 3.2) sont
sensiblement les mêmes.

Prendre a valant 4 ou 16 a un effet bénéfique contre la dégénérescence des classes ; plus particulière-
ment pour le cas où le nombre de classes demandé est supérieur à celui ayant servi pour la simulation.
Ceci est en accord avec les remarques de la section 3.3 car l’algorithme V -Bayes ne va pas laisser de
classes se vider durant la simulation.

En revanche, prendre b > 1 accentue le phénomène de dégénérescence des classes. En effet, ces valeurs
de paramètre favorisent des αk` proches de 0.5, et par la même occasion la ressemblance de configurations
et un nombre moindre de classes distinctes.

Au vu de ces résultats, nous proposons de prendre pour les paramètres a = 4 et b = 1.

3.6 Critères d’arrêt
Jusqu’à présent, nous avons fixé à 5 000 le nombre d’itérations pour l’échantillonneur de Gibbs ; ce

choix arbitraire peut parfois être trop grand, parfois trop petit suivant le type des matrices. Dans cette
partie, nous proposons un critère d’arrêt pour stopper l’échantillonneur de Gibbs.
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(g,m)=(5,4)

+ ++ + + +

(100, 200)

1 4 16
1
4
16

b
a

1 5.6 38 65.6
4 0.4 1 14.8
16 0.2 0.2 1.8

1 4 16
1
4
16

b
a

1 7.2 20.6 56.8
4 0.6 0.4 0.4
16 0 0.4 0.2

1 4 16
1
4
16

b
a

1 13.8 11.8 48.6
4 0.8 0.4 0.2
16 0.2 0.2 0

(150, 150)

1 4 16
1
4
16

b
a

1 5.4 16.2 47.4
4 0 0 2
16 0 0 0

1 4 16
1
4
16

b
a

1 5.6 8.4 36
4 0.2 0 0
16 0 0 0

1 4 16
1
4
16

b
a

1 7.4 5.2 39.2
4 0.2 0 0.2
16 0 0 0.2

(200, 100)

1 4 16
1
4
16

b
a

1 3.2 12.2 49.2
4 0.2 0 4.2
16 0 0 0

1 4 16
1
4
16

b
a

1 5.6 4.2 34.8
4 0 0.2 0.2
16 0 0 0

1 4 16
1
4
16

b
a

1 10.4 6.6 44.4
4 0 0 0
16 0 0 0

(g,m)=(8,8)

+ ++ + + +

(100, 200)

1 4 16
1
4
16

b
a

1 57.6 88.4 100
4 0 0.8 100
16 0 1.6 93.8

1 4 16
1
4
16

b
a

1 41.8 57.2 100
4 0 0.8 98.2
16 0.2 1 15

1 4 16
1
4
16

b
a

1 43.2 59 100
4 1.8 3.6 93.2
16 1.6 3 24.2

(150, 150)

1 4 16
1
4
16

b
a

1 61.2 68.4 100
4 0 0.4 100
16 0 0 29.4

1 4 16
1
4
16

b
a

1 48.4 35.2 100
4 0 0 84
16 0 0 2

1 4 16
1
4
16

b
a

1 44 46 100
4 0.8 1.4 77.2
16 0.2 1.8 14.8

(200, 100)

1 4 16
1
4
16

b
a

1 74.8 90 100
4 0 0.6 100
16 0 0.2 99.8

1 4 16
1
4
16

b
a

1 72 58.8 100
4 0 0.2 99.2
16 0 0 11.6

1 4 16
1
4
16

b
a

1 68.2 59.8 100
4 0.8 1.8 95.6
16 0.4 2 19.8

Table 3.1 – Pourcentages de classes vides, pour des données simulées avec des proportions égales,
obtenues par l’algorithme SEM+VEM (cases (a, b) = (1, 1)) et par l’échantillonneur de Gibbs combiné
avec l’algorithme V -Bayes initialisés avec (g,m) = (5, 4) classes (en haut) et (g,m) = (8, 8) classes (en
bas), pour 500 matrices dans des cas faciles (+), moyens (++) et difficiles (+++) (en colonne) pour
différentes tailles d’échantillons (en ligne).
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(g,m)=(5,4)

+ ++ + + +

(100, 200)

1 4 16
1
4
16

b
a

1 5.4 48 83.2
4 0.8 2.6 30.4
16 1 0.8 9.4

1 4 16
1
4
16

b
a

1 7 23.2 73.4
4 1.6 1.8 0.8
16 0.6 1 1.2

1 4 16
1
4
16

b
a

1 16.8 18.8 74.8
4 2.2 2.2 0.8
16 1 1.2 2.6

(150, 150)

1 4 16
1
4
16

b
a

1 7.6 29.2 71.8
4 1 0 6.8
16 0.2 0.6 0.2

1 4 16
1
4
16

b
a

1 13 11.4 62.6
4 0.6 0.6 0.6
16 0.2 1.4 0.8

1 4 16
1
4
16

b
a

1 17.6 8.4 65
4 0.6 1.2 0.6
16 0.4 0.8 0

(200, 100)

1 4 16
1
4
16

b
a

1 13.2 20 71.8
4 1 0.2 12
16 0.6 0.4 0.6

1 4 16
1
4
16

b
a

1 11.8 18.4 67.6
4 0.4 0.8 0.4
16 0.4 0.8 0.2

1 4 16
1
4
16

b
a

1 18.2 7.8 69.6
4 0.8 1 0.6
16 0 0.4 0

(g,m)=(8,8)

+ ++ + + +

(100, 200)

1 4 16
1
4
16

b
a

1 65 96.8 100
4 1.2 5.8 100
16 2.2 3.8 99

1 4 16
1
4
16

b
a

1 54.6 82.6 100
4 1.8 3.6 98.2
16 2.4 4.4 25.2

1 4 16
1
4
16

b
a

1 47.4 84.2 100
4 3 10 97.6
16 5.2 13.2 31

(150, 150)

1 4 16
1
4
16

b
a

1 69.2 89 100
4 0.4 1.2 100
16 2.6 2.2 34

1 4 16
1
4
16

b
a

1 54.2 64.6 100
4 0.2 1.4 91.6
16 1.4 2.2 6

1 4 16
1
4
16

b
a

1 57.2 69.4 100
4 2.2 5.8 86.8
16 3 7.4 31.8

(200, 100)

1 4 16
1
4
16

b
a

1 81.4 96 100
4 1.4 2.6 100
16 2.2 4.6 99.2

1 4 16
1
4
16

b
a

1 67.8 76.8 100
4 1.2 2.8 99
16 2.4 3 23

1 4 16
1
4
16

b
a

1 68.2 73 100
4 2.2 5.8 94.2
16 3.8 9 27.8

Table 3.2 – Pourcentages de classes vides, pour des données simulées avec des proportions inégales,
obtenues par l’algorithme SEM+VEM (cases (a, b) = (1, 1)) et par l’échantillonneur de Gibbs combiné
avec l’algorithme V -Bayes initialisés avec (g,m) = (5, 4) classes (en haut) et (g,m) = (8, 8) classes (en
bas), pour 500 matrices dans des cas faciles (+), moyens (++) et difficiles (+++) (en colonne) pour
différentes tailles d’échantillons (en ligne).
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3.6.1 Statistiques de Brooks-Gelman et améliorations
Afin de déterminer le nombre d’itérations nécessaires, nous proposons l’utilisation de la statistique de

Brooks-Gelman (Brooks et Gelman, 1998) qui permet d’estimer le moment où la chaîne simulée a exploré
la loi stationnaire. Le principe est de simuler T chaînes, chacune indicée t, en parallèle et de regarder pour
chaque composante de chaque paramètre de θ, notée ξ par la suite, le moment où les chaînes associées
ont les mêmes lois empiriques. Plus formellement, la procédure est ainsi définie :
Critère d’arrêt pour l’échantillonneur de Gibbs :

1. Simulation de T chaînes en parallèle par la procédure de l’échantillonneur de Gibbs.
2. Toutes les N itérations, pour chaque paramètre ξ :

(a) Pour chaque trajectoire ξt =
{
ξ1
t , . . . , ξ

N
t

}
, calcul de la différence δξt entre les quantiles empi-

riques de niveau 97.5% et 2.5%.
(b) Calcul de la différence ∆ entre les quantiles empiriques de niveau 97.5% et 2.5% pour l’échan-

tillon complet {ξ1, . . . , ξT }.
(c) Estimation de la statistique de Brooks-Gelman :

R̂BG;ξ =
∆

δ̄ξ

où δ̄ξ = 1
T
∑T

t=1 δ
ξ
t est la moyenne empirique des δξt .

3. Si toutes les statistiques R̂BG;ξ sont plus petites que 1.2, arrêt de la chaîne, sinon prolongement
des chaînes en reprenant à l’étape 1.

Remarque 3.6.1.
Le principe de ce critère vient du fait que si toutes les chaînes ont à peu près la même loi empirique alors
pour tout t, ∆ ≈ δξt et ainsi R̂BG;ξ ≈ 1 ; ce qui stoppe l’échantillonneur.

Remarque numérique 3.6.2.
La figure 3.4 représente des trajectoires de T = 10 chaînes pour une même composante ξ de paramètre
sur des données simulées. Nous savons que le maximum global est situé aux alentours de 0.3. En dehors
des chaînes 1, 3, 6, 7, 8 et 9 qui oscillent dès les premières itérations autour de la valeur attendue, deux
comportements peuvent ralentir la convergence :

(a) les chaînes 4, 5 et 10 oscillent d’abord autour d’une situation stationnaire puis autour de la valeur
attendue. Pour chaque chaîne t, tant que sa longueur n’est pas plus grande que 20 fois le nombre
d’itérations correspondant à la première situation stationnaire, la valeur δξt sera plus grande que
la valeur moyenne.

(b) la chaîne 2 oscille durant toute sa trajectoire autour d’une valeur qui n’est pas proche de la valeur
attendue. Lorsque cette chaîne changera de régime à l’itération c et en admettant que toutes les
autres chaînes soient autour de la valeur attendue dès le début, il faudra attendre d’avoir simulé
pour chaque chaîne 20c/N itérations supplémentaires pour que la valeur ∆ ne soit plus influencée
par cette partie de la chaîne.

Pour pallier ces ralentissements, nous proposons trois améliorations ; la première étant celle proposée
par Fu (2012) qui suggère de comparer les statistiques modifiées à la valeur de 1.05 :
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Figure 3.4 – Représentation de 10 chaînes pour un paramètre xi.

Amélioration du critère d’arrêt pour l’échantillonneur de Gibbs :

1. Simulation de T chaînes, chacune indicée t, en parallèle par la procédure de l’échantillonneur de
Gibbs comme précédemment.

2. Toutes les N itérations, calcul des R̂BG;ξ de la même façon que précédemment.

3. Si toutes les statistiques R̂BG;ξ sont plus petites que 1.05, arrêt de la chaîne, sinon :

(a) calcul, pour chaque t, de la statistique R̂−tBG;ξ sur le même principe mais en enlevant la chaîne t,

(b) calcul de la statistique R̂−ζ%BG;ξ en enlevant pour chaque chaîne les ζ% premières itérations pour
une valeur fixée de ζ,

(c) calcul, pour chaque t, de la statistique R̂−t,ζ%BG;ξ en couplant les deux points précédents.
4. Si pour l’une de ces procédures, toutes les statistiques sont plus petites que 1.05, arrêt de la chaîne

en conservant les estimations correspondantes, sinon prolongement des chaînes en reprenant à
l’étape 1.

Le point (a) permet de se débarrasser d’une chaîne bloquée dans un maximum local. Fu (2012) montre
que cette amélioration diminue la statistique avec moins d’itérations. Le principe du point (b) et, a fortiori,
du point (c) est de supposer que le temps de chauffe n’est pas assez long ; ils permettent dans ce cas de
diminuer le temps de convergence.

Exemple 3.6.3. La figure 3.5 représente l’application de ces améliorations à partir de l’exemple de la
figure 3.4. La chaîne écartée est la 2, les chaînes restantes se ressemblent (figure (a)).
L’augmentation du temps de chauffe (trait rouge des figures (b) et (c)) enlève surtout des simulations
provenant de l’état stationnaire ralentissant la convergence de l’algorithme.
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(a)

(b)

(c)

Figure 3.5 – Représentation des différentes procédures pour le calcul de la statistique modifiée de
Brooks-Gelman : en enlevant la chaîne 2 (a), en augmentant le temps de chauffe (trait rouge de (b)) et
en couplant les deux (c).
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3.6.2 Etude des amélioration apportées à la statistique de Brooks-Gelman
La question est alors de vérifier si les améliorations proposées précédemment diminuent réellement le

temps de convergence par rapport à la forme première de l’utilisation de la statistique de Brooks-Gelman
sans dégrader la qualité des estimations. Pour cela, le plan de simulations reprend les mêmes paramètres
qu’en section 2.6.1 : g = 5 classes en ligne et m = 4 en colonne avec des proportions équilibrées et la
matrice des paramètres α suivante :

α =


ε ε ε ε

1− ε ε ε ε
1− ε 1− ε ε ε
1− ε 1− ε 1− ε ε
1− ε 1− ε 1− ε 1− ε


en faisant varier ε pour obtenir des matrices de difficultés différentes suivant le protocole de Lomet et al.
(2012c).
Dans le cas de matrices de tailles (100, 200) et (200, 100) et pour chaque niveau de difficulté, 500 matrices
sont générées et utilisées pour comparer l’échantillonneur de Gibbs en arrêtant après 5 000 itérations
(base), avec la statistique de Brooks-Gelman (BG) et avec la statistique améliorée (Amelior).

La figure 3.6 représente les boxplots des temps elapsed respectifs de chaque algorithme ; en particulier,
l’échantillonneur utilisant l’amélioration a parfois été beaucoup plus long à converger. Un agrandissement
sur les valeurs plus faibles (figure 3.7) montre qu’en règle générale l’échantillonneur avec l’amélioration
converge plus vite que celui utilisant la statistique de Brooks-Gelman de base.

Enfin, comme nous avons imposé à tous les algorithmes de faire au moins 5 000 itérations, les échan-
tillonneurs utilisant un critère d’arrêt mettent plus de temps à s’arrêter que l’algorithme utilisant seule-
ment 5 000 itérations.

Sur la figure 3.8 sont représentées les boxplots des erreurs de classification pour chacun des échan-
tillonneurs. En règle générale, les trois méthodes renvoient la même qualité avec une légère amélioration
pour le critère d’arrêt amélioré.

Les statistiques de Brooks-Gelman et leurs améliorations permettent d’obtenir un critère pour arrêter
l’échantillonneur de Gibbs sans dégrader la qualité des estimations en comparaison des résultats du cas
avec un nombre fixé à 5 000 itérations. En revanche, ils sont plus coûteux en temps et n’ont pas permis
d’améliorer significativement l’estimation des classements.

95



(1
0
0,

2
0
0)

(2
00
,1

0
0)

Figure 3.6 – Boxplot des temps de calcul (en secondes) pour l’échantillonneur de Gibbs en arrêtant
après 5 000 itérations (base), avec la statistique de Brooks-Gelman (BG) et avec la statistique améliorée
(Amelior) pour différentes difficultés (facile, moyen, difficile) et différentes tailles de matrices : (100, 200)
en haut et (200, 100) en bas.
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Figure 3.7 – Agrandissement sur les valeurs plus petites des boxplot des temps de calcul (en secondes)
pour l’échantillonneur de Gibbs en arrêtant après 5 000 itérations (base), avec la statistique de Brooks-
Gelman (BG) et avec la statistique améliorée (Amelior) pour différentes difficultés (facile, moyen, difficile)
et différentes tailles de matrices : (100, 200) en haut et (200, 100) en bas.
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Figure 3.8 – Boxplot des erreurs de partitions e(n,g)×(d,m) pour l’échantillonneur de Gibbs en arrêtant
après 5 000 itérations (base), avec la statistique de Brooks-Gelman (BG) et avec la statistique améliorée
(Amelior) pour différentes difficultés (facile, moyen, difficile) et différentes tailles de matrices : (100, 200)
en haut et (200, 100) en bas.
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3.7 Conclusion
L’approche bayésienne abordée dans ce chapitre a permis la création de deux algorithmes et d’une

procédure répondant en partie aux problèmes de dégénérescence de l’algorithme SEM+VEM.

Tirant partie de la régularisation bayésienne, et pour des paramètres bien choisis,
l’algorithme V -Bayes apporte une réponse au problème de dégénérescence des classes rencontré par l’al-
gorithme VEM.

L’échantillonneur de Gibbs, pour sa part, ne souffre pas du problème d’états absorbants, en théorie et
en pratique, rencontré par l’algorithme SEM -Gibbs. En revanche, la définition de son critère d’arrêt reste
délicate malgré les éléments de réponse apportés avec la proposition de notre statistique de Brooks-Gelman
améliorée. Il serait intéressant de trouver un critère d’arrêt basé sur la recherche du mode permettant
peut-être d’accélérer la convergence et la qualité des résultats.
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Chapitre 4

Sélection de modèle
"Tous les modèles sont faux, mais certains sont utiles"

George Box
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4.A.2 Comportement théorique . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 118

4.B Démonstration de la partie "quantifier une perte d’informations" . . . . . 119
4.B.1 Densité binaire contre densité ternaire . . . . . . . . . . . . . . . . . . . . . . . 119
4.B.2 Densité contrainte . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 120

4.1 Introduction
Jusqu’à présent, les méthodes utilisées présupposent la connaissance du nombre de classes en ligne

g et en colonne m. En règle générale, cette information est inconnue et nous nous intéressons dans ce
chapitre à l’évaluation de g et m.

Après un rappel sur la sélection de modèle, nous nous intéressons à l’adaptation du critère ICL (pour
Integrated Completed Likelihood), initialement développé dans le cas de la classification des modèles de
mélanges simples (Biernacki et al., 2000) ; pour ce critère d’inspiration bayésienne, nous discutons du
choix des lois a priori et calculons une formule explicite pour le cas du modèle des blocs latents. Puis,
nous montrons que le calcul direct du critère BIC (pour Bayesian Information Criterion) n’est pas pos-
sible pour le modèle des blocs latents et conjecturons une forme basée sur l’approximation asymptotique
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du critère ICL.

Ensuite, nous conjecturons que les critères ICL et BIC ont les mêmes comportements asymptotiques
et que si l’estimateur du couple (g?,m?) renvoyé par le critère BIC est consistant alors celui du critère
ICL l’est aussi. Nous les étudions alors sur des données simulées et réelles.

Enfin, nous adaptons ces critères pour quantifier la perte d’information lorsque des données ternaires
sont binarisées.

4.2 Sélection de modèle
Suivant les objectifs, le but de la sélection de modèles est de choisir parmi une collection :
— un modèle permettant de faire les meilleures prédictions,
— ou un modèle le plus proche possible de celui ayant servi à la génération des données,
— ou un modèle permettant de faire de la classification.

Dans le cadre des modèles de mélanges, nous supposons que tous les modèles sont de la forme :

p(xi;θ) =

g∑
k=1

πkϕ(xi;αk)

où le paramètre g caractérise le modèle Mg. La sélection se fait alors sur le nombre de classes (en plus
de la complexité des paramètres αk).

Pour répondre au problème de sélection de modèle, il existe de nombreux critères pour le cas des
mélanges simples dont un certain nombre sont étendus à la classification croisée (voir la section 1.2.6.3.2).
Dans ce chapitre, nous nous intéressons à l’adaptation des critères ICL et BIC.

4.2.1 Critère Integrated Completed Likelihood

Dans le cas des modèles de mélanges simples, le critère ICL (pour Integrated Completed Likelihood)
proposé par Biernacki et al. (2000) se situe dans un contexte de classification ; le principe est de se placer
dans un cadre bayésien et de trouver le modèleMg maximisant la probabilité des données complètes (x, z?)
connaissant ce modèle :

ĝ ∈ argmax
g

p (x, z?|Mg) .

En pratique, la partition z? est inconnue et le calcul de p (x, z?|Mg) est parfois compliqué : l’idée
proposée par les auteurs est de calculer pour chaque modèle Mg l’estimateur du maximum de vraisem-
blance θ̂Mg

θ̂Mg ∈ argmax
θ∈Θ

p (x|θ; g) (4.1)

puis de prendre la matrice de partition ẑMg maximisant la probabilité connaissant les observations et θ̂Mg :

ẑMg
∈ argmax

z∈Z
p
(
z
∣∣∣x, θ̂Mg

)
. (4.2)

et enfin de sélectionner le modèle maximisant la log-vraisemblance complète intégrée :

ICL(g) = p(x, ẑMg
)

qui peut être explicite pour certains choix de lois a priori.
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L’estimateur du paramètre g est alors celui maximisant le critère ICL(g).

Pour le cadre du modèle des blocs latents, nous reprenons le choix des lois a priori du chapitre 3 ; le
critère dépend donc des paramètres a et b :

ICL(a,b)(g,m) = log p (x, ẑ, ŵ) .

En utilisant l’indépendance conditionnelle de z et w conditionnellement à la connaissance de α, π et
ρ, la vraisemblance complète intégrée peut s’écrire :

p(x, z,w) =

∫
p(x, z,w,α,π,ρ)p(α)p(π)p(ρ)dαdπdρ

=

∫
p(x|z,w,α,π,ρ)p(z,w|α,π,ρ)p(α)p(π)p(ρ)dαdπdρ

=

∫
p(x|z,w,α)p(α)dα

∫
p(z|π)p(π)dπ

∫
p(w|ρ)p(ρ)dρ

= p(z)p(w)p(x|z,w).

Ce qui donne la décomposition suivante :

ICL(a,b)(g,m) = log p(z) + log p(w) + log p(x|z,w). (4.3)

Il ne reste plus qu’à calculer chaque terme (en annexe 4.A.1) pour obtenir la formule explicite :

ICL(a,b)(g,m) = log p (x, ẑ, ŵ)

= log Γ(ga) + log Γ(ma)− (m+ g) log Γ(a) +mg(log Γ(rb)− r log Γ(b))

− log Γ(n+ ga)− log Γ(d+ma)

+

g∑
k=1

log Γ(ẑ+k + a) +

m∑
`=1

log Γ(ŵ+` + a)

+
∑
k,`

[(
r∑

h=1

log Γ
(
Nh
k`;ẑ,ŵ + b

))
− log Γ(ẑ+kŵ+` + rb)

]
,

où le couple (ẑ, ŵ) dépend des nombres de classes g et m.

Obtention de (ẑ, ŵ)

Pour l’obtention de (ẑ, ŵ), il n’est possible de calculer ni l’estimateur du maximum de vraisemblance
(comme pour l’équation (4.1)), ni le couple maximisant la probabilité connaissant les observations et θ
(comme pour l’équation (4.2)).
Nous proposons de prendre les estimateurs des partitions fournis par la combinaison de l’échantillonneur
de Gibbs et de l’algorithme V -Bayes proposée dans le chapitre 3 :(

ẑ, ŵ, θ̂GB
)
∈ argmax

z,w,θ
FB (qzw;θ)

où FB représente l’énergie libre définie en section 3.3.
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Figure 4.1 – Représentation de la matrice utilisée pour mesurer l’influence des paramètres de a et b.
Cette matrice est réorganisée par les partitions ayant servi à la simulation.

Choix des paramètres (a, b)

Pour tester empiriquement l’influence des paramètres (a, b), nous avons simulé une matrice avec
g = m = 4 classes en ligne et en colonne et n = d = 200 lignes et colonnes dont une représentation
suivant la partition originelle est proposée sur la figure 4.1. Les quatres classes sont formées par deux
groupes distincts eux mêmes séparés en deux groupes plus semblables.

Nous utilisons l’échantillonneur de Gibbs combiné avec l’algorithme V -Bayes pour des classes en ligne
et en colonne allant de 2 à 8 puis nous regardons le couple des nombres de classes sélectionné par le critère
ICL(a,b) suivant les valeurs des paramètres en faisant varier ces derniers de 4 à 200 par pas de 4 (nous
ajoutons aussi les cas où ils valent 1/2). Les résultats sont représentés en trois dimensions sur la figure 4.2.

Plus b est grand, moins le critère sélectionne de classes. En revanche, l’influence de a semble moins
importante.

Cette expérience semble indiquer que nous pouvons choisir 1 ≤ a ≤ 200 et 1 ≤ b ≤ 10. Dans notre
cas, et par continuité avec le chapitre 3, nous proposons de prendre a = 4 et b = 1.

Comportement théorique

Le critère ICL(a,b) recherche le couple (g,m) maximisant la log-vraisemblance complète log p (x, ẑ, ŵ).
Dans cette partie, nous étudions le type de configurations que le critère va préférer.

Comme nous le voyons en début de section sur l’équation (4.3), le critère ICL(a,b) s’écrit comme la
somme de deux termes : la probabilité du couple (ẑ, ŵ) et celle de x connaissant le couple (ẑ, ŵ) :

ICL(a,b)(g,m) = log p (ẑ) + log p (ŵ)︸ ︷︷ ︸
A

+ log p (x |ẑ, ŵ )︸ ︷︷ ︸
B

. (4.4)

D’une part, si nous fixons la disposition des blocs
(
c’est-à-dire si nous fixons le couple (ẑ, ŵ)

)
, le

critère ICL(a,b) est minimum pour des blocs avec un équilibre entre les cases blanches et les cases noires
(pour le cas binaire). À l’opposé, il est maximum pour des blocs ne contenant que des cases monochromes
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Choix de g Choix de m

Figure 4.2 – Représentations en trois dimensions des nombres de classes en ligne (à gauche) et en
colonne (à droite) sélectionnés par le critère ICL(a,b) suivant les valeurs de a et de b.

(voir l’annexe 4.A.2). Pour faire augmenter le terme B, il est donc préférable d’avoir des blocs contenant
des cases avec la même valeur, quitte à subdiviser certaines classes.

D’autre part, plus nous subdivisons les partitions en ligne et en colonne, plus le terme A est petit.

Le critère renvoie donc un modèle faisant l’équilibre entre des blocs monochromes et des partitions
des lignes et colonnes pas trop fines.

Exemple 4.2.1. La figure 4.3 représente trois classements possibles pour l’exemple de l’échiquier de la
figure 1.15 et nous avons calculé les critères ICL(4,1) associés.

Pour une seule classe, la valeur du critère est maximale pour le terme A mais très faible pour la partie
B à cause des mêmes effectifs des cases noires et blanches (figure de gauche).
En revanche, sur la figure du milieu, les blocs sont constitués chacun d’une seule valeur et les lignes et
les colonnes ne sont divisées qu’en deux groupes de mêmes effectifs ; le critère renvoie une valeur assez
forte pour cette configuration.
Lorsque nous subdivisons des blocs ne contenant qu’une seule couleur (entre la figure du milieu et la
figure de droite), nous diminuons les deux termes A et B.

4.2.2 Critère Bayesian Information Criterion

Le critère BIC (pour Bayesian Information Criterion) proposé par Schwarz et al. (1978) se place
dans un cadre d’estimation et cherche le modèle le plus probable connaissant les observations c’est-à-dire
maximisant :

P (Mg|x) ∝ P (x|Mg)P (Mg) .

En supposant que tous les modèles sont équiprobables, cela revient à choisir :

ĝ ∈ argmax
g

P (x|Mg) .
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(g,m) = (1, 1) (g,m) = (2, 2) (g,m) = (3, 2)

log p(z,w) = 0 log p(z,w) ≈ −0.9 log p(z,w) ≈ −10.8
log p(x|z,w) ≈ −46.2 log p(x|z,w) ≈ −11.3 log p(x|z,w) ≈ −14.5
ICL(4,1)(1, 1) ≈ −46.2 ICL(4,1)(2, 2) ≈ −12.2 ICL(4,1)(3, 2) ≈ −25.2

Figure 4.3 – Trois classifications possibles d’un échiquier : à gauche avec une seule classe en ligne et en
colonne, au milieu avec deux classes en ligne et en colonne et à droite avec trois classes en ligne et deux
en colonne.

Ce calcul n’étant pas possible, certains auteurs (voir par exemple Raftery, 1995) proposent une ap-
proximation asymptotique. Pour ce faire, ils définissent une loi a priori sur les paramètres θg du modèleMg

(voir par exemple Lebarbier et Mary-Huard, 2004) :

P (x|Mg) =

∫
Θg

P (x|θg,Mg)P (θg|Mg) dθg

=

∫
Θg

elog[P(x|θg,Mg)P(θg|Mg)]dθg

=

∫
Θg

eG(θg)dθg

où G(θg) = log [P (x|θg,Mg)P (θg|Mg)].
Or, si une fonction L de Rd vers R est deux fois différentiables et atteint un unique maximum en u?,
l’approximation de Laplace donne alors∫

Rd
enL(u)du = enL(u?)

(
2π

n

)d/2
|−L′′ (u?)|−

1
2 +O

(
n−1

)
.

Sous certaines conditions, cette approximation reste vraie pour une fonction dépendant de n. En parti-
culier, en prenant L = 1

nG, ils obtiennent que :

P (x|Mg) = eG(θ?g)
(

2π

n

)νθ/2 ∣∣∣Hθ?g

∣∣∣− 1
2

+O
(
n−1

)
(4.5)

où νθ représente le nombre de paramètres libres de θg et Hθ l’opposée de la matrice hessienne des dérivées
secondes partielles de L.

En passant au log et sous certaines conditions de régularité de l’EMV et de la matrice H, l’approxi-
mation suivante est obtenue :

P (x|Mg) ≈ max
θg∈Θg

log p(x;θg,Mg)−
νθ
2

log n (4.6)
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L’approximation asymptotique du critère BIC cherche alors le modèle maximisant l’équation (4.6).
Keribin (2010) rappelle que l’approximation utilisée peut être mauvaise pour de petits jeux de données.

Adaptation au modèle des blocs latents

Dans le cas du modèle des blocs latents, les variables aléatoires étant dépendantes conditionnellement
aux observations, les conditions pour établir l’approximation de l’équation (4.5) ne sont pas remplies.

Pour contourner cette difficulté, nous commençons par donner une approximation asymptotique du
critère ICL(a,b). Pour ce faire, nous reprenons l’équation (4.4) et appliquons à chaque terme l’approxima-
tion de Laplace pour obtenir l’appoximation asymptotique, notée ICLBIC, suivante :

ICL(g,m) ≈ max
θ

log p (x, ẑ, ŵ;θ)− g − 1

2
log n−m− 1

2
log d− gm(r − 1)

2
log(nd) = ICLBIC(g,m). (4.7)

Dans leur article, Biernacki et al. (2000) remplacent le paramètre maximisant la vraisemblance com-
plète intégrée par l’estimateur du maximum de vraisemblance notée θ̂EMV :

max
θ

log p (x, ẑ, ŵ;θ) ≈ log p
(
x, ẑ, ŵ; θ̂EMV

)
≈ log p

(
ẑ, ŵ

∣∣∣x; θ̂EMV
)

+ log p
(
x; θ̂EMV

)
.

Ainsi, le critère ICLBIC peut s’écrire :

ICLBIC(g,m) = log p
(
ẑ, ŵ

∣∣∣x; θ̂EMV
)

+ BIC(g,m). (4.8)

Par analogie et en tenant compte des équations (4.7) et (4.8), nous proposons un critère BIC de la forme
suivante :

BIC(g,m) = log p
(
x; θ̂EMV

)
− gm(r − 1) + g − 1

2
log n− gm(r − 1) +m− 1

2
log d. (4.9)

Nous obtenons une log-vraisemblance pénalisée par deux pénalités, l’une sur les lignes et l’autre sur les
colonnes : les unités statistiques peuvent être alors vues respectivement comme le nombre de lignes et de
colonnes. Les paramètres libres en ligne (resp. en colonne) sont alors π (resp. ρ) et les paramètres α des
densités conditionnelles.

Comme la log-vraisemblance n’est pas calculable (voir section 2.2), nous proposons de la remplacer par
l’énergie libre dans le calcul du critère BIC. Toutefois, comme leurs comportements semblent différents,
surtout à distance finie, il est possible que le modèle sélectionné ne soit alors pas le même que si nous
avions pu utiliser la log-vraisemblance.

4.2.3 Consistance
Le critère BIC est connu pour renvoyer des estimateurs consistants du nombre de classes (dans le

sens où l’estimateur ĝ du nombre de classes est proche du vrai paramètre g? lorsque le nombre d’observa-
tions est assez grand) dans le cas de mélanges simples où la log-vraisemblance est bornée (Keribin, 2000)
contrairement au critère ICL qui ne l’est pas (Baudry, 2009) avec ce contraste.

En revanche, dans le cas du modèle des blocs latents, nous faisons la conjecture suivante :
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Conjecture 4.2.2. Comportement asymptotique des critères
Pour tout couple (a, b) et pour n et d assez grands, le critère BIC a le même comportement que le critère
ICL(a,b).

En effet, nous pouvons remarquer que pour deux couples (a, b) et (a′, b′) fixés, l’influence de la loi
a priori disparaît lorsque le nombre d’observations est suffisamment grand. De plus, lorsque le nombre
d’observation est suffisamment grand, le critère ICLBIC possède le même comportement que le critère
ICL(a,b) pour a et b fixés ; il reste donc à montrer que c’est également le même comportement que celui
du critère BIC.

Or, comme nous l’avons indiqué en section 1.3.2.4 et plus particulièrement par l’équation (1.3), Ma-
riadassou et Matias (2012) ont démontré que, pour le cas du modèle des blocs latents, la distribution des
labels p (z,w |x;θ ) conditionnellement aux observations se concentre autour de la partition réelle avec
une forte probabilité dès que θ est telle que α n’est pas trop loin de la vraie valeur. Par conséquent, par la
règle du maximum a posteriori et en prenant un estimateur θ̂ tel que α̂ converge vers le vrai paramètre,
la valeur log p

(
ẑ, ŵ

∣∣∣x; θ̂
)
tend vers 0 pour les vrais paramètres g? et m?.

En outre, ce terme négatif peut s’ajouter à la valeur du critère BIC comme une pénalité supplémentaire
pour un nombre de classes g et m incorrects ; entraînant que le critère ICLBIC renverrait également des
estimateurs consistants du nombre de classes.

Notons que cette conjecture a besoin de supposer la consistance des estimateurs du maximum de
vraisemblance et du maximum variationnel pour le cas du modèle des blocs latents.

Cette conjecture n’est pas démontrée pour l’instant et reste un défi intéressant ; toutefois les simula-
tions de la section 4.2.4 semblent la corroborer.

Enfin, si cette conjecture est vraie et si les estimateurs du couple (g,m) du critère BIC sont consistants
(comme pour le cas des modèles de mélange classiques), cela impliquerait que ceux des critères ICL(a,b)

le sont également.

4.2.4 Expérimentations numériques
Dans cette section, nous regardons sur des données simulées et des données réelles le comportement

des critères définis précédemment.

Données simulées

Pour les données simulées, nous reprenons les mêmes paramètres que précédemment (comme pour
les sections 2.6.1 et 3.5), à savoir 5 classes en ligne et 4 en colonne avec des proportions équilibrées ou
déséquilibrées et la matrice des paramètres α suivante :

α =


ε ε ε ε

1− ε ε ε ε
1− ε 1− ε ε ε
1− ε 1− ε 1− ε ε
1− ε 1− ε 1− ε 1− ε


en faisant varier ε pour obtenir des matrices de difficultés différentes (+, ++ et +++) suivant le protocole
de Lomet et al. (2012c).
Pour chaque cas, nous prenons des matrices de tailles (100, 200), (150, 150) et (200, 100) ; pour les pro-
portions équilibrées, nous utilisons également des matrices de tailles (500, 1000), (750, 750) et (1000, 500).
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Pour chaque matrice, nous utilisons l’échantillonneur deGibbs combiné avec l’algorithmeV -Bayes avec
a = 4 et b = 1 pour des nombres de classes en ligne et en colonne allant de 2 à 8 et regardons à chaque
fois les valeurs des critères.

Le nombre de fois où chaque couple (g,m) a été sélectionné par chaque critère est résumé dans le
tableau 4.1 pour le critère ICL(4,1) avec des proportions équilibrées, le tableau 4.2 pour le critère BIC avec
des proportions équilibrées et le tableau 4.3 pour les deux critères avec des proportions inégales.

Les deux critères ont tendance à sélectionner moins de classes lorsque qu’il y a peu de lignes et de
colonnes, en particulier pour les matrices difficiles (+++). Mais lorsqu’il y a suffisamment d’observations,
les deux critères semblent avoir des comportements similaires et sélectionnent généralement les bons
nombres de classes.

Dans le cas des mélanges simples, le critère ICL donne toujours un nombre de classes inférieur ou égal
à celui du critère BIC ; toutefois, dans le cas du modèle des blocs latents, et lorsqu’il y a peu d’observa-
tions, le critère BIC sélectionne plus souvent un nombre inférieur de classes que le critère ICL(4,1). Cela
peut s’expliquer par le fait que nous remplaçons la log-vraisemblance par l’énergie libre : cette dernière
est une minoration certainement plus mauvaise quand les nombres de classes demandés sont petits. Le
critère BIC utilisé avec l’énergie libre est doublement altéré pour les modèles avec un grand nombre de
classes : une fois par l’utilisation de l’énergie libre et une deuxième fois par l’approximation asymptotique.
Lorsque le nombre d’observations augmente, l’approximation variationnelle est meilleure et cet effet de
double altération est donc atténué.

Données réelles : votes au parlement américain

Nous avons testé la procédure sur les données du parlement américain (UCI Congressionnal Voting
Records 1). Le jeu de données représente le vote de 435 parlementaires américains, membres de la 98 ème

Chambre des représentants (United States House of Representatives), répartis en 168 républicains et 267
démocrates et s’exprimant sur 16 lois (éducation, sécurité, politique internationale...) suivant 3 niveaux
de réponse ("pour", "contre" et "abstention").

Nous utilisons l’échantillonneur de Gibbs combiné avec l’algorithme V -Bayes pour des nombres de
classes en ligne et en colonne allant de 2 à 14 et regardons pour chaque critère la partition sélectionnée.
Le critère ICL(4,1) retient le couple (g,m) = (5, 7) et le critère BIC celui de (g,m) = (4, 6). À nouveau,
le critère BIC sélectionne moins de classes que le critère ICL(4,1).

Sur la figure 4.4 sont représentées les matrices réorganisées suivant les partitions sélectionnées respec-
tivement par les critères ICL(4,1) (à gauche) et BIC (à droite) en prenant "pour" en noir, "contre" en
blanc et "abstention" en gris ; et sur le tableau 4.4 la répartition des démocrates et des républicains pour
chacune des classes.

Les groupes sur les lignes se séparent en deux parties : la partie des votants composée d’un groupe
majoritairement démocrate, un groupe majoritairement républicain et un groupe plutôt mixte et la partie
des abstentionnistes où le critère ICL(4,1) sépare les trois grands abstentionnistes de la chambre (ils se
sont abstenus, 14, 15 et 16 fois) des autres (qui se sont abstenus au maximum 12 fois) ; distinction qui
n’est pas faite par le critère BIC.

Pour les colonnes, les groupes 1 et 2 sont des lois où les républicains se sont majoritairement exprimés
"pour" à l’opposé des démocrates qui se sont exprimés "contre" et inversement pour les groupes 3 et 4 ;

1. Le jeu de données est disponible à l’adresse suivante :
http://archive.ics.uci.edu/ml/datasets/Congressional+Voting+Records.
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Critère ICL(4,1) et proportions équilibrées
+ ++ + + +

(100, 200)

4 5 6m
g

3 0 0 0
4 0 0 0
5 34 4 0
6 11 0 0
7 1 0 0

2 3 4 5m
g

3 0 0 0 0
4 0 0 012
5 0 8 23 2
6 0 0 04
7 0 0 01

2 3 4 5m
g

3 7 0 0 0
4 3 33 0 0
5 0 0 07
6 0 0 0 0
7 0 0 0 0

(150, 150)

4 5 6m
g

3 0 0 0
4 0 0 0
5 35 3 1
6 11 0 0

2 3 4 5m
g

3 0 0 0 0
4 1 18 0 0
5 0 02 29
6 0 0 0 0

2 3 4 5m
g

3 11 0 0 0
4 0 032 1
5 0 01 5
6 0 0 01

(200, 100)

4 5 6m
g

3 0 0 0
4 0 0 0
5 41 4 1
6 4 0 0

2 3 4 5m
g

3 1 1 0 0
4 0 016 5
5 0 1 25 1
6 0 0 0 0

2 3 4 5m
g

3 5 2 0 0
4 0 036 4
5 0 0 2 1
6 0 0 0 0

(500, 1000)

4 5 6m
g

4 0 0 0
5 38 0 0
6 11 0 0
7 1 0 0

2 3 4 5m
g

4 0 0 0 0
5 0 0 044
6 0 0 05
7 0 0 01

2 3 4 5m
g

4 0 0 010
5 0 02 36
6 0 0 01
7 0 0 01

(750, 750)

4 5 6m
g

4 0 0 0
5 45 0 0
6 5 0 0

2 3 4 5m
g

4 0 0 0 0
5 0 0 44 3
6 0 0 03

2 3 4 5m
g

4 0 0 08
5 0 0 040
6 0 0 02

(1000, 500)

4 5 6m
g

4 0 0 0
5 45 4 0
6 1 0 0

2 3 4 5m
g

4 0 0 01
5 0 0 43 6
6 0 0 0 0

2 3 4 5m
g

4 0 0 05
5 0 0 43 2
6 0 0 0 0

Table 4.1 – Sur 50 matrices, répartition du nombre de classes obtenu par la procédure avec le critère
ICL(4,1) et pour le cas des proportions équilibrées suivant la taille (lignes globales) et la difficulté (colonnes
globales) des matrices. L’emplacement du nombre de classes ayant servi à la simulation est encadré.
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Critère BIC et proportions équilibrées
+ ++ + + +

(100, 200)

3 4 5m
g

3 0 0 0
4 0 0 0
5 2 34 5
6 0 09

2 3 4 5m
g

3 0 0 0 0
4 1 30 1 0
5 0 012 6
6 0 0 0 0

2 3 4 5m
g

3 12 0 0 0
4 4 34 0 0
5 0 0 0 0
6 0 0 0 0

(150, 150)

3 4 5m
g

3 0 0 0
4 1 0 0
5 0 35 2
6 0 012

2 3 4 5m
g

3 1 0 0 0
4 2 42 0 0
5 0 01 4
6 0 0 0 0

2 3 4 5m
g

3 22 2 0 0
4 0 0 025
5 0 0 01
6 0 0 0 0

(200, 100)

3 4 5m
g

3 0 0 0
4 4 0 0
5 0 041
6 0 05

2 3 4 5m
g

3 3 1 0 0
4 0 036 2
5 0 0 08
6 0 0 0 0

2 3 4 5m
g

3 13 5 0 0
4 0 0 032
5 0 0 0 0
6 0 0 0 0

(500, 1000)

3 4 5m
g

4 0 0 0
5 0 38 1
6 0 011
7 0 0 0

2 3 4 5m
g

4 0 0 0 0
5 0 0 045
6 0 0 04
7 0 0 01

2 3 4 5m
g

4 0 0 01
5 0 01 45
6 0 0 02
7 0 0 01

(750, 750)

3 4 5m
g

4 0 0 0
5 0 045
6 0 05

2 3 4 5m
g

4 0 0 0 0
5 0 0 044
6 0 0 06

2 3 4 5m
g

4 0 0 08
5 0 0 039
6 0 0 03

(1000, 500)

3 4 5m
g

4 0 0 0
5 0 45 2
6 0 03

2 3 4 5m
g

4 0 0 0 0
5 0 0 43 1
6 0 0 06

2 3 4 5m
g

4 0 0 04
5 0 0 43 1
6 0 0 02

Table 4.2 – Sur 50 matrices, répartition du nombre de classes obtenu par la procédure avec le critère
BIC et pour le cas des proportions équilibrées suivant la taille (lignes globales) et la difficulté (colonnes
globales) des matrices. L’emplacement du nombre de classes ayant servi à la simulation est encadré.
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Critère ICL(4,1) et proportions inégales
+ ++ + + +

(100, 200)

3 4 5 6m
g

3 0 0 0 0
4 18 8 0 0
5 2 17 2 0
6 0 0 02
7 0 0 01

2 3 4 5m
g

3 1 0 0 0
4 1 46 1 0
5 0 0 01
6 0 0 0 0
7 0 0 0 0

2 3 4m
g

3 14 2 0
4 4 30 0
5 0 0 0
6 0 0 0
7 0 0 0

(150, 150)

3 4 5 6m
g

3 0 0 0 0
4 20 14 0 0
5 1 6 2 0
6 0 0 07

2 3 4 5m
g

3 0 0 01
4 1 41 5 0
5 0 0 02
6 0 0 0 0

2 3 4m
g

3 4 10 0
4 0 33 2
5 0 01
6 0 0 0

(200, 100)

3 4 5 6m
g

3 0 0 0 0
4 15 13 5 0
5 2 9 0 3
6 0 0 03

2 3 4 5m
g

3 0 0 03
4 0 32 13 1
5 0 0 02
6 0 0 0 0

2 3 4m
g

3 5 17 0
4 0 27 1
5 0 0 0
6 0 0 0

Critère BIC et proportions inégales
+ ++ + + +

(100, 200)

3 4 5 6m
g

3 0 0 0 0
4 29 10 0 0
5 0 0 010
6 0 0 01

2 3 4 5m
g

3 0 0 01
4 1 47 0 0
5 0 0 01
6 0 0 0 0

2 3 4m
g

3 17 6 0
4 3 24 0
5 0 0 0
6 0 0 0

(150, 150)

3 4 5 6m
g

3 0 0 0 0
4 29 13 0 0
5 2 2 1 0
6 0 0 03

2 3 4 5m
g

3 0 0 04
4 0 043 2
5 0 0 01
6 0 0 0 0

2 3 4m
g

3 10 17 0
4 0 023
5 0 0 0
6 0 0 0

(200, 100)

3 4 5 6m
g

3 0 0 0 0
4 30 8 1 0
5 2 7 0 0
6 0 0 01

2 3 4 5m
g

3 0 0 06
4 0 040 3
5 0 0 02
6 0 0 0 0

2 3 4m
g

3 10 18 0
4 0 022
5 0 0 0
6 0 0 0

Table 4.3 – Sur 50 matrices, répartition du nombre de classes obtenu par la procédure avec les critères
ICL(4,1) (en haut) et BIC (en bas) et pour le cas des proportions inégales suivant la taille (lignes globales)
et la difficulté (colonnes globales) des matrices. L’emplacement du nombre de classes ayant servi à la
simulation est encadré.
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le groupe "mixte" des lignes donnant les subdivisions plus fines. De plus, les deux critères séparent la
dernière loi comprenant le plus grand nombre d’abstentions. Enfin, la différence du nombre de classes se
fait sur les lois du groupe 5 du critère BIC où le critère ICL(4,1) préfère séparer celle où plus de parle-
mentaires se sont abstenus ; ce choix est cohérent avec la distinction en ligne des abstentionnistes.

Figure 4.4 – Réorganisation de la matrice suivant les partitions sélectionnées respectivement par les
critères ICL(4,1) (à gauche) et BIC (à droite). Les votes "pour" sont en noirs, les "contre" en blanc et les
abstentions en gris.

ICL Rép Dém Total
1 132 22 154
2 25 68 93
3 1 162 163
4 2 4 6
5 8 11 19

BIC Rép Dém Total
1 131 24 155
2 27 73 100
3 1 163 164
4 9 7 15

Table 4.4 – Répartitions des démocrates et des répulicains sélectionnées respectivement par les critères
ICL(4,1) (à gauche) et BIC (à droite).

Nous avons comparé les résultats obtenus avec ceux proposés par Wyse et Friel (2010) sur une version
binarisée où les abstentions et les votes "contre" sont agrégés. Supposant que les nombres de classes g et
m sont des variables aléatoires, les auteurs proposent un échantillonneur intégré 2 intégrant les paramètres

2. Traduction libre de collapsed sampler
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en prenant une loi uniforme sur ces derniers (c’est-à-dire (a, b) = (1, 1) dans la figure 3.1) et cherchant à
estimer la loi jointe des modèles et des partitions (z,w) associées. Par la relation suivante :

log p(z,w, g,m|x) = log p(x|z,w, g,m) + log p(z,w, g,m)− log p(x)

= log p(x|z,w, g,m) + log p(z,w|g,m) + log p(g,m)− log p(x)

= log p(x, z,w|g,m) + log p(g,m)− log p(x)

= ICL(1,1)(z,w, g,m) + log p(g,m)− log p(x)

nous voyons que si nous prenons des lois a priori uniformes, maximiser cette loi revient à maximiser le
critère ICL(1,1). Dans leur article, Wyse et Friel (2010) utilisent une loi de Poisson tronquée de paramètre 1,
favorisant ainsi les petites valeurs pour les nombres de classes.

Nous avons utilisé leur algorithme 3 dans les mêmes conditions que leur article, à savoir 110 000 ité-
rations dont 10 000 utilisées pour le temps de chauffe. L’algorithme a renvoyé le couple (g,m) = (6, 11)
(couple n’appartenant pas à la région de confiance à 60% de leur article) pour un critère ICL(1,1) corres-
pondant de −3565. Nous avons reproduit l’expérience 30 fois et obtenu systématiquement 6 classes en
ligne pour des classes en colonne allant de 10 à 14 suivant les expériences ; le meilleur critère ICL(1,1) étant
de −3554 pour le couple (g,m) = (6, 13). Nous avons utilisé notre procédure sur les données binarisées
en prenant les mêmes paramètres et avons obtenu le couple (g,m) = (5, 13), pour un critère ICL(1,1) de
−3553 ; notons toutefois que le critère ICL(1,1) est très "plat" aux alentours de cette valeur.

En conclusion, nous obtenons des résultats très proches même si l’échantillonneur de Wyse et Friel
(2010) n’a jamais sélectionné 5 classes en ligne (ce qui peut paraître paradoxal dans la mesure où leurs
lois a priori sur les nombres de classes favorisent les faibles valeurs) et pour une procédure du même ordre
de grandeur en terme d’itérations.

4.3 Quantifier une perte d’information
Dans certains cas, comme pour l’article de Wyse et Friel (2010), des auteurs sont obligés de regrouper

des niveaux de réponse pour appliquer leurs algorithmes ; le plus souvent pour les binariser. L’inconvénient
est alors de savoir comment comparer les résultats avec ceux obtenus sur les matrices non transformées.

Dans cette partie, nous proposons des adaptations des critères précédents permettant de quantifier
la perte d’information du passage de données ternaires à des données binarisées (où deux niveaux de
réponse ne sont alors plus distingués).

4.3.1 Théorie
Pour comparer des résultats entre des données ternaires et les mêmes binarisées, la première intuition

est de calculer les critères associés à chaque résultat (par exemple ICL(4,1)) pour le type de données cor-
respondant (binaire ou ternaire) puis de prendre le modèle avec la plus grande valeur. Or, cette démarche
sélectionne systématiquement le modèle binarisé (voir l’annexe 4.B.1). Il est donc nécessaire d’adapter
les critères précédents pour pénaliser la perte d’information.

Supposons que nous avons des données ternaires, notées xT , appartenant à l’ensemble {0, 1, 2} et que
la matrice binarisée, notée xB , regroupe les valeurs 1 et 2 sous une même valeur notée 1B . Une fois ce
regroupement effectué, il devient donc impossible de savoir si une case xBij valant 1B signifie que la case
xTij vaut 1 ou 2.

3. Les programmes sont disponibles sur la page
http://www.ucd.ie/statdept/jwyse.
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Nous proposons donc de voir les données binaires comme des données ternaires avec la contrainte que
α1
k` = α2

k` pour tout couple (k, `). Or, une case xBij vaut 0 dans la matrice binarisée si et seulement si la
case associée xTij de la matrice ternaire vaut également 0. En notant αB le paramètre de la loi des données
binaires de densité ϕB , ceci implique que :

α0
k` = P

(
xTij = 0

)
= P

(
xBij = 0

)
=

(
1− αBk`

)
.

Or, nous savons que :

α0
k` + α1

k` + α2
k` = 1 ⇔

(
1− αBk`

)
+ 2α1

k` =
(
1− αBk`

)
+ αBk`

⇔ 2α1
k` = αBk`

⇔ α1
k` =

1

2
αBk`.

En notant ϕTC la densité ternaire contrainte, il ne reste plus qu’à exprimer la relation existant entre les
deux densités :

ϕTC(xBij ;α
B) =

(
α0
k`

)1{xTij=0} (α1
k`

)1{xTij=1} (α2
k`

)1{xTij=2}

=
(
1− αBk`

)1{xTij=0}
(

1

2
αBk`

)1{xTij=1}
(

1

2
αBk`

)1{xTij=2}

=

(
1

2

)1{xTij=1}+1{xTij=2} (
1− αBk`

)1{xTij=0} (αBk`)1{xTij=1}+1{xTij=2}

=

(
1

2

)1{xBij=1B} (
1− αBk`

)1{xBij=0} (αBk`)1{xBij=1B}

=
1

2x
B
ij

ϕB(xBij ;α
B).

Conclusion, nous avons la relation suivante :

ϕTC(xBij ;α
B) =

1

2x
B
ij

ϕB(xBij ;α
B). (4.10)

À partir de l’équation (4.10), nous obtenons les critères pénalisés suivants :

BICTC(g,m) = BICB(g,m)−NB
1 log 2

ICLTC(a,b)(g,m) = ICLB(a,b)(g,m)−NB
1 log 2

où NB
1 représente le nombre de 1B dans la matrice xB (les démonstrations reposent sur le lien entre les

deux log-vraisemblances et sont mises en annexe 4.B.2).
Plus il y a de données binarisées et plus la pénalité est forte mais plus les blocs sont potentiellement

homogènes dans la matrice binaire.

4.3.2 Expérimentations numériques
Dans cette partie, nous analysons empiriquement le comportement de ces critères pénalisés. Pour ce

faire, nous regardons d’abord des données simulées puis des données réelles.

114



Données simulées

Pour cette partie, nous simulons n = 200 lignes et d = 100 colonnes, des proportions équilibrées en
ligne et en colonne et des paramètres de la forme suivante :

α0 =


1− ε 1− ε 1− ε
1− 2ε 1− ε 1− ε
1− 2ε 1− 2ε 1− ε
1− 2ε 1− 2ε 1− 2ε

 α1 =


εη εη εη
2εη εη εη
2εη 2εη εη
2εη 2εη 2εη

 α2 =


ε(1− η) ε(1− η) ε(1− η)
2ε(1− η) ε(1− η) ε(1− η)
2ε(1− η) 2ε(1− η) ε(1− η)
2ε(1− η) 2ε(1− η) 2ε(1− η)


avec ε ∈ {0.001, 0.01, 0.1, 0.4, 0.45, 0.4999} paramètre de proportions des valeurs {1, 2} et
η ∈ {0.001, 0.01, 0.1, 0.4, 0.45, 0.4999} paramètre de proportion entre les valeurs 1 et 2. En particulier, si
η ≈ 0.5 alors α1 ≈ α2 et si ε ≈ 0, alors α0

k` ≈ 1 pour tout (k, `).
Pour chaque combinaison, nous simulons 50 matrices et utilisons pour chacune l’échantillonneur de

Gibbs combiné avec l’algorithme V -Bayes et regardons les critères ICL(4,1) et BIC pour des classes en
ligne et en colonne allant de 2 à 6. Dans un second temps, nous regroupons les valeurs 1 et 2 pour obtenir
des données binarisées et recommençons l’expérience avec les critères ternaires contraints.

Le tableau 4.5 récapitule le nombre de fois où un modèle binaire a été sélectionné. Lorsque la proportion
de cases valant 1B dans la matrice binaire est élevée (ligne ε = 0.4999), les blocs binaires obtenus sont
alors plus homogènes et la pénalisation n’est pas suffisante pour sélectionner un modèle ternaire. Dans
ces cas, les nombres de classes sélectionnés sont souvent plus petits que ceux ayant servi aux simulations.

D’un autre côté, lorsque l’une des valeurs binarisées est sous-représentée par rapport à l’autre (colonne
η = 0.001), les valeurs étant presque binaires, les modèles ternaires ne sont alors pas toujours choisis.

En revanche, lorsque les configurations ne sont pas proches de ces cas, le modèle ternaire est choisi
plus souvent.

Critère ICL(4,1) Critère BIC

0.001 0.01 0.1 0.4 0.45 0.4999
η

ε

0.001 11 0 0 0 0 0
0.01 20 0 0 0 0 0
0.1 47 0 0 0 0 0
0.4 45 36 0 0 0 9
0.45 45 40 25 1 0 9

0.4999 43 38 50 50 50 50

0.001 0.01 0.1 0.4 0.45 0.4999
η

ε

0.001 4 0 0 0 0 0
0.01 12 1 0 0 0 0
0.1 29 7 0 0 0 0
0.4 24 25 0 0 0 9
0.45 24 22 0 2 0 10

0.4999 27 12 1 50 50 50

Table 4.5 – Nombre de fois où un modèle binaire a été sélectionné suivant les critères (ICL(4,1) à gauche
et BIC à droite) : en colonne la disproportion des valeurs 1 et 2 et en ligne la proportion de cases valant
1B dans la matrice binaire.

Données réelles

Nous avons ensuite testé la même procédure sur les données du parlement américain en étudiant les
différentes façons de regrouper les votes. Nous voyons dans le tableau 4.6 que les meilleurs critères ternaires
contraints sont obtenus pour le regroupement des "pour" et des "contre" (exprimés dans le tableau).
Malgré la forte pénalisation, les effectifs sont assez proches et la matrice comporte une grande majorité
de valeurs binarisées impliquant des blocs avec des valeurs fortement dominantes ; les valeurs des critères
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avant pénalisation sont donc très élevées. D’ailleurs, le nombre de classes sélectionné pour ce regroupement
est très faible en comparaison des autres. Toutefois, les données ternaires restent sélectionnées par les
deux critères.

De plus, les critères BIC sélectionnent à nouveau moins de classes que les critères ICL(4,1).

Valeurs Couples sélecionnés
ICL(4,1) BIC

Contr & Abs -6000.3 -6048.4
Pour & Abs -6065.3 -6088.0
Exprimés -5836.0 -5825.0
Ternaire -4492.8 -4684.2

ICL(4,1) BIC

Contr & Abs (5,12) (3,8)

Pour & Abs (4,10) (3,7)

Exprimés (3,3) (3,3)

Ternaire (5,7) (4,6)

Table 4.6 – Valeurs des critères suivant les regroupements (à gauche) et couples sélectionnés pour
chacun (à droite).

4.4 Conclusion
Dans ce chapitre, nous obtenons le critère de sélection de modèle ICL(4,1) possédant une formule

explicite non asymptotique et donnant de bons résultats sur des données simulées. De plus, nous pouvons
espérer que ce critère soit consistant pour l’estimation du nombre de classes.

En revanche, le critère BIC utilisant l’énergie libre semble sous-évaluer le nombre de classes en ligne et
en colonne lorsque le nombre d’observation est faible. Ceci est certainement dû aux deux approximations
faites, l’une par l’énergie libre et l’autre asymptotique.

Toutefois, nous avons conjecturé que, pour un nombre suffisant d’observations, le comportement du
critère BIC est similaire à celui du critère ICL(4,1), confortés par les résultats numériques ; il reste toute-
fois à le démontrer.

Enfin, les critères pénalisés proposés pour quantifier la perte d’information du passage du ternaire au
binaire renvoient des résultats cohérents empiriquement : ils sélectionnent des modèles binaires lorsque
les données binarisées sont fortement majoritaires (et qu’un nombre de blocs bien inférieur peut être
choisi pour la matrice binaire), lorsque les données binarisées sont composées d’effectifs égaux de chaque
ou encore lorsque l’une des données est fortement sous-représentées signifiant que le tableau en lui-même
est quasiment binaire.
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4.A Critère ICL(a,b)

Dans cette annexe, nous regroupons les démonstrations relatives au critère ICL(a,b).

4.A.1 Formule explicite
Dans cette annexe, nous explicitons les calculs du critère exact ICL(a,b)(g,m) pour les données quali-

tatives. Comme nous l’avons expliqué, nous avons la formule :

ICL(a,b)(g,m) = log p(z) + log p(w) + log p(x|z,w).

Maintenant, conformément à la définition du modèle des blocs latents, nous avons :

p(z|π) =
∏
i,k

πzikk .

Comme la loi a priori de π est une loi de Dirichlet D(a, . . . , a) :

p(π) =
Γ(ga)

Γ(a)g

∏
k

πa−1
k ,

et nous obtenons :
p(π|z) =

p(z|π)p(π)∫
p(z|π)p(π)

∝
∏
k

π
z+k+a−1
k .

Nous reconnaissons une densité non normalisée de Dirichlet D(z+1 + a, . . . , z+g + a) dont le facteur de
normalisation vaut :

Γ(n+ ga)∏
k Γ(z+k + a)

.

Finalement, l’expression de p(z) découle directement de la formule de Bayes :

p(z) =
Γ(ag)

Γ(a)g

∏
k Γ(z+k + a)

Γ(n+ ag)
. (4.11)

De la même manière, nous avons :

p(w) =
Γ(am)

Γ(a)m

∏
` Γ(w+` + a)

Γ(d+ am)
. (4.12)

Il reste à calculer la forme de p(x|z,w). Comme les variables α et (z,w) sont indépendantes, nous
avons

p(α|x, z,w) =
p(x|z,w,α)p(α)∫
p(x|z,w,α)p(α)dα

,

et, en utilisant l’indépendance conditionnelle des cases xij connaissant z, w et α,

p(x|z,w,α) =
∏
i,j,k,`

(∏
h

(αhk`)
vijh

)zikwj`

=
∏
k,`

(∏
h

(αhk`)
∑
i,j zikwj`vijh

)

=
∏
k,`

(∏
h

(αhk`)
Nhk`;z,w

)
.
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Ce qui entraîne

p(α|x, z,w) ∝
∏
k,`

(
p(αk`)

∏
h

(αhk`)
Nhk`;z,w

)

∝
∏
k,`

[(∏
h

(αhk`)
b−1

)(∏
h

(αhk`)
Nhk`;z,w

)]

∝
∏
k,`

(∏
h

(αhk`)
b+Nhk`;z,w−1

)
,

car p(αk`) est la densité d’une loi de DirichletD(b, . . . , b). Chaque terme (k, `) est la densité non-normalisée
d’une loi de Dirichlet D(b+N1

k`;z,w, . . . , b+Nr
k`;z,w) avec comme facteur de normalisation

Γ(z+kw+` + rb)∏
h Γ(Nh

k`;z,w + b)
.

Ce qui donne la formule suivante :

p(x|z,w) =
∏
k,`

Γ(rb)

Γ(b)r

∏
h Γ(Nh

k`;z,w + b)

Γ(z+kw+` + rb)
. (4.13)

Au final, le critère ICL(a,b)(g,m), présenté dans la section 4.2.1, est directement dérivé des équations
(4.3), (4.11), (4.12) et (4.13).

4.A.2 Comportement théorique
Pour étudier le comportement théorique du critère ICL(a,b) pour un couple (z,w) fixé, nous commen-

çons par reprendre l’équation (4.3) :

log p(x, z,w) = log p(z) + log p(w) + log p(x|z,w).

Comme le couple (z,w) est fixé, il suffit de regarder log p(x|z,w) dont nous rappelons la forme :

log p(x|z,w) =
∑
k,`

[
log Γ(rb)− r log Γ(b)− log Γ (z+kw+` + rb) +

r∑
h=1

log Γ(Nh
k`;z,w + b)

]
.

En notant B la fonction bêta multinomiale définie pour tout β ∈ Rr+? par :

B(β) =

∏r
h=1 Γ(βh)

Γ (
∑r
h=1 βh)

,

nous avons :

log p(x|z,w) =
∑
k,`

[
− logB(b, . . . , b) + logB

(
N1
k`;z,w + b, . . . , Nr

k`;z,w + b
)]
.

Or, nous savons que si nous imposons une contrainte sur la somme des paramètres, la fonction B est
minimale pour des valeurs égales et maximale si toutes les coordonnées sont nulles sauf une.

En conclusion, pour une configuration (z,w), la log-vraisemblance complète log p(x, z,w) est plus
élevée pour des blocs homogènes que pour des blocs avec des proportions équilibrées de chaque niveau de
réponse.
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4.B Démonstration de la partie "quantifier une perte d’informa-
tions"

Dans cette partie, nous mettons les démonstrations relatives à la partie 4.3.

4.B.1 Densité binaire contre densité ternaire
Pour la suite nous supposons que si xT ∈ {0, 1, 2} alors nous notons xB telle que :{

xB = 0 si xT = 0
xB = 1B si xT = 1 ou xT = 2

.

Ainsi, xB est la version binarisée de xT où les valeurs 1 et 2 sont regroupées derrière la valeur 1B .

Montrons maintenant que si nous supposons que xT est le résultat d’une variable ternaire XT et xB
celle d’une variable binaire XB alors la densité associée à la variable binaire est toujours plus grande en
xB que celle de la ternaire en xT .

Pour cela, notons αi la probabilité que la variable XT vale i et αB la probabilité que la variable XB

vale 1B . Nous obtenons ainsi :

(1− αB) = P(XB = 0) = P(XT = 0) = α0

αB = P
(
XB = 1B

)
= P(XT = 1 ∪XT = 2) = α1 + α2

et, comme les probabilités sont positives, cela signifie qu’il existe une constante t ∈ [0, 1] telle que :{
α1 = tαB
α2 = (1− t)αB

.

Au final, en notant ϕB et ϕT les densités respectivement binaires et ternaires, nous avons :

ϕT (xT ) = α
1{xT=0}
0 α

1{xT=1}
1 α

1{xT=2}
2

= (1− αB)
1{xT=0} (tαB)

1{xT=1} ((1− t)αB)
1{xT=2}

= (1− αB)
1{xT=0} α

1{xT=1}+1{xT=2}
B t

1{xT=1}(1− t)1{xT=2}︸ ︷︷ ︸
≤1

≤ (1− αB)
1{xT=0} αB

1{xT=1} + 1{xT=2}︸ ︷︷ ︸
=1{xB=1B}

≤ (1− αB)
1{xB=0} α

1{xB=1B}
B

≤ ϕB(xB).

Comme la densité est plus forte, la vraisemblance l’est aussi.

Critère BIC

En particulier, pour le critère BIC, la partie ternaire a forcément une vraisemblance plus faible et est
plus pénalisée donc n’est jamais sélectionnée.
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Critère ICL(a,b)

Dans cette partie, nous montrons que le critère ICL(a,b) choisit toujours le modèle binaire lorsque b est
entier. Pour cela, nous supposons avoir le même couple (z,w) puis nous comparons les log-vraisemblances
complètes intégrées du cas ternaire et du cas binaire :

log pT (x, z,w)− log pB(x, z,w) =
∑
k,`

[
log Γ(3b)− log Γ(2b)− log Γ(b)− log Γ

(
b+N2

k`;z,w +N3
k`;z,w

)
+ log Γ

(
b+N2

k`;z,w

)
+ log Γ

(
b+N3

k`;z,w

)
− log Γ (3b+ z+kw+`) + log Γ (2b+ z+kw+`)

]
=
∑
k,`

log

 (3b− 1)!

(2b− 1)! (b− 1)!

(
b+N2

k`;z,w − 1
)

!
(
b+N3

k`;z,w − 1
)

!(
b+N2

k`;z,w +N3
k`;z,w − 1

)
!

× (2b+ z+kw+` − 1)!

(3b+ z+kw+` − 1)!

]
=
∑
k,`

log

[
(2b) . . . (3b− 1)

(b− 1)!
× 1

(2b+ z+kw+`) . . . (3b+ z+kw+` − 1)!

×

(
b+N3

k`;z,w − 1
)

!(
b+N2

k`;z,w − 1
)
. . .
(
b+N2

k`;z,w +N3
k`;z,w − 1

)


=
∑
k,`

log

[
(b− 1)!

(b− 1)!︸ ︷︷ ︸
=1

(b) . . .
(
b+N3

k`;z,w − 1
)

(
b+N2

k`;z,w − 1
)
. . .
(
b+N2

k`;z,w +N3
k`;z,w − 1

)
︸ ︷︷ ︸

≤1

× (2b) . . . (3b− 1)

(2b+ z+kw+`) . . . (3b+ z+kw+` − 1)!︸ ︷︷ ︸
≤1

]

< 0.

Donc, pour toutes les partitions, le critère binaire associé est meilleur que le ternaire.

4.B.2 Densité contrainte
À partir de l’équation (4.10) sur les densités :

ϕTC(xBij ;α
B) =

1

2x
B
ij

ϕB(xBij ;α
B),

nous montrons dans cette partie comment obtenir les deux critères pénalisés.

Pour cela, nous commençons par exprimer la vraisemblance du ternaire contraint en fonction de celle
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du binaire :

pTC

(
xB ;θB

)
=

∑
(z,w)∈Z×W

∏
i,k

πzikk

∏
j,`

ρ
wj`
`

∏
i,j,k,`

ϕTC
(
xB ;αBk`

)zikwj`
=

∑
(z,w)∈Z×W

∏
i,k

πzikk

∏
j,`

ρ
wj`
`

∏
i,j,k,`

1

2x
B
ijzikwj`

ϕB
(
xB ;αBk`

)zikwj`
=

∑
(z,w)∈Z×W

1

2
∑
i,j,k,` x

B
ijzikwj`

∏
i,k

πzikk

∏
j,`

ρ
wj`
`

∏
i,j,k,`

ϕB
(
xB ;αBk`

)zikwj`
=

∑
(z,w)∈Z×W

1

2N
B
1

∏
i,k

πzikk

∏
j,`

ρ
wj`
`

∏
i,j,k,`

ϕB
(
xB ;αBk`

)zikwj`
=

1

2N
B
1

pB

(
xB ;θB

)
.

La version pénalisée du critère BIC découle de cette constatation.

Pour le critère ICL(a,b), nous voyons sur la formule (4.4) que l’influence de la densité se fait dans la
partie p(x|z,w). En reprenant la démonstration de l’annexe 4.A.1, nous avons :

pTC
(
xB
∣∣ z,w) =

∫
pTC

(
xB
∣∣ z,w,αB) p(αB)dαB

=

∫
1

2N
B
1

pB
(
xB
∣∣ z,w,αB) p(αB)dαB

=
1

2N
B
1

pB
(
xB
∣∣ z,w)

ce qui donne le résultat.
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Chapitre 5

Algorithme Largest Gaps
"Tout est difficile avant d’être simple"

Thomas Fuller

Sommaire
5.1 Introduction . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 123
5.2 Algorithme Largest Gaps (LG) . . . . . . . . . . . . . . . . . . . . . . . . . . . 123
5.3 Consistance des estimateurs . . . . . . . . . . . . . . . . . . . . . . . . . . . . 124

5.3.1 Consistance sous la condition que les paramètres soient fixes . . . . . . . . . . 127
5.3.2 Étude de différentes asymptotiques . . . . . . . . . . . . . . . . . . . . . . . . . 128

5.4 Estimateurs empiriques de θ . . . . . . . . . . . . . . . . . . . . . . . . . . . . 129
5.5 Amélioration de l’estimation des classes . . . . . . . . . . . . . . . . . . . . . 130
5.6 Sélection de modèle . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 131
5.7 Applications numériques . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 134

5.7.1 Comportement de la borne 5.2 . . . . . . . . . . . . . . . . . . . . . . . . . . . 134
5.7.2 Étude de l’amélioration . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 137
5.7.3 Étude de la sélection de modèles . . . . . . . . . . . . . . . . . . . . . . . . . . 137

5.8 Conclusion . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 138
5.A Indépendance des cases d’une ligne conditionnellement à l’appartenance

à une classe de cette dernière . . . . . . . . . . . . . . . . . . . . . . . . . . . 138
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5.1 Introduction
Dans ce chapitre, nous adaptons l’algorithme Largest Gaps (ou LG) proposé par Channarond et al.

(2012) au modèle des blocs latents. Le principe de cet algorithme est d’estimer les labels à partir des
sommes des cases de chaque ligne et colonne.

Dans leur article, Channarond et al. (2012) étudient cette procédure sur le modèle SBM où les nombres
de lignes et de colonnes sont identiques ; dans le cas du modèle des blocs latents, la principale contrainte
est que les lignes et les colonnes peuvent augmenter de façon disproportionnée.

En adaptant les démonstrations de leur article, nous démontrons que les estimateurs des labels et des
paramètres renvoyés par l’algorithme sont consistants sous la condition que le rapport entre les lignes et
les colonnes ne tende pas trop vite vers 0 ou l’infini.

Contrairement au cas du SBM, les sommes des cases des lignes sont indépendantes conditionnellement
à la connaissance des labels, nous proposons d’améliorer les estimations de l’algorithme LG en utilisant
un algorithme EM.

De plus, nous proposons une adaptation différente pour que l’algorithme LG propose une estimation
du nombre de classes. Nous montrons que cette procédure permet d’obtenir des estimateurs consistants
également.

Enfin, nous testons les résultats théoriques sur des simulations. Nous montrons plus particulièrement
que, malgré sa simplicité, l’algorithme LG peut servir pour estimer le nombre de classes, les partitions et
les paramètres mais qu’il faut un très grand nombre d’observations.

5.2 Algorithme Largest Gaps (LG)
L’algorithme Largest Gaps repose sur une simplification du modèle : le principe est de regarder la loi

d’une case Xij de la matrice sachant que sa ligne appartient à la classe k indépendamment du classement
des colonnes :

P(Xij = 1|zik = 1) =

m∑
`=1

P(Xij = 1|zik = 1, wj` = 1)P(wj` = 1|zik = 1)

=

m∑
`=1

P(Xij = 1|zik = 1, wj` = 1)P(wj` = 1)

=

m∑
`=1

αk`ρ`.

En reprenant les notations τk =
∑m
`=1 αk`ρ` du critère d’identifiabilité de Keribin et al. (section 1.3.2.1)

et conditionnellement au fait que la ligne i appartienne à la classe k, les cases Xij sont indépendantes
(voir section 5.A) et la somme Xi+ des cases de la ligne i suit une loi binomiale de paramètres d et τk :

Xi+|zik = 1 ∼ B(d, τk).
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L’idée est alors que si les composantes du vecteur τ sont suffisamment distinctes par rapport au nombre
d’observations, les sommes de chaque ligne doivent s’agglutiner autour de g groupes provenant chacun
d’une même loi binomiale. Comme nous pouvons le voir sur la figure 5.1, il est possible d’obtenir la
partition ayant servi à simuler les données lorsque les groupes sont suffisamment séparés.

Pour automatiser cette procédure, nous étudions la variable Xi� représentant la moyenne de la i ème

ligne et ayant les propriétés suivantes :

Propriété 5.2.1. Les résultats théoriques de l’algorithme Largest Gaps reposent sur les cinq propriétés
suivantes de Xi� :

— Xi� ∈ [0, 1].
— E

[
Xi�

∣∣ zik = 1
]

= E[Xi+|zik=1]
d = τk.

— V
[
Xi�

∣∣ zik = 1
]

= V[Xi+|zik=1]
d2 = τk(1−τk)

d .
— Par la loi des grands nombres, Xi�

∣∣ zik = 1 −→
d→+∞

τk p.s.

— D’après le théorème de limite centrale, la loi limite de Xi�

∣∣ zik = 1 est N
(
τk,

τk(1−τk)
d

)
.

De ces constatations, l’algorithme LG est ainsi défini :
Algorithme Largest Gaps :

1. Calcul pour tout i ∈ {1, . . . , n}, la moyenne Xi� de la ligne i.
2. Ordonnancement dans l’ordre croissant pour former le groupe

(
X(1)�, . . . , X(n)�

)
.

3. Calcul pour tout i ∈ {2, . . . , n}, les sauts Gi = X(i)� −X(i−1)�.
4. Sélection de i1, . . . , ig−1 (ordonnés) tels que (Gi1 , . . . , Gig−1

) soient les g − 1 plus grands sauts.
5. Création les groupes tels que zik = 1 si (ik−1) < (i) ≤ (ik) avec i0 = 0 et ig = n.
6. Répétition avec les colonnes pour obtenir m groupes.

Nous obtenons ainsi deux estimateurs des partitions, l’un en ligne ẑLG et l’autre en colonne ŵLG. La
figure 5.2 représente les différentes étapes illustrées à partir de l’exemple de la figure 5.1.

Remarque 5.2.2. Cas de données qualitatives
Dans le cas de données qualitatives, nous pouvons faire la somme sur les lignes et les colonnes des matrices
vijh. Nous obtenons ainsi pour chaque ligne un vecteur (vi+1, . . . , vi+r) ayant pour loi une multinomiale
de paramètres d et τk =

(
τ1
k , . . . , τ

r
k

)
conditionnellement au fait que la ligne i appartienne à la classe k.

L’affectation des classes peut alors se faire suivant l’une des coordonnées de la même façon que pour le
cas binaire. Cette proposition a l’inconvénient de devoir connaître la coordonnée où les τk sont différents.
Une alternative est proposée en section 5.5.

5.3 Consistance des estimateurs
Dans cette partie, nous montrons que l’estimateur ẑLG des labels est consistant lorsque n et d tendent

vers l’infini sous la condition de connaître le bon nombre de classes et que n ne croît pas trop vite
devant d. Pour contourner le label switching, nous utilisons la relation d’équivalence ≡Z définie dans la
partie 1.3.2.5 supposant que deux matrices de partitions binaires z1 et z2 sont équivalentes s’il existe une
permutation s des éléments de {1, . . . , g} telle que pour tout i et k, z1

ik = z2
is(k).
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Matrice initiale

Histogrammes
des sommes

Lignes Colonnes

Séparations

Matrice réorga-
nisée

Figure 5.1 – Illustrations des constatations de la partie 5.2. La matrice initiale se trouve en haut, puis
les histogrammes des sommes sont représentés sur la deuxième ligne ; nous voyons respectivement 3 et 2
classes mises en évidence sur la troisième ligne pour obtenir la matrice représentée en bas.
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Matrice initiale

Étape 1
Moyennes

Lignes Colonnes

Étape 2
Réordonnement

Étape 3
Calcul
des sauts

Étape 4
Choix des plus
grands sauts

Étape 5
Sélection
des classes

Matrice
réorganisée

Figure 5.2 – Illustration de chaque étape de l’algorithme LG à partir de l’exemple de la figure 5.1 :
colonne de gauche pour les lignes et celle de droite pour les colonnes.
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5.3.1 Consistance sous la condition que les paramètres soient fixes
Pour montrer la consistance de l’estimation de la classification en ligne, nous majorons la probabilité

que la classification estimée ne soit pas la bonne en fonction de n et de d ; nous notons cet évènement
Ez =

{
ẑLG 6≡Z z?

}
où z? est la vraie partition. Pour cela, nous avons besoin d’un certain nombre de

notations.

Notations 5.3.1.
La probabilité minimale d’appartenir à une classe en ligne est notée πmin :

πmin = min
1≤k≤g

πk.

La distance minimale entre deux valeurs de τ de coordonnées distinctes est notée δτ :

δτ = min
k 6=k′

|τk − τk′ | .

De même, ρmin représente la probabilité minimale d’appartenir à une classe en colonne et δσ la distance
minimale entre deux valeurs de σ de coordonnées distinctes.

Si la condition C1 du critère d’identifiabilité de Keribin et al. (section 1.3.2.1) n’est pas vérifiée alors
δτ = 0.

À l’aide de ces notations, nous obtenons la borne suivante pour la probabilité de mauvais classement
en ligne :

Théorème 5.3.2. Borne de l’évènement Ez
Soit l’évènement Ez =

{
ẑLG 6≡Z z?

}
, alors :

P(Ez) ≤ 2ne−
1
8dδ

2
τ + g(1− πmin)n. (5.1)

La démonstration est adaptée de celle de Channarond et al. (2012) et est mise en annexe 5.B. Elle
repose essentiellement sur la recherche d’un évènement appartenant au complémentaire de Ez et de
l’utilisation de l’inégalité de Hoeffding.

Remarque 5.3.3.
Pour obtenir la consistance de l’estimateur ẑLG, il suffit d’avoir la relation suivante :

lim
n,d

d

log n
>

8

δ2
τ

où lim représente la limite inférieure. La démonstration est mise en annexe 5.B.3.
En particulier, cette condition est vérifiée si :

log n = o(d).

Par symétrie, une borne similaire est obtenue pour l’estimateur de l’affectation des labels en colonne
en notant ≡W l’égalité de deux matrices de l’ensemble W à une permutation des labels des classes près.

À partir de ces deux bornes, nous montrons la consistance des estimateurs des labels en explicitant
une borne tendant vers 0 de l’évènement Ez,w =

{
ẑLG 6≡Z z?

}⋃{
ŵLG 6≡W w?

}
lorsque n et d tendent

vers l’infini.
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Théorème 5.3.4. Consistance des estimateurs des classes
Soit l’évènement Ez,w =

{
ẑLG 6≡Z z?

}⋃{
ŵLG 6≡W w?

}
, alors :

P(Ez,w) ≤ 2ne−
1
8dδ

2
τ + g(1− πmin)n + 2de−

1
8nδ

2
σ +m(1− ρmin)d. (5.2)

[Cn,d] : Si n et d tendent vers l’infini tels que log n soit négligeable devant d et log d soit négligeable devant
n,
alors les estimateurs des labels en ligne et en colonne renvoyés par l’algorithme LG sont consistants.

La démonstration consiste à reprendre la borne (5.1) pour majorer l’ensemble sur les lignes et faire
de même pour les colonnes.

Remarque 5.3.5.
La borne (5.2) permet d’avoir une première vision du déséquilibre entre les lignes et les colonnes puisqu’en
reprenant la démonstration de l’annexe 5.B.3, nous conservons la consistance des estimateurs s’il existe
ε > 0 et si n et d tendent vers l’infini tels que :

8

δ2
τ

log n(1 + ε) < d < e
δ2σn

8 (1−ε).

5.3.2 Étude de différentes asymptotiques
Comme nous le mentionnons dans la section 1.3.2.3, il est intéressant d’étudier l’influence asymptotique

de trois quantités (pour la classification des lignes) lorsque n et d tendent vers l’infini :
1. le nombre de classes gn,d tend vers l’infini,
2. la probabilité minimale πn,dmin tend vers 0,
3. l’écart minimal δn,dτ entre deux valeurs de τ de coordonnées distinctes tend vers 0.

Remarque 5.3.6.
Notons que le nombre gn,d de classes en ligne est borné à la fois par le comportement de πn,dmin et celui
de δn,dτ par :

gn,d ≤ 1

πn,dmin

et gn,d ≤ 1

δn,dτ
+ 1.

En particulier, il est possible que le nombre de classes en ligne gn,d soit constant alors que l’une des
deux valeurs entre πn,dmin et δn,dτ tende vers 0. Toutefois, ces bornes n’étant pas optimales, nous conservons
la possibilité que le nombre de classes tende vers l’infini.

Théorème 5.3.7. Consistance des estimateurs des labels
Sous les conditions sur les lignes (resp. les conditions symétriques sur les colonnes) :

[C1.ligne] Condition sur δn,dτ :

lim
n,d

δn,dτ

√
d

log n
> 2
√

2.

[C2.ligne] Condition sur πn,dmin :
(a) gn,d −→

n,d→+∞
+∞ et

lim
n,d
−
n log

(
1− πn,dmin

)
log gn,d

> 1,
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(b) ou
πn,dminn −→

n,d→+∞
+∞.

Et sous la condition [Cn,d] que n et d tendent vers l’infini tels que log n soit négligeable devant d et log d
soit négligeable devant n,
alors l’estimateur

(
ẑLG, ŵLG

)
est consistant.

La démonstration repose sur l’étude de la borne (5.2) (mise en annexe 5.C).

Remarque 5.3.8.
Dans leur article, Channarond et al. (2012) ont donné une condition sur le nombre de classes que nous
pouvons retrouver à l’aide de la remarque 5.3.6 :

gn,d = O

(√
d

log n

)
.

En particulier, la condition [C2.ligne] est vérifiée si πn,dmin est de la forme 1
nγ pour tout γ ∈]0; 1[.

Les démonstrations sont mises en annexe 5.C.

5.4 Estimateurs empiriques de θ

Une fois les estimateurs ẑLG et ŵLG obtenus, nous pouvons estimer le paramètre θ par les moyennes
empiriques suivantes :

π̂LGk =
ẑLG+k

n
, ρ̂LG` =

ŵLG+`

d
et α̂LGk` =

∑
i,j ẑ

LG
ik xijŵ

LG
j`

ẑLG+k ŵ
LG
+`

.

Pour montrer la consistance de θ̂LG, nous majorons le fait que l’estimation soit loin de la vraie valeur
θ?.

Théorème 5.4.1. Convergence des estimateurs empiriques
Pour tout t > 0, notons :

Cz,wt =

{∥∥∥θ̂LG − θ?
∥∥∥

+∞
> t

}
.

Alors, pour tout C ∈]0, 1[ :

P (Cz,wt ) ≤ gm
[
2e−2πminρminndt

2(1−C) + 4e−(Cπminρmin)2n + 4e−(Cπminρmin)2d
]

+2ge−2nt2 + 2me−2dt2

+2ne−d
δ2π
8 + g(1− πmin)n + 2de−n

δ2ρ
8 +m(1− ρmin)d.

(5.3)

Sous la condition [Cn,d], les estimateurs empiriques de θ renvoyés par l’algorithme LG sont consistants.

Remarque 5.4.2. Constante optimale
La valeur optimale de la constante C de cette borne dépend de n, d, πmin et ρmin ; son calcul exact est
difficile à obtenir. Toutefois, nous pouvons remarquer qu’à une constante C fixée, la première partie de la
borne est négligeable par rapport à chacune des deux autres parties (voir annexe 5.D.2). Par conséquent,
nous pouvons conjecturer que la constante optimale tend vers 1 lorsque n et d tendent vers l’infini.

En supposant que les paramètres évoluent, nous obtenons de nouvelles conditions suffisantes à partir
de la borne (5.3).
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Théorème 5.4.3. Sous la condition [C1] du théorème 5.3.7 pour les lignes et les colonnes auxquelles
nous ajoutons les conditions :

[C3.ligne] :
(a) gn,dmn,d −→

n,d→+∞
+∞ et

lim
n,d

(πn,dminρ
n,d
min)2n

log (gn,dmn,d)
> 1,

(b) ou
(πn,dminρ

n,d
min)2n −→

n,d→+∞
+∞.

[C3.colonne] :
(a) gn,dmn,d −→

n,d→+∞
+∞ et

lim
n,d

(πn,dminρ
n,d
min)2d

log (gn,dmn,d)
> 1,

(b) ou
(πn,dminρ

n,d
min)2d −→

n,d→+∞
+∞.

Et sous la condition [Cn,d] sur le nombre de lignes et de colonnes,
alors les estimateurs empiriques sont consistants.

La démonstration est une simple étude de l’évolution de la borne suivant celles des paramètres (voir
annexe 5.D.2).
Remarque 5.4.4.
Les deux nouvelles conditions sont dues à l’estimation empirique de α. Le fait que les lignes et les colonnes
doivent croître très vite peut surprendre mais la variable πn,dminρ

n,d
min représente la proportion du plus petit

bloc dans la matrice. Donc si cette proportion diminue, il faut un nombre de cases qui augmente en
conséquence. Comme nous n’avons pas écarté l’hypothèse que la proportion minimale ρn,dmin d’appartenir
à une classe en colonne tend vers 0 avec n, il faut que le nombre de lignes compense également.

5.5 Amélioration de l’estimation des classes
Dans la section 5.2, nous avons vu que les variables Xi+ suivent des lois de mélanges binomiaux que

nous pouvons également approximer par des mélanges gaussiens. Dans sa version première, l’algorithme
LG ne prend pas en compte le fait qu’en sommant les lignes et les colonnes, nous obtenons des mélanges.

Une amélioration consiste à prendre en compte cette information, notamment lorsque le plus petit
saut sélectionné est de taille proche de 1/n ou 1/d (ce qui est le cas si deux "bosses" sont imbriquées),
en couplant avec un algorithme EM (voir annexe A.3 ou Dempster et al. (1977)). Cette amélioration est
notamment intéressante dans le cas de données qualitatives où distinguer les sauts est plus compliqué
alors que nous obtenons assez facilement des mélanges de lois multinomiales.

Toutefois, l’un des avantages de l’algorithme LG est sa rapidité, et nous savons que l’algorithme EM
est sensible aux initialisations. En règle générale, il est recommandé de lancer plusieurs fois l’algorithme
avec différentes initialisations pour obtenir un bon résultat. Or, faire plusieurs initialisations ralentirait
fortement la vitesse d’obtention d’un résultat pour l’algorithme. Deux types d’initialisations sont propo-
sés :

— comme les lois des composantes sont assez distinctes, nous pouvons utiliser en initialisation un
algorithme de type K-means (MacQueen, 1967) ou un algorithme CEM (Celeux et Govaert, 1992)
avec des lois binomiales relancés chacun avec plusieurs initialisations : ces algorithmes convergent
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plus vite que l’algorithme EM et donnent des résultats assez proches lorsque les composantes sont
bien séparées. Ce deuxième choix est celui fait pour le cas de données qualitatives.

— Comme nous le voyons sur la figure 5.1, lorsque le nombre d’observations est suffisamment grand,
nous pouvons presque voir à l’oeil nu l’emplacement des composantes de τ aux pieds des sommets
des composantes dans le cas de données binaires. Partant de ce constat, nous proposons une
initialisation pouvant être vue comme une dérivée de l’algorithme watershed (Aaron, 2004) et
illustrée sur la figure 5.3. Une formalisation algorithmique est proposée en annexe 5.E

À partir de ces remarques, l’algorithme LG amélioré est le suivant :

Algorithme Largest Gaps adapté :

1. Calcul pour tout i ∈ {1, . . . , n}, Xi�.
2. Ordonnancement dans l’ordre croissant pour former le groupe

(
X(1)�, . . . , X(n)�

)
.

3. Initialisation en prenant l’un des algorithmes suivants :
— K-means,
— algorithme CEM ,
— initialisation proposée précédemment.

4. Utilisation l’algorithme EM :
— soit en supposant que les lois sont des binomiales,
— soit en supposant que les lois sont des gaussiennes.

5.6 Sélection de modèle
Enfin, l’algorithme LG peut servir pour sélectionner le nombre de classes : en regardant les graphiques

de la figure 5.1 et en analysant la démonstration 5.B, nous voyons qu’au lieu de sélectionner les g−1 plus
grands sauts, nous pouvons choisir tous les sauts plus grands qu’une valeur seuil notée S. En particulier,
nous pouvons faire les constations suivantes :

— la valeur S peut être différente pour le classement des lignes et des colonnes ; en particulier s’il y
a une disproportion entre les lignes et les colonnes,

— si la valeur S est trop grande, l’algorithme ne sélectionne pas les plus petits sauts,
— si la valeur S est trop petite, l’algorithme sélectionne trop de sauts.
En notant ĝLG l’estimateur du vrai nombre de classes g? fourni par cette modification de l’algorithme

LG, nous avons le théorème suivant :

Théorème 5.6.1. Sélection du nombre de classes en ligne
Si la valeur S est strictement positive et plus petite que δτ , alors :

P
(
ĝLG 6= g?

)
≤ 2n

[
e−d

S2

2 + e−d
(δτ−S)2

2

]
+ g? (1− πmin)

n
. (5.4)

En particulier, si n et d tendent vers l’infini tels que log n soit négligeable devant d,
alors l’estimateur du nombre de classes en ligne renvoyé par l’algorithme LG est consistant pour toute
valeur S ∈]0, δτ [.

La démonstration est mise en annexe 5.F.1.

Remarque 5.6.2.
La valeur S optimale est δτ/2.
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Illustration pour un cas avec n = 450 lignes et 4 classes

Étape 1 :
Histogramme des valeurs Xi�.

Étape 2 : Nmax = 16
Un seul pic d’une hauteur égale
à la valeur maximale.

Étape 3 : N = 15
Aucun indice j dont la valeur
Nj vaut 15.

Étape 3 : N = 13
5 nouveaux indices appa-
raissent dont deux groupes de
paires collées. L’algorithme ne
conserve que les 3 plus éloignés.

Étape 3 : N = 12
Le nouvel indice apparu est
voisin de ceux du groupe D.

Étape 3 : N = 11
5 nouveaux indices dont un est
voisin de ceux du groupe D.
L’algorithme conserve celui qui
est le plus à gauche en éliminant
un sélectionné précédemment.

Étape 3 : N = 8
Une nouvelle fois, un indice pré-
cédemment sélectionné est rem-
placé par le nouveau pique éloi-
gné.

Étape 3 : N = 5
Le dernier pique est sélec-
tionné.

Étape 3 : N = 2
L’algorithme ne sélectionnera
plus d’autres piques. Nous
avons nos 4 pics de bosses.

Figure 5.3 – Illustrations de l’algorithme d’initialisation pour un cas où les composantes sont imbriquées
et où l’algorithme LG aurait considéré une seule classe. À la fin, nous obtenons bien les 4 pics désirés.
Dans cette version, une amélioration a été effectuée pour les pics des bosses extérieures.
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Corollaire 5.6.3. Paramètres fixes
Si nous prenons la valeur Sn,d telle que :

1. Sn,d tend vers 0 lorsque n et d tendent vers l’infini,
2. condition sur n et d :

lim
n,d

Sn,d

√
d

log n
>
√

2,

alors l’estimateur du nombre de classes en ligne renvoyé par l’algorithme LG est consistant.

La démonstration est une adaptation de celle de l’équation (5.1) (mise en annexe 5.F.2).

Remarque 5.6.4.
Les deux conditions imposent que d

logn tende vers l’infini.
Une valeur Sn,d possible est : (

log n

d

)1/4

.

Comme la fonction tend vers 0 lorsque n et d tendent vers l’infini, nous avons la condition 1 et tout en
vérifiant la condition 2.

Corollaire 5.6.5. Paramètres évolutifs
Si nous supposons que les paramètres varient tels que :

[C4] : condition sur δn,dτ :

lim
n,d

δn,dτ
Sn,d

> 1,

[C5] : condition sur n et d : sous la condition Cn,d et :

lim
n,d

Sn,d

√
d

log n
>
√

2,

[C6] : condition sur πn,dmin : condition [C2.ligne] du théorème 5.3.7.
Alors l’estimateur du nombre de classes en ligne renvoyé par l’algorithme LG est consistant.

La démonstration est identique aux précédentes. Avec l’hypothèse [C4], nous sommes dans le cadre
du théorème 5.6.1 lorsque n et d sont suffisamment grands et nous reprenons la démonstration du théo-
rème 5.3.7 et du corollaire 5.6.3 pour faire tendre la borne vers 0.

Le dernier théorème nous permet de dire que tous les estimateurs sont consistants si nous possédons
assez d’observations.

Corollaire 5.6.6. Consistance de l’algorithme LG
Si nous utilisons l’algorithme LG en prenant les sauts plus grands qu’un certain seuil Sn,d (pouvant être
différent pour le choix du nombre de lignes et de colonnes) tel que soient vérifiées les conditions suivantes :

— [C4bis] : condition sur δn,dτ :

lim
n,d

δn,dτ
Sn,d

> 2,

— la condition [C3] du théorème 5.4.3 et la condition [C5] du corollaire 5.6.5,
— les conditions symétriques pour les colonnes.
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Alors les estimateurs du nombre de classes en ligne et en colonne, des partitions en ligne et en colonne
et de θ renvoyés par l’algorithme LG sont consistants.

La démonstration est mise en annexe 5.F.3.
Toutefois, avant d’obtenir le bon nombre de classes, il faut un grand nombre d’observations (voir la
section 5.7.3) ; ce qui rend l’algorithme inutilisable en pratique.

5.7 Applications numériques
Dans cette partie, nous présentons les résultats empiriques obtenus sur des simulations pour vérifier les

résultats théoriques. Comme les deux classements se font de manière indépendante, nous ne regardons que
l’erreur de classification sur les lignes que nous évaluons par les erreurs de classement de la section 1.3.2.5
par rapport à la vraie partition z? simulée. Pour évaluer la difficulté, nous regardons essentiellement le
paramètre δτ , un plan de simulation étant jugé difficile si cette valeur est très petite.

La première sous-partie porte sur l’étude de la borne (5.2) en fonction du nombre de lignes n et de co-
lonnes d, la probabilité minimale πmin et la distance minimale entre deux bosses δτ . Pour cela, nous fixons
deux paramètres et faisons varier les deux autres. Nous évaluons la qualité du classement avec l’erreur e0−1

n,g

qui est associée à l’évènement Ez et avec l’erreur en,g pour le cas où l’algorithme serait utilisé en pratique.

Dans la seconde partie, nous évaluons la qualité des améliorations proposées dans la section 5.7.2 en
reprenant le premier plan de simulations de la section 5.7.1 et en regardant l’erreur en,g.

Enfin, nous regardons la qualité de la sélection du nombre de classes en reprenant les θ proposés pour
faire les simulations de la section 5.7.1 mais en prenant beaucoup plus de lignes et de colonnes. Pour cela,
nous étudions le seuil optimal et celui proposé en remarque 5.6.4.

5.7.1 Comportement de la borne 5.2
Pour la première simulation, nous regardons la décroissance de la borne (5.2) lorsque n et d évoluent.

Nous prenons les paramètres des lois conditionnelles de la forme :

α =


ε ε ε ε

1− ε ε ε ε
1− ε 1− ε ε ε
1− ε 1− ε 1− ε ε
1− ε 1− ε 1− ε 1− ε


où nous faisons varier ε entre 0 et 0.5 pour obtenir des matrices plus ou moins simples à classifier pour
l’algorithme LG. Pour les poids du mélanges, nous prenons deux cas :

— équilibrée :

π =


0.2
0.2
0.2
0.2
0.2

 et ρ =


0.25
0.25
0.25
0.25

 ,
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ce qui donne les vecteurs suivants :

τ =


ε

0.25 + 0.5ε
0.5

0.75− 0.5ε
1− ε

 et ρ =


0.8− 0.6ε
0.6− 0.2ε
0.4 + 0.2ε
0.2 + 0.6ε

 ,

et les paramètres :

δτ = 0.25− 0.5ε et δσ = 0.2− 0.4ε,

πmin = 0.2 et ρmin = 0.25.

Pour ces proportions, les bosses sont espacées de la même distance et sont théoriquement de même
volume. En particulier, le classement est impossible si ε = 0.5.

— Avec une progression arithmétique :

π =


0.1
0.15
0.2
0.25
0.3

 et ρ =


0.1
0.2
0.3
0.4

 ,

ce qui donne les vecteurs suivants :

τ =


ε

0.1 + 0.8ε
0.3 + 0.4ε
0.6− 0.2ε

1− ε

 et ρ =


0.9− 0.8ε
0.75− 0.5ε
0.55− 0.1ε
0.3 + 0.4ε

 ,

et les paramètres :

δτ = 0.1− 0.2ε et δσ = 0.15− 0.3ε,

πmin = 0.1 et ρmin = 0.1.

Pour ces proportions, les bosses sont espacées de distances multiples des distance minimales et sont
théoriquement de volumes proportionnels. En particulier, le classement est impossible si ε = 0.5.

Pour le plan d’expérience, nous prenons ε ∈ {0.05, 0.25, 0.35, 0.45} et nous faisons varier n et d de
20 en 20 en partant de 20 et en allant jusqu’à 800. Pour chaque combinaison, nous simulons 50 ma-
trices sur lesquelles nous appliquons l’algorithme LG et nous calculons l’erreur moyenne de classification
en ligne. L’évolution de l’erreur moyenne en fonction du nombre de lignes et colonnes pour chaque com-
binaison est représentée sur la figure 5.6 pour l’erreur en,g et la figure 5.7 pour l’erreur e0−1

n,g en annexe 5.G.

Nous voyons que les différences de classification dépendent surtout de la variable ε. Comme dans le
cas des proportions inégales, les deux groupes les plus proches sont également les plus petits, l’erreur faite
reste très faible car les grandes classes sont correctement estimées.
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Nous voyons que, pour les cas où ε est égal à 0.45, l’erreur en,g augmente d’abord avec le nombre de
lignes puis redescend. Ceci est peut-être dû à la remarque précédente ou à la borne maximale de l’erreur
car 20 lignes est en dessous de g2 = 25 trouvé dans le tableau 1.5.

En agrandissant le cas des proportions égales avec ε = 0.25 (voir la figure 5.4), nous pouvons voir
cette double influence :

d : plus le nombre de colonnes augmente, plus l’erreur diminue. La forme exponentielle se voit surtout
pour un grand nombre de colonnes.

n : Plus le nombre de lignes augmente, plus nous risquons de commettre une erreur de classement.
Le facteur linéaire n’est toutefois pas forcément visible.

en,g e0−1
n,g

Figure 5.4 – Influence du nombre de lignes et de colonnes sur les deux erreurs de classification (à gauche
en,g et à droite e0−1

n,g ) pour les lignes dans le cas de proportions égales et pour ε = 0.25.

Une autre influence intéressante est celle des valeurs δτ et πmin lorsque le nombre de lignes et de
colonnes sont fixes sur le classement en ligne. Pour cela, nous choisissons les paramètres de la façon
suivante :

π =


πmin

0.25− 0.25πmin

0.25− 0.25πmin

0.25− 0.25πmin

0.25− 0.25πmin

 , ρ =


0.25
0.25
0.25
0.25

 ,

et α =


ε ε ε ε

1− ε ε ε ε
1− ε 1− ε ε ε
1− ε 1− ε 1− ε ε
1− ε 1− ε 1− ε 1− ε


Nous conservons ainsi le fait que δτ = 0.25− 0.5ε puisque celui ci ne dépend que de la classification sur
les colonnes. Nous fixons le nombre de lignes et de colonnes à 500 ou 1000 et faisons varier :

— πmin de 0.005 en 0.005 en partant de 0.005 jusqu’à 0.2 (cas d’égalité des variables),
— δτ de 0.01 en 0.01 en partant de 0.01 jusqu’à 0.4.

Comme précédemment, nous simulons pour chaque cas 50 matrices et faisons la moyenne des erreurs.
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Nous voyons sur les figures 5.8 et 5.9 les résultats en fonction du nombre de lignes et de colonnes pour
les erreurs en,g et e0−1

n,g . Nous retrouvons les constations précédentes où plus il y a de colonnes et mieux
l’algorithme classifie les lignes. Nous voyons également que plus les bosses sont éloignées et plus la classi-
fication est correcte. En revanche, nous pouvons être surpris par l’influence de πmin sur les résultats car
plus il augmente, et plus l’erreur moyenne a tendance à être grande (en particulier lorsque le paramètre
δτ est proche de 0.2 et que le nombre de colonnes est très faible). Comme toutes les classes dépendent de
la probabilité minimale, plus la probabilité minimale augmente et plus la première bosse a de chances de
s’étaler (à δτ fixe) et donc qu’une ligne soit classée dans la bosse d’à côté.

Au vu du nombre de paramètres qui entrent en jeu dans la borne, il existe un grand nombre de plans
d’expériences possibles (ne serait-ce qu’en regardant différentes configurations pour θ déjà). L’intérêt de
cet algorithme étant essentiellement théorique, nous nous contentons de ces deux types d’expérience.

5.7.2 Étude de l’amélioration
Dans cette partie, nous regardons la qualité des améliorations proposées dans la section 5.5 en com-

mençant par celle de l’initialisation. Pour cela, nous reprenons les matrices simulées dans la section 5.7.1
et regardons la moyenne des normes infinies entre l’estimation des variables τ renvoyée par l’algorithme
et les vraies valeurs. Nous voyons sur la figure 5.10 que les estimations sont très bonnes dès que les
pics commencent à apparaître c’est-à-dire lorsqu’il y a suffisamment de lignes pour que chaque groupe
apparaisse et suffisamment de colonnes pour que les pics se démarquent les uns des autres.

Dans un second temps, nous regardons la qualité des estimations des classifications renvoyées par
les algorithmes EM en supposant que les lois de mélange sont des lois binomiales ou gaussiennes. Les
résultats sont représentés sur les figures 5.11 pour le cas des proportions équilibrées et 5.12 pour le cas
des proportions déséquilibrées en prenant l’erreur en,g (nous ne prenons que ce choix car à partir du
moment où l’algorithme LG classe correctement les lignes, les améliorations aussi). Nous voyons que les
améliorations avec l’algorithme EM diminuent fortement l’erreur de classification et plus particulièrement
pour l’algorithme présupposant que les lois sont des binomiales : nous observons une décroissance lisse.
A l’opposé, la décroissance pour l’algorithme EM avec des lois gaussiennes se fait en deux étapes (voir la
figure 5.5) : pour des valeurs de d faibles, la décroissance est lente puis nous avons une chute à partir du
moment où le nombre d’observations est suffisamment important pour que l’approximation asymptotique
soit correcte. Cette chute n’apparaît pas pour ε = 0.45 car le nombre d’observations est trop faible par
rapport à la difficulté des matrices.

5.7.3 Étude de la sélection de modèles
Pour le dernier plan d’expérience, nous utilisons la même configuration pour les paramètres θ servant

à simuler les matrices pour des valeurs de ε appartenant à l’ensemble {0.05, 0.1, 0.15, 0.2} et pour des
lignes et colonnes allant de 250 en 250 en partant de 250 et en allant jusqu’à 10 000. Pour chaque com-
binaison, nous simulons 50 matrices et regardons le nombre de classes en ligne sélectionnés par le seuil

valant δτ/2 (figure 5.13) et celui valant
(

logn
d

)1/4

(figures 5.14 et 5.14).

L’algorithme sélectionne plus vite le bon nombre de classes lorsque le seuil est optimal (figure 5.13) ;
alors qu’il faut un certain nombre de colonnes par rapport au nombre de lignes pour que le seuil de la
remarque 5.6.4 soit suffisamment petit. Dans les deux cas, plus le nombre de colonnes est élevé et plus
la probabilité d’avoir le bon nombre de classes est élevé alors que le nombre de lignes diminue cette

137



Figure 5.5 – Influence du nombre de lignes et de colonnes sur l’erreur de classification pour les lignes
pour la version améliorée en ajoutant une estimation par l’algorithme EM supposant que les lois du
mélange sont des gaussiennes dans le cas de proportions égales et pour ε = 0.35.

probabilité. De plus, l’influence de δτ est plus grande que dans le cas des estimations des classements.

Toutefois, il est à remarquer que le nombre de lignes et de colonnes est beaucoup plus grand que pour
les plans précédents. Si nous utilisons l’algorithme LG pour estimer tous les paramètres, les estimations
dépendront surtout de celles du nombre de classes.

5.8 Conclusion
L’intérêt de l’algorithme LG est avant tout théorique. Le fait d’utiliser cette simplification du modèle

permet d’avoir une vision du problème de la double asymptotique et du rapport des vitesses de croissance
possible pour le nombre de lignes et de colonnes. Il permet également de comprendre les paramètres qui
entrent en jeu dans la difficulté de faire la classification d’une matrice et il aide à mieux comprendre les
deux conditions C1 et C2 du critère d’identifiabilité de Keribin et al. (théorème 1.3.7).

Toutefois, il peut quand même être utilisé comme initialisation d’algorithmes plus performants. En
effet, nous voyons en section 5.7.2 sur des simulations que combiné à un algorithme type EM avec des
lois binomiales, il renvoie, en peu de temps, une bonne estimation des classifications en ligne et en colonne
lorsque les données ne sont pas trop compliquées ; par exemple si le nombre de classes est très petit.

5.A Indépendance des cases d’une ligne conditionnellement à l’ap-
partenance à une classe de cette dernière

Dans cette partie, nous montrons l’indépendance des cases d’une même ligne sachant que cette der-
nière appartient à la classe k.
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Nous savons que les cases Xij sont indépendantes conditionnellement à l’appartenance des lignes et
des colonnes. Soient deux cases Xij et Xij′ d’une même ligne i appartenant à une classe k, alors nous
avons :

P(Xij , Xij′ |zik = 1) =
∑
`,`′

P(Xij , Xij′ |zik = 1, wj` = 1, wj′`′ = 1)P(wj` = 1, wj′`′ = 1)

=
∑
`,`′

P(Xij |zik = 1, wj` = 1, wj′`′ = 1)P(Xij′ |zik = 1, wj` = 1, wj′`′ = 1)

×P(wj` = 1)P(wj′`′ = 1)

=
∑
`,`′

P(Xij |zik = 1, wj` = 1)P(Xij′ |zik = 1, wj′`′ = 1)

×P(wj` = 1)P(wj′`′ = 1)

=

(∑
`

P(Xij |zik = 1, wj` = 1)P(wj` = 1)

)

×

(∑
`′

P(Xij′ |zik = 1, wj′`′ = 1)P(wj′`′ = 1)

)
= P(Xij |zik = 1)P(Xij′ |zik = 1).

D’où l’indépendance des variables Xij et Xij′ d’une même ligne i conditionnellement au fait que celle-ci
appartienne à une classe k.

5.B Démonstration de la consistance de ẑLG

Cette démonstration se fait en trois étapes, nous regardons d’abord un évènement particulier appar-
tenant à Ez dont nous majorons la probabilité de son complémentaire dans un second temps et enfin,
nous regardons les conditions pour obtenir la consistance de notre estimateur.

5.B.1 Évènement idéal
Pour que l’algorithme LG renvoie le bon résultat, il faut les deux conditions suivantes :
— toutes les classes doivent avoir au moins un élément, nous notons donc :

Ag =

g⋂
k=1

{z+k 6= 0}.

— Les probabilités τk doivent être suffisamment distinctes. Pour cela, nous introduisons la distance
maximale entre chaque variable Xi� et son espérance :

dn = max
k∈{1...,g}

sup
i|z?ik=1

∣∣Xi� − τk
∣∣ .

En prenant ε > 0, nous regardons alors l’évènement vérifiant que cette distance n’est pas trop
grande devant l’éloignement de deux groupes :{

dn ≤
δτ

4 + ε

}
.
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La suite de cette sous-section consiste à montrer que Bε = Ag
⋂{

dn ≤ δτ
4+ε

}
est inclus dans Ez pour

tout ε > 0 ou autrement dit que, sous l’évènement Bε, l’algorithme LG renvoie les bonnes partitions.
Pour cela, nous fixons ε > 0 et nous supposons être sous l’évènement Bε. Nous voyons déjà que toutes
les classes possèdent au moins un représentant et nous montrons maintenant que toutes les variables Xi�

d’une même classe sont plus proches les unes des autres que des variables de classes différentes :
— si les lignes i et i′ appartiennent à la même classe k, nous avons :∣∣Xi� −Xi′�

∣∣ ≤ ∣∣Xi� − τk
∣∣+
∣∣Xi′� − τk

∣∣
≤ 2dn

≤ 2δτ
4 + ε

par définition de dn.
— Au contraire, si la ligne i appartient à la classe k et la ligne i′ appartient à une classe différente

k′, nous avons : ∣∣Xi� −Xi′�

∣∣ ≥ ∣∣Xi� − τk′
∣∣− ∣∣Xi′� − τk′

∣∣
≥

∣∣Xi� − τk′
∣∣− dn

≥ |τk′ − τk| −
∣∣Xi� − τk

∣∣− δτ
4 + ε

≥ δτ −
δτ

4 + ε
− δτ

4 + ε

≥ δτ (4 + ε− 2)

4 + ε

>
2δτ

4 + ε
.

Ainsi, si nous sommes sous l’évènement Bε, les lignes i et i′ sont dans la même classe si et seulement si∣∣Xi� −Xi′�

∣∣ ≤ 2δτ
4+ε et nous obtenons alors exactement g−1 éléments de (Gi)1≤i≤n−1 qui seront strictement

plus grands que 2δτ
4+ε .

Sous ces conditions, l’algorithme va correctement classer les lignes ce qui revient à dire que pour tout
ε > 0, Bε est inclus dans Ez.

5.B.2 Borne sur les probabilités
Nous majorons ensuite la probabilité de l’évènement complémentaire.

Nous avons pour tout ε > 0 :

P (Ez) ≤ P
(
Bε
)

≤ P

(
Ag
⋃{

dn ≤
δτ

4 + ε

})

≤ P
(
Ag
)

+ P
({

dn >
δτ

4 + ε

})
.
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Il ne reste plus qu’à majorer ces deux probabilités.
La deuxième utilise l’inégalité de Hoeffding appliquée aux variables Xi+ qui, conditionnellement à l’ap-
partenance de la i ème ligne à la classe k, suivent des lois binomiales de paramètres d et τk et nous avons,
en introduisant la variable z, pour tout t > 0 :

P
( ∣∣Xi� − τk

∣∣ > t
∣∣ zik = 1

)
= P ( |Xi+ − dτk| > dt| zik = 1)

≤ 2e
− 2(dt)2∑d

i=1
(1−0)2

≤ 2e−2dt2 .

Ainsi, nous obtenons :

P(dn > t) = E [dn > t]

= E [E [dn > t| z]]
= E [P (dn > t| z)]

= E

P
 g⋃
k=1

⋃
i|zik=1

{∣∣Xi� − τk
∣∣ > dt

}∣∣∣∣∣∣ z


≤ E

 g∑
k=1

∑
i|zik=1

P
({∣∣Xi� − τk

∣∣ > dt
}∣∣ z)


≤ E

 g∑
k=1

∑
i|zik=1

2e−2dt2


≤ 2ne−2dt2 .

Au final, nous avons :

P
({

dn >
δτ

4 + ε

})
≤ 2ne−2d( δτ

4+ε )
2

.

Remarque 5.B.1. Nous pouvons déjà remarquer la double influence de n et de d. Plus nous avons de
lignes, plus il est difficile de toutes les classer correctement alors que, plus nous avons de colonnes et plus
nous avons d’informations pour faire un bon classement.

Pour la deuxième majoration, l’évènement Ag signifie qu’il existe au moins une classe ne contenant
aucune ligne ou autrement dit qu’il existe k avec z+k = 0. De plus, nous savons que Z+k suit une loi
binomiale de paramètres n et πk donc nous avons :

P
(
Ag
)

= P

(
g⋃
k=1

{z+k = 0}

)

≤
g∑
k=1

P ({z+k = 0})

≤
g∑
k=1

(1− πk)
n

≤ g (1− πmin)
n
.
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Remarque 5.B.2. Plus le nombre de classes est grand et plus la probabilité minimale est petite, plus le
nombre d’observations devra être grand pour qu’il n’y ait aucune classe vide.

Nous obtenons finalement pour tout ε > 0 :

P (Ez) ≤ 2ne−2d( δτ
4+ε )

2

+ g (1− πmin)
n
.

Nous faisons ensuite tendre ε vers 0 et nous obtenons la formule (5.1) :

P(Ez) ≤ 2ne−
1
8dδ

2
τ + g(1− πmin)n.

5.B.3 Consistance
Pour montrer la consistance, il suffit de montrer que la borne 5.2 obtenue précédemment tend vers 0.

Supposons que nous vérifions l’inégalité :

lim
n,d

d

log n
>

8

δ2
τ

.

Dans ce cas, il existe une constante C > 8
δ2τ

telle que d
logn ≥ C pour n et d suffisamment grands et nous

avons :

n exp

(
−1

8
dδ2
τ

)
= exp

(
log n− 1

8
dδ2
τ

)
= exp

[
−δ

2
τ

8
log n

(
d

log n
− 8

δ2
τ

)]

≤ exp

−δ2
τ

8
log n

(
C − 8

δ2
τ

)
︸ ︷︷ ︸

>0


−→

n,d→+∞
0.

D’où le résultat.

5.C Calcul des conditions pour la section 5.3.2
Dans cette section, nous mettons les démonstrations des conditions suffisantes pour obtenir la consis-

tance de l’estimateur ẑLG lorsque les paramètres peuvent varier.

5.C.1 Évolution de δn,dτ
La démonstration est sensiblement la même que pour la section 5.B.3.

Si nous supposons que lim
n,d

δn,dτ

√
d

logn > 2
√

2 alors il existe C > 2
√

2 telle que δn,dτ
√

d
logn ≥ C pour n et
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d suffisamment grands, c’est-à-dire que
(
δn,dτ

)2 d
logn − 8 ≥ C2 − 8 > 0 et nous avons :

n exp

(
−1

8
d
(
δn,dτ

)2)
= exp

[
−1

8
log n

((
δn,dτ

)2 d

log n
− 8

)]
≤ exp

[
−1

8
log n

(
C2 − 8

)]
−→

n,d→+∞
0

5.C.2 Evolution de πn,dmin

La condition sur πn,dmin vient de la deuxième partie de la formule (5.1).
Si gn,d tend vers l’infini alors, pour les mêmes raisons que précédemment, il existe C ′ > 1 tel que pour n
et d assez grands, nous ayons

−
n log

(
1− πn,dmin

)
log gn,d

> C ′

et nous obtenons :

gn,d
(

1− πn,dmin

)n
= exp

[
log gn,d + n log

(
1− πn,dmin

)]
= exp

− log gn,d

−n log
(

1− πn,dmin

)
log gn,d

− 1


≤ exp

[
− log gn,d (C ′ − 1)

]
−→

n,d→+∞
0

Sinon, nous avons : (
1− πn,dmin

)n
= exp

[
n log

(
1− πn,dmin

)]

Or, nous savons que log(1− t) ∼
0
−t alors :

n log
(

1− πn,dmin

)
∼

+∞
−nπn,dmin.

Donc, si πn,dminn −→
n→+∞

+∞,
(

1− πn,dmin

)n
→ 0.

Pour la condition plus faible de la remarque 5.3.8, nous reprenons la borne de la remarque 5.3.6 :

gn,d ≤ 1

πn,dmin

⇔ gn,d
(

1− πn,dmin

)n
≤ 1

πn,dmin

(
1− πn,dmin

)n
et la suite reste la même qu’au début de la section.
Pour la borne sur gn,d, nous prenons la deuxième borne :

gn,d ≤ 1

δn,dτ
+ 1.
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Or, nous avons vu dans la section 5.C.1 qu’il existe C > 2
√

2 telle que δn,dτ
√

d
logn ≥ C pour n et d

suffisamment grands ce qui donne :

gn,d ≤ 1

C

√
d

log n
+ 1

et nous obtenons le résultat.

5.D Démonstration de la consistance des paramètres empiriques

Dans cette partie, nous démontrons la consistance des paramètres empiriques de θ̃ : d’abord lorsque
les paramètres sont fixes puis en les faisant tendre vers des conditions limites.

5.D.1 Paramètres fixes
Dans cette partie, nous démontrons la borne obtenue dans la section 5.4. Pour cela, nous cherchons

à majorer pour tout t > 0, l’évènement Cz,wt =

{∥∥∥θ̂LG − θ?
∥∥∥

+∞
> t

}
. Nous allons diviser en deux cas,

celui où les partitions sont correctes et son complémentaire :

P(Cz,wt ) = P(Cz,wt ∩ Ez,w) + P(Cz,wt ∩ Ez,w)

≤ P(Cz,wt ∩ Ez,w) + P(Ez,w)

≤ P
(∥∥∥θ̃ − θ?

∥∥∥
+∞

> t

∣∣∣∣Ez,w)P(Ez,w) + P(Ez,w)

avec π̃k =
z?+k
n
, ρ̃` =

w?+`
d

et α̃k` =

∑
i,j z

?
ikxijw

?
j`

z?+kw
?
+`

où z? et w? sont les vraies matrices de répartition.
Nous possédons déjà une borne pour la deuxième probabilité, il reste donc à calculer la probabilité que
θ̃ soit différent de θ? puisque P(Ez,w) ≤ 1.

Nous supposons d’abord que les classes trouvées par l’algorithme sont correctes ou, autrement dit,
que θ̂LG = θ̃. Nous regardons donc l’éloignement des approximations des paramètres en prenant les
estimateurs empiriques. En particulier, si tous les paramètres sont éloignés, la norme sup l’est également :

P
(∥∥∥θ̃ − θ?

∥∥∥
+∞

> t

)
≤ P

(
‖π̃ − π?‖+∞ > t

)
+ P

(
‖ρ̃− ρ?‖+∞ > t

)
+ P

(
‖α̃−α?‖+∞ > t

)
≤

g∑
k=1

P (|π̃k − π?k| > t) +
m∑
`=1

P (|ρ̃` − ρ?` | > t) +
∑
k,`

P (|α̃k` − α?k`| > t).

Or, d’après l’inégalité de Hoeffding, pour tout k ∈ {1, . . . , g} et t > 0 :

P (|π̃k − π?k| > t) ≤ 2e−2nt2 .

Un résultat similaire est obtenu pour les paramètres de ρ.
Pour les paramètres de α̃, nous commençons par inclure la taille des blocs :

α̃k` =
1

z?+kw
?
+`

∑
(i,j)|z?ikw

?
j`=1

Xij
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et, si nous connaissons les matrices z? et w?, nous pouvons utiliser l’inégalité de Hoeffding :

P (|α̃k` − α?k`| > t) = E [P (|α̃k` − α?k`| > t)| z?,w?] ≤ E
[
2e−2z?+kw

?
+`t

2
]
.

Nous regardons maintenant la divergence entre la taille des blocs (k, `) obtenus avec les matrices (z?,w?)
soit z?+kw

?
+` et la taille théorique π?kρ

?
`nd. Nous introduisons une suite rn,d tendant vers l’infini dont nous

définissons les propriétés un peu plus loin et nous introduisons l’évènement {|z?+kw?+`−π?kρ?`nd| > rn,d} :

E
[
e−2z?+kw

?
+`t

2
]

= E
[
e−2z?+kw

?
+`t

2

1{|z?+kw?+`−π?kρ?`nd|≤rn,d} + e−2z?+kw
?
+`t

2︸ ︷︷ ︸
≤1

1{|z?+kw?+`−π?kρ?`nd|>rn,d}
]

≤ E
[
e−2z?+kw

?
+`t

2

1{−rn,d≤z?+kw
?
+`−π

?
kρ
?
`nd≤rn,d}

]
+ P

(
|z?+kw?+` − π?kρ?`nd| > rn,d

)
≤ E

[
e−2t2(π?kρ

?
`nd−rn,d)

]
+ P

(∣∣∣∣z?+kw?+`nd
− π?kρ?`

∣∣∣∣ > rn,d
nd

)
≤ e

−2rn,dt
2

(
π?kρ

?
` nd

rn,d
−1

)
+ P

(∣∣∣∣z?+kw?+`nd
− π?kρ?`

∣∣∣∣ > rn,d
nd

)
≤ e

−2rn,dt
2
(
πminρminnd

rn,d
−1
)

+ P
(∣∣∣∣z?+kw?+`nd

− π?kρ?`
∣∣∣∣ > rn,d

nd

)
Pour la deuxième probabilité, nous avons :

P
(∣∣∣∣z?+kw?+`nd

− π?kρ?`
∣∣∣∣ > rn,d

nd

)
= P

(∣∣∣∣(z?+kn − π?k
)
w?+`
d

+

(
w?+`
d
− ρ?`

)
π?k

∣∣∣∣ > rn,d
nd

)
≤ P

(∣∣∣∣z?+kn − π?k
∣∣∣∣ w?+`d >

rn,d
2nd

)
+ P

(∣∣∣∣w?+`d − ρ?`
∣∣∣∣π?k > rn,d

2nd

)
≤ P

(∣∣∣∣z?+kn − π?k
∣∣∣∣ > rn,d

2nd

)
+ P

(∣∣∣∣w?+`d − ρ?`
∣∣∣∣ > rn,d

2nd

)
car

w?+`
d

< 1

≤ 2 exp

[
−2n

(rn,d
2nd

)2
]

+ 2 exp

[
−2d

(rn,d
2nd

)2
]

≤ 2 exp

[
−
r2
n,d

2nd2

]
+ 2 exp

[
−
r2
n,d

2n2d

]

Au final, nous avons :

P (|α̃k` − α?k`| > t) ≤ 2e
−2rn,dt

2
(
πminρminnd

rn,d
−1
)

+ 4e−
r2n,d

2nd2 + 4e−
r2n,d

2n2d .

Il ne reste plus qu’à choisir rn,d.

Remarque 5.D.1. Pour que la borne tende bien vers 0, il faut que rn,d vérifie les conditions suivantes :

lim
n,d→+∞

πminρminnd

rn,d
> 1,

r2
n,d

n2d
→ +∞ et

r2
n,d

nd2
→ +∞.

D’après ces conditions, rn,d ne peut pas aller plus vite que nd pour que la première partie de la borne
tende vers 0 ni moins vite que

√
nd (pour les deux autres).

Pour que la borne ait la décroissance la plus rapide, il faut prendre rn,d de la forme Cπminρminnd avec
0 < C < 1.
La constante C optimale dépend à la fois de n, d, πmin et ρmin.

Pour l’autre partie, nous reprenons simplement l’équation 5.2 et nous obtenons la formule 5.3.
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5.D.2 Conditions limites
Avant de montrer la consistance du début de la borne, nous montrons que la condition 3 sur les lignes

et les colonnes impliquent la condition 2 du théorème 5.3.7. Pour cela, nous regardons le cas des lignes :
— si le paramètre gn,d tend vers l’infini alors, par l’hypothèse 3.ligne, nous savons qu’il existe une

constante C > 1 telle que, pour n et d assez grands, nous ayons :

(πn,dminρ
n,d
min)2n

log (gn,dmn,d)
> C.

Pour la condition 2 sur les lignes du théorème 5.3.7, nous regardons la formule :

−
n log

(
1− πn,dmin

)
log gn,d

.

Or, comme gn,d tend vers l’infini, la probabilité πn,dmin tend vers 0, la formule précédente équivaut
à :

nπn,dmin

log gn,d

qui est positive. Ainsi, pour n et d assez grands, nous avons :

(πn,dminρ
n,d
min)2n

log (gn,dmn,d)
> C ⇔ nπn,dmin

log gn,d
> C

logmn,d

πn,dminρ
n,d
min

2 .

Or, par la première partie de la remarque 5.3.6, nous savons que :

πn,dmin ≤
1

gn,d
et ρn,dmin ≤

1

mn,d

et nous obtenons finalement que :

nπn,dmin

log gn,d
> C

logmn,d

πn,dminρ
n,d
min

2

> gn,dCmn,d2
logmn,d

−→
n,d

+∞

par hypothèse sur gn,d.
Comme la fraction tend vers l’infini, la limite inférieure est plus grande que 1.

— Sinon, nous savons que :
(πn,dminρ

n,d
min)2n −→

n,d
+∞

donc, en particulier, pour tout M > 0, il existe N tel que pour tout n plus grand que N , nous
ayons :

(πn,dminρ
n,d
min)2n > M

et dans ce cas, nous avons :

(πn,dminρ
n,d
min)2n > M ⇔ nπn,dmin > M × 1

πn,dmin(ρn,dmin)2︸ ︷︷ ︸
≥1

⇔ nπn,dmin > M.
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Comme ceci est vrai pour tout M > 0, nπn,dmin tend vers +∞.

A l’aide des conditions 1 et 2, la dernière partie de la borne tend vers 0 comme expliqué en annexe 5.C.
Pour la borne sur les estimateurs π̃, nous reprenons la borne sur le nombre de classes en ligne et, par une
conséquence de l’hypothèse 1 sur les lignes, il existe une constance C ′ telle que pour n et d assez grands,
nous ayons :

gn,d ≤ C ′
√

d

log n
.

Ainsi, nous avons :

gn,de−2nt2 ≤ C ′

√
d

log n
e−2nt2

≤ C ′ exp

[
1

2
(log d− log log n)− 2nt2

]
≤ C ′ exp

[
− 2n

(
− log d

4n︸ ︷︷ ︸
=o(1)

+
log log n

4n
+ t2

)
︸ ︷︷ ︸

−→
n,d→+∞

t2

]

−→
n,d→+∞

0.

Nous voyons une nouvelle fois le problème de la double asymptotique.
Par les mêmes arguments, nous démontrons la convergence vers 0 de la borne sur les estimateurs ρ̃.

Pour la borne sur les estimateurs α̃, dans le cas où gn,dmn,d tend vers l’infini, les condtions 3 et 4
nous permettent de dire qu’il existe une constante C ′ > 1 telle que pour n et d assez grands, nous ayons :

(πn,dminρ
n,d
min)2n

log (gn,dmn,d)
≥ C ′

(πn,dminρ
n,d
min)2d

log (gn,dmn,d)
≥ C ′

Or, pour tout 0 < C < 1, la borne sur les estimateurs α̃ se divise en trois parties :

gn,dmn,d
[
2e−2Cπn,dminρ

n,d
minndt

2( 1
C−1) + 4e−(Cπn,dminρ

n,d
min)2n + 4e−(Cπn,dminρ

n,d
min)2d

]
.

En particulier, si nous prenons 1√
C′
< C < 1, alors C

√
C ′ > 1 et nous avons :

gn,dmn,de−(Cπn,dminρ
n,d
min)2n = exp

[
log
(
gn,dmn,d

)
− (Cπn,dminρ

n,d
min)2n

]
= exp

[
log
(
gn,dmn,d

)(
1− C2 (πn,dminρ

n,d
min)2n

log (gn,dmn,d)

)]
≤ exp

[
log
(
gn,dmn,d

) (
1− C2C ′

)︸ ︷︷ ︸
<0

]
−→

n,d→+∞
0.
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Sinon, la condition que (πn,dminρ
n,d
min)2n tende vers l’infini donne directement le résultat.

Nous procédons de la même façon pour la dernière partie de la borne.

Pour la première partie, nous montrons qu’elle est négligeable par rapport à gn,dmn,de−(Cπn,dminρ
n,d
min)2n.

Pour cela, nous montrons d’abord que πn,dminρ
n,d
minn tend vers +∞. Or, la condtion 3 en ligne implique dans

les deux cas que
(
πn,dminρ

n,d
min

)2

n tend vers +∞. En particulier, pour tout M > 0, il existe N > 0 tel que
pour tout n ≥ N , nous ayons :(

πn,dminρ
n,d
min

)2

n > M ⇔ πn,dminρ
n,d
minn > M

1

πn,dminρ
n,d
min︸ ︷︷ ︸

≤1

⇔ πn,dminρ
n,d
minn > M.

Et nous avons le résultat souhaité. Il ne reste plus qu’à montrer que le rapport tend bien vers 0 :

e−2Cπn,dminρ
n,d
minndt

2( 1
C−1)

e−(Cπn,dminρ
n,d
min)2n

= exp


−Cπn,dminρ

n,d
minn

2dt2
(

1

C
− 1

)
︸ ︷︷ ︸

>0

−Cπn,dminρ
n,d
min


︸ ︷︷ ︸

>0 pour d grand


−→

n,d→+∞
0.

Et nous avons directement le résultat.
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5.E Algorithme d’initialisation
La formalisation de l’algorithme d’initialisation est la suivante :

Initialisation de l’amélioration de l’algorithme LG :

1. Calculer pour chaque indice j ∈ {0, . . . , d} le nombre Nj de valeurs Xi� valant j
d .

2. Créer l’ensemble D =
{
j ∈ {0, . . . , d}

∣∣Nj = Nmax

}
des indices j dont le nombre Nj est égal à la

valeur maximale Nmax.
(a) Si |D| ≤ g, prendre R = D.
(b) Sinon, créer R en prenant le sous ensemble de D de taille g dont la distance minimale entre

deux valeurs est la plus élevée.
3. Pour N allant de Nmax à 1 :

(a) Créer l’ensemble D′ =
{
j ∈ {0, . . . , d}

∣∣Nj = N
}
des indices j dont le nombre Nj est égal à la

valeur N .
(b) Créer l’ensemble R′ =

{
j ∈ D′

∣∣∀j′ ∈ D, |j − j′| > 1
}
des indices non voisins avec ceux de D.

(c) Pour chaque indice j ∈ R′ :
i. Si |R| < g, ajouter j à R (c’est-à-dire prendre R = R∪ {j}).
ii. Sinon, conserver comme étant R le sous ensemble de R ∪ {j} de taille g dont la distance

minimale entre deux valeurs est la plus élevée.
(d) Fusionner les ensembles D et D′ en un seul ensemble D (c’est-à-dire prendre D = D ∪D′).

4. Renvoyer l’ensemble
{
j
d

∣∣∣j ∈ R}.
Remarque numérique 5.E.1.
Si l’étape 3 est correctement implémentée, chaque itération peut être faite en ne regardant qu’une seule
fois chaque indice j. La complexité de l’algorithme est alors de O(Nmaxd).
Pour accélérer la convergence, nous pouvons insérer des critères d’arrêt dans la boucle. Par exemple, nous
pouvons arrêter l’algorithme lorsque le plus grand intervalle du complémentaire de D est de longueur
inférieure à la distance minimale entre deux éléments de R puisque nous rejetons automatiquement tous
les indices restant.

5.F Démonstrations sur la sélection de modèles
Dans cette partie, nous démontrons les résultats de la partie 5.6. Une nouvelle fois, nous regardons

uniquement les démonstrations sur les lignes.

5.F.1 Borne de l’estimation de ĝLG à n, d et S fixés
La démonstration reprend celle de la consistance de l’estimateur des classes de la section 5.B. Pour

que le bon nombre de classes soit sélectionné, il faut à la fois qu’il y ait un représentant de chaque classe
et que les bosses soient à la fois suffisamment espacées et pas trop dispersées par rapport à la valeur S.
En particulier, l’évènement idéal que nous étudions est BS = Ag?

⋂
{2dn < S}

⋂
{S ≤ δτ − 2dn}

où dn = max
k∈{1...,g}

sup
i|zik=1

∣∣Xi� − τk
∣∣ et Ag? =

g?⋂
k=1

{z?+k 6= 0}.

149



En reprenant les démonstrations de la section 5.B, nous avons :
— si les lignes i et i′ appartiennent à la même classe k, nous avons :∣∣Xi� −Xi′�

∣∣ ≤ 2dn

< S

si nous sommes sous l’évènement {2dn < S}.
— Au contraire, si la ligne i appartient à la classe k et la ligne i′ appartient à une classe différente

k′, nous avons : ∣∣Xi� −Xi′�

∣∣ ≥ δτ − 2dn

≥ S.

si nous sommes sous l’évènement {S ≤ δτ − 2dn}.
Conclusion, sous la condition qu’il y ait un représentant de chaque classe (c’est-à-dire sous l’hypothèse
que nous soyons sous l’évènement Ag?), il y a exactement g? − 1 sauts qui sont sélectionnés.

À partir de là, nous calculons la probabilité de l’évènement complémentaire :

P
(
ĝLG 6= g?

)
≤ P

(
BS
)

≤ P
(
Ag?

)
+ P

(
{2dn < S}

)
+ P

(
{S ≤ δτ − 2dn}

)
.

≤ P
(
Ag?

)
+ P ({2dn ≥ S}) + P ({S > δτ − 2dn}) .

Or, nous savons par la section 5.B, d’une part que :

P
(
Ag?

)
≤ g? (1− πmin)

n
,

et d’autre part que pour tout t > 0 :
P(dn > t) ≤ 2ne−2dt2 .

En particulier, comme nous avons supposé que S ∈]0, δτ [, nous avons, d’une part que pour tout ε > 0 :

P (2dn ≥ S) ≤ P (2dn > S + ε)

≤ P
(
dn >

S + ε

2

)
≤ 2ne−2d(S+ε

2 )
2

≤ 2ne−d
(S+ε)2

2

et comme ceci est vrai pour tout ε > 0, nous obtenons :

P (2dn ≥ S) ≤ 2ne−d
S2

2 .
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D’autre part, nous avons :

P (S > δτ − 2dn) = P
(
dn >

δτ − S
2

)
≤ 2ne−2d( δτ−S2 )

2

≤ 2ne−d
(δτ−S)2

2 .

Et nous obtenons la borne 5.4.

5.F.2 Consistance des estimateurs du nombre de classes
Tout d’abord, nous utilisons la première condition : comme Sn,d tend vers 0 lorsque n et d tendent

vers l’infini alors il existe (N,D) ∈ N2 tel que pour tout n ≥ N et pour tout d ≥ D, Sn,d < δτ et
nous sommes alors sous les conditions du théorème 5.6.1. Nous supposons donc que n et d vérifient ces
conditions.

Comme les paramètres sont fixes, la dernière partie de la borne tend vers 0 lorsque n tend vers l’infini.
De plus, comme nous avons que Sn,d < δτ et que d

logn tend vers l’infini lorsque n et d tendent vers l’infini
par la condition 2 (voir la remarque 5.6.4), la deuxième partie de la borne tend vers 0 également.

Enfin, pour la première partie de la borne, nous utilisons à nouveau la condition 2 : il existe une
constante C >

√
2 telle que pour n et d assez grand, nous ayons :

Sn,d
2 d

log n
≥ C2

et par le même raisonnement que dans les sections précédentes, nous avons :

2ne−d
Sn,d

2

2 = 2 exp

[
log n− dS

n,d2

2

]

= 2 exp

[
− log n

2

(
d

log n
Sn,d

2 − 2

)]

≤ 2 exp

− log n

2

(
C2 − 2

)︸ ︷︷ ︸
>0


−→

n,d→+∞
0

5.F.3 Consistance de l’algorithme LG

Pour démontrer le théorème 5.6.6, nous divisons l’espace en deux :
1. avoir les bonnes estimations sachant que nous avons le bon nombre de classes en ligne et en colonnes

et nous réutilisons la borne du théorème 5.4.3,
2. ne pas avoir le bon nombre de classes et nous réutilisons la démonstration précédente.
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Pour pouvoir utiliser le théorème 5.4.3, il faut vérifier la première condition (les autres étant supposées
dans le théorème 5.6.6). Pour cela, nous utilisons la première hypothèse du théorème : il existe une
constante C > 2 telle que pour n et d assez grands, nous ayons :

δn,dτ
Sn,d

≥ C

et avec la seconde hypothèse, il existe une constante C ′ >
√

2 telle que pour n et d assez grands, nous
ayons :

Sn,d

√
d

log n
≥ C ′

et donc, pour n et d assez grands, nous avons :

δn,dτ

√
d

log n
≥ CSn,d

√
d

log n
≥ CC ′ > 2

√
2

et nous retrouvons la condition du théorème.

5.G Simulations
Dans cette partie, nous mettons les graphiques associés aux résultats des simulations. Pour alléger la

visualisation, nous choisissons de représenter les résultats sous forme de graphiques en trois dimensions
où les couleurs rouges symbolisent de fortes valeurs alors que les couleurs bleues représentent de faibles
valeurs.
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Proportions égales : πmin = 0.2 Proportions différentes : πmin = 0.1

ε = 0.05

δτ = 0.225 δτ = 0.09

ε = 0.25

δτ = 0.125 δτ = 0.05

ε = 0.35

δτ = 0.075 δτ = 0.03

ε = 0.45

δτ = 0.025 δτ = 0.01

Figure 5.6 – Influence du nombre de lignes et de colonnes sur l’erreur de classification pour les lignes
dans des cas de proportions égales (colonne de gauche) et inégales (colonnes de droite) et pour des valeurs
différentes de ε (lignes) pour l’erreur e(n,g)×(d,m).
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Proportions égales : πmin = 0.2 Proportions différentes : πmin = 0.1

ε = 0.05

δτ = 0.225 δτ = 0.09

ε = 0.25

δτ = 0.125 δτ = 0.05

ε = 0.35

δτ = 0.075 δτ = 0.03

ε = 0.45

δτ = 0.025 δτ = 0.01

Figure 5.7 – Influence du nombre de lignes et de colonnes sur l’erreur de classification pour les lignes
dans des cas de proportions égales (colonne de gauche) et inégales (colonnes de droite) et pour des valeurs
différentes de ε (lignes) pour l’erreur e0−1

(n,g)×(d,m).
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d = 500 d = 1000

n = 500

n = 1000

Figure 5.8 – Influence des paramètres δτ et πmin sur l’erreur de classification pour les lignes pour des
matrices avec d = 500 colonnes (colonne de gauche) et d = 1000 colonnes (colonnes de droite) et pour un
nombre de lignes n de 500 et 1000 (lignes) pour l’erreur e(n,g)×(d,m).
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d = 500 d = 1000

n = 500

n = 1000

Figure 5.9 – Influence des paramètres δτ et πmin sur l’erreur de classification pour les lignes pour des
matrices avec d = 500 colonnes (colonne de gauche) et d = 1000 colonnes (colonnes de droite) et pour un
nombre de lignes n de 500 et 1000 (lignes) pour l’erreur e0−1

(n,g)×(d,m).
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Proportions égales : πmin = 0.2 Proportions différentes : πmin = 0.1

ε = 0.05

δτ = 0.225 δτ = 0.09

ε = 0.25

δτ = 0.125 δτ = 0.05

ε = 0.35

δτ = 0.075 δτ = 0.03

ε = 0.45

δτ = 0.025 δτ = 0.01

Figure 5.10 – Influence du nombre de lignes et de colonnes sur l’erreur des estimations des τ renvoyés
par l’initialisation dans des cas de proportions égales (colonne de gauche) et inégales (colonnes de droite)
et pour des valeurs différentes de ε (lignes).
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LG basique LG amélioré avec
EM binomial

LG amélioré avec
EM gaussien

ε = 0.05

ε = 0.25

ε = 0.35

ε = 0.45

Figure 5.11 – Comparaison du taux moyen d’erreur de classification e(n,g)×(d,m) entre l’algorithme
LG basique (colonne de gauche), son amélioration avec un algorithme EM présupposant que les lois
des mélanges sont des binomiales (colonne centrale) et avec un algorithme EM présupposant que les
lois des mélanges sont des gaussiennes (colonne de droite) dans le cas des proportions équilibrées (donc
πmin = 0.2).
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LG basique LG amélioré avec
EM binomial

LG amélioré avec
EM gaussien

ε = 0.05

ε = 0.25

ε = 0.35

ε = 0.45

Figure 5.12 – Comparaison du taux moyen d’erreur de classification e(n,g)×(d,m) entre l’algorithme
LG basique (colonne de gauche), son amélioration avec un algorithme EM présupposant que les lois des
mélanges sont des binomiales (colonne centrale) et avec un algorithme EM présupposant que les lois des
mélanges sont des gaussiennes (colonne de droite) dans le cas des proportions inégales (donc πmin = 0.1).
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Proportions égales : πmin = 0.2 Proportions différentes : πmin = 0.1

ε = 0.05

δτ = 0.225 δτ = 0.09

ε = 0.10

δτ = 0.2 δτ = 0.08

ε = 0.15

δτ = 0.175 δτ = 0.07

ε = 0.20

δτ = 0.15 δτ = 0.06

Figure 5.13 – Pourcentage du nombre de fois où le mauvais nombre de classes en ligne a été sélectionné
par l’algorithme LG dans des cas de proportions égales (colonne de gauche) et inégales (colonnes de
droite) et pour des valeurs différentes de ε (lignes) pour le seuil S = δτ/2.
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Proportions égales : πmin = 0.2 Proportions différentes : πmin = 0.1

ε = 0.05

δτ = 0.225 δτ = 0.09

ε = 0.10

δτ = 0.2 δτ = 0.08

ε = 0.15

δτ = 0.175 δτ = 0.07

ε = 0.20

δτ = 0.15 δτ = 0.06

Figure 5.14 – Pourcentage du nombre de fois où le mauvais nombre de classes en ligne a été sélectionné
par l’algorithme LG dans des cas de proportions égales (colonne de gauche) et inégales (colonnes de

droite) et pour des valeurs différentes de ε (lignes) pour le seuil Sn,d =
(

logn
d

)1/4

.
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Proportions égales : πmin = 0.2 Proportions différentes : πmin = 0.1

ε = 0.05

δτ = 0.225 δτ = 0.09

ε = 0.10

δτ = 0.2 δτ = 0.08

ε = 0.15

δτ = 0.175 δτ = 0.07

ε = 0.20

δτ = 0.15 δτ = 0.06

Figure 5.15 – Pourcentage du nombre de fois où le mauvais nombre de classes en ligne a été sélectionné
par l’algorithme LG dans des cas de proportions égales (colonne de gauche) et inégales (colonnes de

droite) et pour des valeurs différentes de ε (lignes) pour le seuil Sn,d =
(

logn
d

)1/4

pour un nombre de
lignes et de colonnes allant de 2 000 à 80 000 par pas de 2 000.
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Chapitre 6

Comparaisons des différentes stratégies
"Simulations are believed by no one except those who conducted them.

Experimental results are believed by everyone except those who conducted them."
Anonyme

Sommaire
6.1 Introduction . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 163
6.2 Procédures possibles . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 164
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6.2.2 Algorithmes sensibles aux initialisations . . . . . . . . . . . . . . . . . . . . . . 165

6.3 Comparaison . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 166
6.3.1 Comparaison sur des données simulées . . . . . . . . . . . . . . . . . . . . . . . 167
6.3.2 Comparaison sur données réelles . . . . . . . . . . . . . . . . . . . . . . . . . . 168

6.4 Comparaison deux à deux . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 174
6.4.1 Comparaison entre l’échantillonneur de Gibbs et SEM -Gibbs . . . . . . . . . . 174
6.4.2 Comparaison entre les algorithmes CEM et V -Bayes . . . . . . . . . . . . . . . 176

6.5 Discussion générale . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 176

6.1 Introduction
Dans les chapitres précédents, nous avons étudié différents algorithmes et différentes stratégies pour

estimer les partitions et paramètres du modèle des blocs latents. La question de la comparaison est déli-
cate : un nombre fini d’initialisations à partir de valeurs aléatoires favorise les algorithmes peu sensibles
à celles-ci, à l’opposé, un nombre d’itérations fixé trop petit favorise les algorithmes rapides...

Dans ce chapitre, nous proposons de comparer les différentes procédures en tenant compte d’un temps
d’exécution imparti. Les algorithmes rapides à converger sont ainsi relancés plus souvent tandis que les
autres peuvent perdre en qualité s’ils sont trop lents.

Pour cela, nous commençons par un rappel des différentes procédures en listant les algorithmes pou-
vant servir pour l’initialisation et ceux servant généralement pour "affiner" les résultats. À ces derniers,
nous ajoutons l’algorithme CEM déjà étudié par Nadif et Govaert (2007) (voir aussi Govaert et Nadif,
2008) et son adaptation bayésienne dont nous rappelons la forme.
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Ensuite, nous comparons les procédures pour un temps d’exécution (elapsed) fixé sur des données
simulées et réelles. Enfin, nous comparons plus particulièrement les algorithmes aux comportements
proches pour voir dans quel cadre il est préférable d’utiliser chacun.

6.2 Procédures possibles
Nous avons vu jusqu’à présent différents algorithmes pouvant servir pour l’initialisation ou pour

"affiner" les résultats. Dans cette partie, nous recensons chacun d’entre eux en rappelant leurs intérêts
et inconvénients.

6.2.1 Algorithmes d’initialisation
Nous englobons sous le terme "d’algorithmes d’initialisation" les algorithmes et procédures servant à

proprement parler pour initialiser et ceux qui sont peu sensibles aux initialisations.

Initialisation aléatoire

La façon la plus courante d’initialiser un algorithme est de prendre des premières valeurs au hasard
dans l’espace des possibilités (en favorisant ou non certaines). Cette procédure possède le grand avantage
d’être quasi-immédiate ce qui permet de pouvoir l’utiliser plusieurs fois en peu de temps. En revanche,
les choix du nombre d’initialisations nécessaire et de la répartition des initialisations dans l’espace des
paramètres sont des problèmes assez complexes ayant une grande importance sur les résultats ultérieurs.

Algorithme SEM -Gibbs

Étant peu sensible aux initialisations et renvoyant généralement des résultats proches de ceux souhai-
tés, l’algorithme SEM -Gibbs peut servir comme initialisation d’autres algorithmes. Pour éviter les états
absorbants mentionnés dans la remarque 2.4.2, nous itérons l’étape SE tant que l’algorithme renvoie des
couples

(
z(c+1),w(c+1)

)
de matrices avec des classes vides (afin d’éviter les états absorbants de type I) et

donnons arbitrairement la valeur 0.1 (resp. 0.9) à un paramètre α(c+1)
k` trop proche de 0 (resp. de 1) afin

d’éviter les états absorbants de type II.
Ces choix ont l’avantage de limiter les cas dégénérés mais peuvent ralentir l’algorithme si celui-ci se

rapproche d’états absorbants.

Échantillonneur de Gibbs

Comme l’algorithme SEM -Gibbs, l’échantillonneur de Gibbs peut servir pour l’initialisation. Pour les
procédures, nous ne simulons qu’une seule chaîne de 5 000 itérations. Comme sur les données simulées de
la section 3.6.2, la procédure avec 5 000 itérations donne des résultats proches de ceux renvoyés lorsqu’un
critère d’arrêt est utilisé, ce choix d’arrêt nous permet de prendre le temps utilisé par l’échantillonneur de
Gibbs comme référence (qui est différent suivant la taille des matrices, le nombre de classes, la difficultés
ou encore la nature des données mais à peu près identique pour des matrices de mêmes configurations).

Algorithme LG

Pour les simulations, nous utilisons la version améliorée avec un algorithme EM utilisant des lois
binomiales et l’initialisation déterministe détaillée sur la figure 5.3 (sauf pour le cas de données multino-
miales où nous utilisons comme initialisation l’algorithme CEM ). L’algorithme Largest Gaps est ainsi
déterministe pour les données binaires.
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6.2.2 Algorithmes sensibles aux initialisations
Différents algorithmes peuvent être utilisés après la phase d’initialisation.

Algorithmes VEM et V -Bayes

Les algorithmes VEM et V -Bayes donnent des maxima locaux de l’énergie libre, approximation de la
log-vraisemblance calculée en supposant indépendantes les probabilités conditionnellement aux observa-
tions.

Le comportement de l’énergie libre n’est pas connu mais nous pensons, avec l’appui de simulations,
que cette approximation est meilleure lorsque le nombre d’observations est grand.

Algorithme CEM et CEM -Bayes

Le dernier algorithme étudié est l’algorithme CEM (Classification Expectation Maximisation) intro-
duit par Celeux et Govaert (1992) dans le cas des modèles de mélanges classiques et adapté une pre-
mière fois par Govaert et Nadif (2008) pour le modèle des blocs latents. Le principe est d’ajouter une
étape d’affectation à la classe majoritaire après l’étape E. L’algorithme cherche alors à maximiser la
log-vraisemblance complète log p(x, z,w; θ).

En plus de sa rapidité, l’algorithme possède l’intérêt de ne pas nécessiter d’approximation du critère
à maximiser. De plus, comme nous le rappelons en section 1.3.2.4 et plus particulièrement par l’équa-
tion (1.3), Mariadassou et Matias (2012) ont démontré que, pour le cas du modèle des blocs latents et
sous le vrai nombre de classes en ligne et en colonne, la densité p

(
z,w

∣∣∣x; θ̂
)
se concentre autour des

vraies partitions sous la condition que l’estimateur θ̂ soit tel que α̂ converge en probabilité vers les vrais
paramètres α?. Or, nous avons la décomposition suivante :

log p(x, z,w; θ) = log p(z,w|x; θ) + log p(x; θ),

et si le paramètre θ est tel que α soit proche du vrai paramètre α?, nous obtenons que log p(z,w; θ) est
proche de 0 avec une probabilité tendant vers 1 avec le nombre d’observations. L’algorithme permet donc
d’estimer la log-vraisemblance lorsque le nombre d’observations est suffisamment important.

Le formulaire pour les algorithmes CEM et CEM -Bayes est le suivant :
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Algorithme CEM -Bayes :

1. Initialisation de θ(0) et w(0).
2. Itération jusqu’à ce que (z(c+1),w(c+1)) = (z(c),w(c)) :

(a) Étape CE : de la même façon que pour l’algorithme VEM de la section 2.3, maximisation
alternée de l’énergie libre à θ(c) fixé en prenant t(t=0)

j` = w
(c)
j` :

i. calcul de s(t+1)
ik à t(t)j` et à θ(c) fixé.

ii. calcul de t(t+1)
j` à s(t+1)

ik et à θ(c) fixé.

Obtention des probabilités s(c+1)
ik et t(c+1)

j` , les dernières calculées.

(b) Sélection du couple (z(c+1),w(c+1)) tel que :

z
(c+1)
i ∈ argmax

k=1,...,g
s

(c+1)
ik

w
(c+1)
j ∈ argmax

`=1,...,m
t
(c+1)
j`

(c) Étape M : calcul de θ(c+1) :

π
(c+1)
k =

a− 1 +
∑n
i=1 z

(c+1)
ik

g(a− 1) + n
, ρ

(c+1)
` =

a− 1 +
∑d
j=1 w

(c+1)
j`

m(a− 1) + d

et αhk`
(c+1)

=
b− 1 +

∑n
i=1

∑d
j=1 z

(c+1)
ik w

(c+1)
j` vijh

r (b− 1) +
∑n
i=1

∑d
j=1 z

(c+1)
ik w

(c+1)
j`

.

3. Obtention d’un estimateur θ̂C = θ(∞).
4. Calcul des estimateurs des classes en ligne ẑC et en colonne ŵC , le dernier couple (z(∞),w(∞))

obtenu.

Une nouvelle fois, nous mettons en rouge la distinction avec la version bayésienne.

Comme pour l’algorithme VEM, il est préférable de ne faire qu’une seule itération de l’étape CE.

Pour un nombre d’initialisations fixé, Govaert et Nadif (2008) ont montré que l’algorithme CEM est
plus rapide mais ses estimations sont plus éloignées des partitions et paramètres ayant servi aux simu-
lations que l’algorithme VEM ; ceci est dû au fait qu’il discrétise l’espace des paramètres : les valeurs
estimées appartiennent à une grille avec un pas régulier (par exemple de 1/n pour les proportions en
ligne) et les estimations différentes sont au moins écartées par ce pas. En contrepartie, il se bloque plus
facilement dans un maximum local et si la discrétisation est trop grossière, la valeur cible peut être assez
loin d’un point de cette grille.

6.3 Comparaison
Pour comparer les différentes procédures, nous établissons le plan d’expérience suivant :
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1. Initialisation aléatoire puis utilisation de l’échantillonneur de Gibbs. En utilisant les résultats ob-
tenus :
(a) Utilisation de l’algorithme V -Bayes ; le temps elapsed T mis par cette procédure sert alors de

référence.
(b) Utilisation des autres algorithmes de la section 6.2.2.

2. Avec l’initialisation aléatoire précédente, utilisation de l’algorithme SEM -Gibbs en stoppant lorsque
le temps T est dépassé. Utilisation des algorithmes de la section 6.2.2 en prenant comme initiali-
sation le résultat obtenu.

3. Pour chaque algorithme de la section 6.2.2, utilisation avec des initialisations au hasard relancées
tant que le temps T n’ait pas été dépassé.

4. Utilisation de l’algorithme LG comme initialisation des algorithmes de la section 6.2.2.
Nous obtenons ainsi 16 résultats provenant des combinaisons des 4 algorithmes utilisés pour l’initialisation
et des 4 algorithmes de la section 6.2.2.

6.3.1 Comparaison sur des données simulées
Pour la comparaison sur les données simulées, nous reprenons la configuration des sections 2.6.1, 3.5

et 4.2.4 c’est-à-dire que nous simulons des matrices avec g = 5 et m = 4 classes en ligne et colonne, des
proportions des blocs de la forme :

α =


ε ε ε ε

1− ε ε ε ε
1− ε 1− ε ε ε
1− ε 1− ε 1− ε ε
1− ε 1− ε 1− ε 1− ε


où nous faisons varier ε entre 0 et 0.5 pour obtenir des matrices plus ou moins simples à classifier (allant
de + à + + +) suivant le protocole proposé par Lomet et al. (2012c). De plus, nous faisons varier :

— les proportions :
• proportions équilibrées :

π =


0.2
0.2
0.2
0.2
0.2

 et ρ =


0.25
0.25
0.25
0.25

 ,

• proportions avec une progression arithmétique :

π =


0.1
0.15
0.2
0.25
0.3

 et ρ =


0.1
0.2
0.3
0.4

 ,

— le nombre (n, d) de lignes et de colonnes parmi les couples suivants :

(100, 200) et (200, 100).
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Pour chaque configuration, nous simulons 500 matrices et utilisons la procédure décrite en début de sec-
tion 6.3.

Les résultats sont illustrés sous forme de boxplot sur la figure 6.1 pour les proportions équilibrées et
sur la figure 6.2 pour les proportions non équilibrées. En règle générale, les procédures initialisées par
l’échantillonneur de Gibbs donnent des meilleurs résultats que celles initialisées par l’algorithme SEM -
Gibbs. Ceci est dû d’abord aux états absorbants empêchant parfois l’algorithme SEM -Gibbs de faire
autant d’itérations que l’échantillonneur de Gibbs ; mais surtout à la discrétisation de l’espace des para-
mètres qui demande à l’algorithme SEM -Gibbs de faire plus d’itérations que l’échantillonneur pour visiter
un nombre suffisant de maxima locaux. Une étude plus approfondie est proposée en section 6.4.1.

Pour les mêmes raisons, l’algorithme CEM renvoie de moins bons résultats lorsque les matrices sont
considérées comme difficiles. En revanche, dans les cas où les blocs sont bien séparés, les résultats sont
assez proches de ceux des algorithmes VEM et V -Bayes.

Il y a peu de différences entre l’échantillonneur deGibbs combiné avec l’algorithme V -Bayes et l’échan-
tillonneur de Gibbs avec l’algorithme VEM ou l’algorithme V -Bayes avec des initialisations au hasard ; le
premier étant à préférer dans le cas de proportions équilibrées et les seconds dans les cas de proportions
déséquilibrées.

6.3.2 Comparaison sur données réelles
Dans cette partie, nous analysons comment se comportent les procédures sur des données réelles. Pour

cela, nous avons considéré :
— Des données de blasons mérovingiens (étudiées par Leredde et Perin, 1980), matrice binaire de

taille 59× 26 représentant le lien entre des blasons mérovingiens (en ligne) et des caractéristiques
(en colonne).

— Des données du parlement américain déjà utilisées dans le chapitre 4, matrice ternaire de
taille 435× 16.

— Des données de génomique, matrice binaire de taille 1937 × 1937 représentant les interactions
inter-gènes.

Pour chacun de ces jeux de données et pour chacune des stratégies, nous faisons un plan d’expé-
rience regardant tous les couples (g,m) de classes sur une grille allant de 2 à gmax pour les lignes et
de 2 à mmax pour les colonnes (gmax et mmax dépendant des données). Comme précédemment, c’est le
temps de l’échantillonneur de Gibbs couplé avec l’algorithme V -Bayes qui sert de référence pour chaque
couple (g,m). Enfin, nous utilisons le critère ICL(4,1) pour la sélection de modèle.

Blasons mérovingiens

La matrice des données sur les blasons mérovingiens comprend 59 lignes représentant les blasons et 26
colonnes représentant leurs caractéristiques (voir Leredde et Perin, 1980, pour une explication détaillée).
Cette matrice est très petite et possède, à peu près, le même nombre de 1 sur chaque ligne.

Ici, nous avons choisi gmax = mmax = 26 ; ces chiffres dépassent les conditions suffisantes d’identifia-
bilité de Keribin et al. Nous affichons sur la figure 6.3 le nombre de classes et la représentation obtenue
pour chaque stratégie.

Les stratégies obtenant les meilleurs critères ICL(4,1) sont celles couplant les initialisations aléa-
toires avec l’algorithme V -Bayes, CEM ou CEM -Bayes. Ensuite, viennent les initialisations par SEM -
Gibbs puis les initialisations par l’échantillonneur de Gibbs. Enfin, l’algorithme LG sous-estime le nombre
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Figure 6.1 – Boxplot des erreurs des combinaisons (initialisations pour les colonnes globales combinées
avec les algorithmes de la section 6.2.2 pour les subdivisions) pour les proportions équilibrées suivant la
taille des matrices (lignes globales) et la difficulté (subdivision).
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Figure 6.2 – Boxplot des erreurs des combinaisons (initialisations pour les colonnes globales combinées
avec les algorithmes de la section 6.2.2 pour les subdivisions) pour les proportions non équilibrées suivant
la taille des matrices (lignes globales) et la difficulté (subdivision).
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de classes de façon prévisible ; en partie à cause du nombre de cases par ligne qui est quasiment le même
pour toutes.

Les nombres de lignes et de colonnes étant très petits, les valeurs des effectifs de chaque classe en
ligne et en colonne sont faibles et les lois utilisées lors des simulations de l’échantillonneur de Gibbs ont
une grande variance ; les trajectoires de l’échantillonneur de Gibbs sont donc certainement très variables.
En revanche, comme l’algorithme SEM -Gibbs discrétise l’espace des paramètres, il est plus stable.

Les différences entre la partition sélectionnée par l’échantillonneur de Gibbs avec l’algorithme
V -Bayes et celle obtenue par l’initialisation aléatoire avec l’algorithme V -Bayes (optimale pour le critère
ICL(4,1)) se situent dans les classes 2 et 3 pour les lignes et les classes centrales pour les colonnes. La par-
tition de l’initialisation aléatoire a créé plus de groupes (donc plus petits) pour les colonnes ce qui a pour
conséquence d’avoir des blocs plus contrastés. L’échantillonneur de Gibbs avec l’algorithme VEM renvoie
la même partition en ligne que la partition retenue avec le plus fort critère ICL(4,1), par contre, il crée
une colonne à une classe différente, ce occasionne un critère plus faible.

L’algorithme SEM -Gibbs combiné avec l’algorithme V -Bayes renvoie presque la même partition que
celle de l’initialisation aléatoire et de l’algorithme V -Bayes (à une colonne près) sauf qu’il subdivise l’une
des classes. Les blocs sont ainsi plus contrastés mais le critère ICL(4,1) pénalise cette augmentation du
nombres de blocs.
Les partitions obtenues par les initialisations de LG sont des sur-partitions de toutes les autres ; c’est-à-
dire avec les mêmes classes mais en en concaténant plus.

D’un point de vue interprétation des données, nous retrouvons l’évolution technique au cours du
temps. Pour les lignes, les classes sont les mêmes que celles obtenues par Leredde et Perin (1980). En
revanche, pour les colonnes, les classes de l’article ont été subdivisée par nos procédures.

Parlement américain

Pour comparer les algorithmes sur des données ternaires, nous avons réutilisé les données du parle-
ment américain décrites dans la section 4.2.4. Nous rappelons que le jeu de données représente le vote de
435 parlementaires américains, membres de la 98 ème Chambre des représentants (United States House of
Representatives), répartis en 168 républicains et 267 démocrates et s’exprimant sur 16 lois (éducation,
sécurité, politique internationale...) suivant 3 niveaux de réponse ("pour", "contre" et "abstention"). Pour
les analyser, nous avons choisi gmax = mmax = 16. Pour la représentation des résultats, les votes "pour"
sont en bleu, les "contre" en rouge et les abstentions en blanc.

La figure 6.4 montre que la meilleure stratégie est à nouveau l’initialisation aléatoire couplée avec
l’algorithme V -Bayes. Juste après, vient la combinaisons Gibbs+V -Bayes. En règle générale, les initia-
lisations aléatoires et l’échantillonneur de Gibbs donnent des résultats proches. Notons que les critères
sont moins bons que ceux de la section 4.2.4 où nous utilisions pour chaque couple (g,m) trois fois la
combinaison Gibbs+V -Bayes sur des initialisations différentes.
En revanche, l’algorithme SEM -Gibbs semble ne pas avoir souvent convergé.
Enfin, l’algorithme LG donne des résultats plus concordants que pour les blasons mérovingiens. Les don-
nées ternaires donnent probablement plus d’informations pour cet algorithme.

D’un point de vue interprétation des données, la loi comportant le plus grand taux d’abstentions a été
isolée dans chacun des modèles sélectionnés. De même, les trois abstentionnistes ont systématiquement
été mis ensemble. Enfin, en règle générale, ce sont les gros blocs rouges et bleus qui font la différence pour
les classifications croisées (ce qui manque à l’algorithme LG).
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Figure 6.3 – Résultat des différentes stratégies pour les données sur les blasons mérovingiens suivant les
initialisations (en colonne) et les algorithmes de la section 6.2.2 (en ligne).
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Figure 6.4 – Résultat des différentes stratégies pour les données sur les votes du parlement américain
suivant les initialisations (en colonne) et les algorithmes de la section 6.2.2 (en ligne). Le code couleur
est : "pour" en bleu, "contre" en rouge et "abstention" en blanc.
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Interactions entre les gènes de l’Arabidopsis thaliana

Les dernières données étudiées proviennent du mémoire de master de Vasseur (2013) et portent sur
les interactions entre les 1937 facteurs de transciptions de la plante Arabidopsis thaliana ; les ensembles
des observations et des variables représentent donc les mêmes individus et la matrice ne respecte pas
toutes les conditions de notre modèle car toutes les cases de la diagonale ont la même valeur. Toutefois,
la recherche de groupes différents pour les lignes et les colonnes est pertinente car elle permet de trouver
des groupes de gènes influençant fortement ou non et des groupes de gènes fortement influencés ou non.
Ici, nous avons choisi gmax = mmax = 30.

Pour une meilleure lisibilité, nous présentons sur la figure 6.5 les résultats résumés où les blocs (k, `)
sont plus ou moins noirs si la valeur αk` estimée est plus ou moins proche de 1. Le meilleur critère ICL(4,1)

est obtenu pour l’initialisation aléatoire avec l’algorithme V -Bayes suivi de près par l’échantillonneur de
Gibbs couplé avec les algorithmes VEM, CEM et CEM -Bayes.

En revanche, les combinaisons utilisant une autre initialisation que l’échantillonneur de Gibbs et finis-
sant par l’algorithme CEM ou CEM -Bayes renvoient des modèles avec des critères plus faibles en partie
à cause de classes en colonne avec des effectifs très petits.

Enfin, les combinaisons utilisant l’algorithme LG minimisent à nouveau le nombre de classes.

D’un point de vue interprétation des données, nous pouvons voir en haut des lignes et à gauche des
colonnes des groupes de gènes interférant essentiellement entre eux. Des groupes de gènes très influents
(à droite des colonnes) et des groupes de gènes très influencés (en bas des lignes) ont également été mis
en évidence.

6.4 Comparaison deux à deux
Dans cette partie, nous comparons les algorithmes aux comportements similaires, à savoir :
— l’algorithme SEM -Gibbs et l’échantillonneur de Gibbs,
— les algorithme V -Bayes et CEM.

6.4.1 Comparaison entre l’échantillonneur de Gibbs et SEM -Gibbs

Pour mieux comprendre la différence entre l’échantillonneur de Gibbs et l’algorithme SEM -Gibbs, nous
avons regardé de près leurs résultats pour les expériences de la section 6.3.1. À temps d’exécution donné,
l’algorithme SEM -Gibbs disposait de plus d’itérations que l’échantillonneur de Gibbs en règle générale
(cela reste de l’ordre de 1% en plus en moyenne et peut être dû au fait que le temps utilisé comme
référence était celui de l’échantillonneur de Gibbs combiné avec l’algorithme V -Bayes et pas uniquement
le premier). L’algorithme SEM -Gibbs ne s’est donc pas bloqué dans une situation où il devait réitérer un
grand nombre de fois l’étape SE pour obtenir des partitions sans classes vides.

Nous avons simulé de nouvelles trajectoires des estimations des θ(c) de l’échantillonneur de Gibbs et de
l’algorithme SEM -Gibbs à partir d’une même initialisation pour un cas de difficulté moyenne (++) avec
des proportions équilibrées et un nombre de lignes n = 100. Comme l’algorithme SEM -Gibbs n’estimait
pas correctement les proportions, nous l’avons laissé exécuter 7 500 itérations contre les 5 000 pour
l’échantillonneur de Gibbs. Les trajectoires sont représentées sur la figure 6.6.

Dans les deux cas, l’initialisation force les algorithmes à donner des valeurs fortes pour la classe vio-
lette au début. En revanche, à un moment, l’échantillonneur de Gibbs va diminuer cette valeur alors que
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Figure 6.5 – Résultat des différentes stratégies pour les données d’interactions entre les gènes de
l’Arabidopsis thaliana suivant les initialisations (en colonne) et les algorithmes de la section 6.2.2 (en
ligne).
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l’algorithme SEM -Gibbs va toujours la garder très haute ; au lieu d’obtenir des proportions équilibrées.
La discrétisation de l’espace des paramètres semble gêner l’algorithme SEM -Gibbs pour sortir de ce maxi-
mum local.

6.4.2 Comparaison entre les algorithmes CEM et V -Bayes

La deuxième comparaison porte sur les algorithmes CEM et V -Bayes qui font tous les deux une ap-
proximation de la log-vraisemblance. Comme nous l’avons remarqué sur les données réelles, l’algorithme
CEM renvoie, en règle générale, des modèles avec des valeurs pour les critères moins bonnes que celles
de l’algorithme V -Bayes ; mais est-ce parce que toutes les estimations sont moins bonnes, ou simplement
autour des vraies valeurs de g et m ?

Pour répondre à cette question, nous avons repris la matrice des interactions entre les gènes de
l’Arabidopsis thaliana de la section 6.3.2 et avons utilisé pour chaque couple de classes (g,m) les algo-
rithmes CEM et V -Bayes pour des initialisations aléatoires relancées pendant 30 minutes (temps elap-
sed). Nous avons ensuite regardé les critères ICL(4,1) associés à chaque partition renvoyée.

Le tableau 6.1 représente pour chaque couple l’algorithme ayant eu le meilleur critère ICL(4,1). L’al-
gorithme CEM possède des valeurs plus élevées pour le critère ICL(4,1) pour des petits nombres g ou m.
Pourtant, l’algorithme n’est relancé en moyenne que 2 à 3 fois plus que l’algorithme V -Bayes ; pour compa-
raison, l’algorithme a été relancé plus de 20 fois plus pour le couple (28, 29). Le nombre de maxima locaux
semble donc beaucoup plus importants pour l’algorithme CEM que pour l’algorithme V -Bayes lorsque
le nombre de classes augmente.

6.5 Discussion générale
Sur les données simulées, ce sont souvent les initialisations avec l’échantillonneur de Gibbs qui ont

renvoyé plus souvent les partitions ayant servi à la simulation suivies par les initialisations aléatoires. En
revanche, sur les données réelles, l’échantillonneur de Gibbs semble ne pas avoir correctement estimé la
zone où se trouve les vrais paramètres ; l’algorithme V -Bayes a parfois compensé ce problème.

Les algorithmes bayésiens, en règle générale, favorisent les proportions équilibrées. Si nous savons
qu’elles ne le sont pas, il serait préférable de prendre des valeurs de a plus proches de 1. Mais la question
peut aussi se poser de la pertinence d’une classe trop petite.

L’algorithme SEM -Gibbs met souvent plus de temps à converger que l’échantillonneur deGibbs. Toute-
fois, la discrétisation des estimations des paramètres donne une plus grande stabilité, ceci a été important
pour la matrice des blasons mérovingiens. Enfin, les résultats sont relativement similaires sur les grosses
matrices de données ; la discrétisation semble moins influencer.

Les algorithmes CEM et CEM -Bayes favorisent souvent des modèles plus parcimonieux contenant des
blocs très discriminants et s’accommodant de ceux qui ne sont pas homogènes. Nous pouvons remarquer
sur les données des interactions entre les gènes de l’Arabidopsis thaliana que ces algorithmes sont proches
des autres ce qui est en accord avec le besoin d’avoir beaucoup d’observations pour estimer correctement
les paramètres et partitions. De plus, ils donnent de meilleurs résultats que les algorithmes variationnels
lorsque le nombre de classes demandé est assez faible.
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Figure 6.6 – Evolution des trajectoires de θ(c) pour l’algorithme SEM -Gibbs (en haut) et l’échantillon-
neur de Gibbs (en bas) pour une matrice de difficulté moyenne avec des initialisations équilibrées et
n = 100.
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g
m 2 3 4 5 6 7 8 9 10 11 12 13 14 15

2 C C C C C C C C C C V V V V
3 C C C C C C C C C V V V V V
4 C C C C C C V C C V V V V V
5 C C V C C C C C C V V V V V
6 C C C V C V C V V V V V V V
7 C C C C C V V V V V V V V V
8 C C V C C V C V V V V V V V
9 C C C C V V V C V V V V V V
10 C C C C C V V V V V V V V V
11 V C C V V V V V V V V V V V
12 C V V V V V V V V V V V V V
13 C V V V V V V V V V V V V V
14 V C V C V V V V V V V V V V
15 C C V V V V V V V V V V V V
16 C C V V V V V V V V V V V V
17 C C V V V V V V V V V V V V
18 C C V V V V V V V V V V V V
19 C V V V V V V V V V V V V V
20 C V V V V V V V V V V V V V
21 C C V C V V V V V V V V V V
22 C C C C V V V V V V V V V V
23 C V V V V V V V V V V V V V
24 C C V V V V V V V V V V V V
25 C C C V V V V V V V V V V V
26 C C V C V V V V V V V V V V
27 C C V C V V V V V V V V V V
28 C C C C V V V V V V V V V V
29 C C C V V V V V V V V V V V
30 C C C C V V V V V V V V V V
31 C C C C V V V V V V V V V V

Table 6.1 – Représentation de l’algorithme ayant renvoyé le meilleur critère ICL(4,1) pour chaque couple
(g,m) : C pour CEM et V pour V -Bayes.
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Chapitre 7

Conclusions, méthodologie et
perspectives

"L’urgent est fait. L’impossible est en cours. Pour les miracles, prévoir un délai."
Anonyme
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7.1 Conclusion
Durant cette thèse, nous avons effectué un certain nombre d’avancées dans l’étude du modèle des

blocs latents.

Identifiabilité : nous avons obtenu des conditions suffisantes d’identifiabilité englobant presque tout
l’espace des paramètres sauf un ensemble de mesure de Lebesgue nulle (sous les conditions que n ≥ 2m−1
et d ≥ 2g − 1) et proposé une façon de contourner le problème du label switching.

Dégénérescence des classes : nous avons montré empiriquement que l’échantillonneur deGibbs associé
à l’algorithme V -Bayes avec (a, b) = (4, 1) résout en grande partie le problème de dégénérescence des
classes rencontré par l’algorithme SEM -Gibbs combiné avec l’algorithme VEM.

Estimation : pour l’estimation des labels et des paramètres, nous préconisons l’utilisation de l’échan-
tillonneur de Gibbs associé à l’algorithme V -Bayes avec (a, b) = (4, 1) car renvoyant les meilleurs résultats
de classification sur des données simulées parmi les procédures étudiées. De plus, le critère d’arrêt que nous
proposons permet d’obtenir plus vite des résultats légèrement meilleurs que celui utilisant la statistique
de Brooks-Gelman dans sa version basique.

Toutefois, l’algorithme SEM -Gibbs peut être préféré dans le cas de petites matrices car plus stable
que l’échantillonneur de Gibbs.

Sélection de modèle : nous avons montré que le critère ICL(a,b) fournit de bonnes estimations quel
que soit le nombre d’observations. Nous avons également conjecturé que les estimations du nombre de

179



classes obtenues à partir de ce critère sont consistantes.

7.2 Vers une méthodologie...
Au vu des résultats obtenus, nous préconisons l’utilisation du critère ICL(a,b) pour sélectionner le

nombre de classes et les matrices (z,w).

Quelles partitions (ẑ, ŵ) choisir ? Pour le choix des partitions associées au couple (g,m), nous pré-
conisons de prendre le couple fourni par la combinaison de l’échantillonneur de Gibbs et de l’algorithme
V -Bayes (voir la section 4.2.1). Ce choix a été utilisé pour les simulations de la section 4.2.4 renvoyant
de bons résultats.

Quels couples (g,m) tester ? Dans l’idéal, il serait préférable de tester tous les couples possibles
mais en pratique et dans le cas de grandes matrices, ceci est très coûteux en temps.

Pour atténuer ce problème, nous préconisons d’utiliser d’abord l’algorithme LG pour chaque couple
(g,m) et de regarder quel couple

(
ĝLG, m̂LG

)
est sélectionné : les résultats des chapitres 5 et 6 montrent

que cette procédure fournit des valeurs plus petites que celles choisies finalement. Dans un second temps,
il ne reste plus qu’à tester tous les couples (g,m) tels que g ≥ ĝLG et m ≥ m̂LG en utilisant la procédure
avec l’échantillonneur de Gibbs et l’algorithme V -Bayes.

7.3 Perspectives
Malgré ses cinquante ans d’histoire, beaucoup de questions restent encore ouvertes.

Comportement asymptotique des estimateurs : notre résultat sur l’identifiabilité ouvre la voie
à l’étude du comportement de l’estimateur du maximum de vraisemblance ; les résultats de Celisse et al.
(2012) dans le cadre du SBM pouvant servir de point de départ.

Protocole de simulations des données : il serait intéressant de continuer le travail effectué par Lo-
met (2012), notamment d’essayer de comprendre l’influence de la borne maximale de l’erreur e(n,g)×(d,m)

obtenue en section 1.3.2.5 sur son protocole et de continuer la réflexion sur la façon de caractériser une
bonne estimation. De plus, il serait utile d’augmenter le nombre de jeux de données simulés mis à dispo-
sition notamment en incluant des matrices dissymétriques dans le nombre de lignes et de colonnes ou de
classes en ligne et en colonne.

Échantillonneur de Gibbs : pour améliorer les procédures que nous proposons, il serait utile de ré-
fléchir à un critère d’arrêt plus rapide pour stopper l’échantillonneur de Gibbs ; soit en continuant l’étude
basée sur la statistique de Brooks-Gelman, soit en réfléchissant à un nouveau critère peut-être basé plutôt
sur les matrices (z,w) que sur les paramètres θ.

Méthodologie : enfin, il serait intéressant de trouver un moyen de diminuer le nombre de couples
(g,m) à étudier pour l’utilisation du critère ICL(a,b).
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Annexe A

Fondements
"On ne peut bâtir sur du sable."

Moses Isegawa
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A.1 Introduction
Les modèles de mélange et l’algorithme EM étant les bases de cette thèse, nous faisons un rappel de

ces deux notions.

A.2 Modèles de mélange
Pour expliquer les modèles de mélange, nous nous appuyons sur un exemple de balistique.

A.2.1 Inférence statistique
Nous supposons sur la figure A.1 qu’un tireur a choisi l’une des deux cibles et a tiré jusqu’à ce que

son chargeur soit vide. Le but est de trouver la cible visée.
Nous pouvons supposer qu’un tireur moyen vise un point et que les impacts se trouvent plus ou moins

éloignés suivant la qualité du tireur sans favoriser de direction. Nous supposons que la loi des impacts est
une loi gaussienne en deux dimensions centrée sur l’endroit visé et de variance σ2I2 :

X ∼ N
(
µ =

(
µ1

µ2

)
, σ2I2

)
.
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Figure A.1 – Impact de balles produit par les tirs d’un unique tireur visant toujours la même cible.

En supposant les impacts indépendants, nous calculons la logvraisemblance :

log p(X1, . . . , Xn;µ, σ2) = log

(
n∏
i=1

1

2πσ2
e−

1
2σ2
‖Xi−µ‖22

)

=

n∑
i=1

(
− log

(
2πσ2

)
− 1

2σ2
‖Xi − µ‖22

)

= −n log 2π − n log σ2 − 1

2σ2

n∑
i=1

‖Xi − µ‖22

L’idée est alors de maximiser cette fonction. Comme les observations sont fixées, nous cherchons à maxi-
miser en µ et σ2. En dérivant, nous obtenons :

µ̂ =
1

n

n∑
i=1

Xi

σ̂2 =
1

2n

n∑
i=1

‖Xi − µ̂‖22

Sur la figure A.2 sont représentées la moyenne et une région de confiance à 95% centrée sur cette moyenne.

Figure A.2 – Le point bleu montre la moyenne et le cercle une région de confiance à 95%.

La moyenne se situe dans la cible de droite qui est totalement dans la région de confiance en comparaison
à la cible de gauche. Le tireur a très certainement visé la cible de droite.
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A.2.2 Modèle de mélange
Pour expliquer le principe du modèle de mélange, nous avons besoin de 3 cibles et des impacts de la

figure A.3. Si nous supposons qu’il n’y a qu’un seul tireur, la moyenne se trouve sur la cible du milieu
mais la région de confiance à 50% contient peu d’impacts situés essentiellement sur les bords plutôt qu’au
centre ; il semble également que l’axe des abscisses soit privilégié. Ceci est en contradiction avec une loi
gaussienne sphérique car les impacts devraient plutôt se situer autour de la moyenne sans être dans une
direction privilégiée.

Figure A.3 – Trois cibles en noir avec les impacts en rouge. Si on suppose qu’il y a un seul tireur, le
point bleu correspond à l’endroit visé et le cercle bleu à une région de confiance à 50%.

En regardant les impacts, nous pensons alors à deux tireurs visant chacun une cible. Si nous savons
à quels tireurs appartiennent quels impacts, la question se divise en deux sous problèmes se résolvant
comme dans la section A.2.1. Mais nous ignorons cette information ou même si chaque tireur a tiré autant
de balles que l’autre.

Le principe du modèle de mélange est de supposer que les variables Xi appartiennent à K groupes
possédant chacun une densité ϕk(x;θk). En notant Z la matrice aléatoire de taille n×K telle que Zik = 1
si et seulement si la variable Xi appartient au groupe k, nous avons :

P(Xi = xi|Zik = 1;θ) = ϕk(xi;θk).

De plus, nous supposons que la probabilité d’appartenir à un groupe k est la même pour toutes les
variables aléatoires, souvent notée πk. Finalement, à l’aide d’une formule des probabilités totales, nous
obtenons :

P(Xi = xi;θ) =

K∑
k=1

P(Xi = xi|Zik = 1;θ)P(Zik = 1;θ) =

K∑
k=1

πkϕk(xi;θk).

Exemple A.2.1. Dans notre exemple, nous supposons qu’il y a deux tireurs (donc K = 2) visant deux
points différents (µ1 6= µ2) et nous n’avons aucune raison de penser qu’ils ont la même habilité (soit
σ1 6= σ2).
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A.3 Algorithme Expectation Maximisation
Dans cette partie, nous rappelons que maximiser la vraisemblance est compliqué et comment l’algo-

rithme Expectation Maximisation proposé par Dempster et al. (1977) permet de contourner ce problème.

A.3.1 Vraisemblance d’un modèle de mélange
À l’aide du paragraphe précédent, nous pouvons calculer la logvraisemblance d’un modèle de mélange

en supposant l’indépendance des Xi :

log p(X1, . . . , Xn;θ) = log

(
n∏
i=1

P(Xi;θ)

)

=

n∑
i=1

log

(
K∑
k=1

πkϕk(Xi;θk)

)

Maximiser cette formule est difficile dès que K ≥ 2 puisque même en dérivant, nous obtenons des sommes
de fractions.

A.3.2 Algorithme Expectation Maximisation
L’idée proposée par Dempster et al. (1977) est de maximiser la log-vraisemblance en tirant parti

de la structure à données manquantes du problème. Pour cela, ils décomposent la log-vraisemblance
comme la différence de l’espérance conditionnelle connaissant un paramètre θ(c) et les observations de la
log-vraisemblance complétée et d’une fonction en θ :

L(θ) = log p(X;θ)

= log p(X;θ)
∑
z∈Z

p(z|X;θ(c))

=
∑
z∈Z

log p(X;θ)p(z|X;θ(c))

=
∑
z∈Z

[
log

(
p(X, z;θ)

p(z|X;θ)

)
p(z|X;θ(c))

]
=

∑
z∈Z

[
log (p(X, z;θ)) p(z|X;θ(c))

]
︸ ︷︷ ︸

=Q(θ|θ(c))

−
∑
z∈Z

[
log (p(z|X;θ)) p(z|X;θ(c))

]
︸ ︷︷ ︸

=H(θ|θ(c))

Or, nous avons la proposition suivante :

Proposition A.3.1. Pour tout θ ∈ Θ, H(θ|θ(c))−H(θ(c)|θ(c)) ≥ 0.
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Démonstration C’est une application de l’inégalité de Jensen :

H(θ|θ(c))−H(θ(c)|θ(c)) = −
∑
z∈Z

[
log (p(z|X;θ)) p(z|X;θ(c))

]
+
∑
z∈Z

[
log
(
p(z|X;θ(c))

)
p(z|X;θ(c))

]
= −

∑
z∈Z

[
log

(
p(z|X;θ)

p(z|X;θ(c))

)
p(z|X;θ(c))

]

≤ − log

(∑
z∈Z

[
p(z|X;θ)

p(z|X;θ(c))
p(z|X;θ(c))

])

≤ − log

(∑
z∈Z

p(z|X;θ)

)
≤ 0

�

Ainsi, si nous prenons θ(c+1) ∈ argmaxQ(θ|θ(c)), nous avons :

L(θ(c+1)) ≥ L(θ(c)).

L’algorithme Expectation Maximisation de Dempster et al. (1977) est donc le suivant :

Algorithme Expectation Maximisation :

1. Choisir un premier θ(0) ∈ Θ.
2. Itérer jusqu’à ce que L(θ(c)) n’évolue plus :

(a) Étape E : calcul pour tout θ de

Q(θ|θ(c)) = EZ|X;θ(c) [log (p(X, z;θ))] .

(b) Étape M : prendre θ(c+1) tel que

θ(c+1) ∈ argmax
θ∈Θ

Q(θ|θ(c)).

Remarque A.3.2. Cet algorithme converge vers un maximum local de la logvraisemblance.
L’étape M peut être remplacée par une étape d’augmentation de Q plutôt que de maximisation lorsque
les calculs sont trop difficiles.

A.3.3 Algorithme Stochastique Expectation Maximisation
L’algorithme Stochastique Expectation Maximisation ou SEM proposé par Celeux et al. (1995) ajoute

une étape de simulation des données manquantes après l’étape E. Nous obtenons ainsi une loi station-
naire (Feodor Nielsen, 2000). Cet algorithme est peu sensible aux initialisations.
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Algorithme Stochastic Expectation Maximisation :

1. Initialisation de θ(0).
2. Itérer niter fois :

(a) Étape SE : estimation de la loi p
(
z
∣∣∣x;θ(c)

)
puis tirage de z(c+1) :

p
(
zik = 1

∣∣∣xi;θ(c)
)

=
π

(c)
k ϕ

(
xi;α

(c)
k

)
∑g
k′=1 π

(c)
k′ ϕ

(
xi;α

(c)
k′

) ,
(b) Étape M : mise à jour du paramètre θ(c+1) :

π
(c+1)
k =

∑n
i=1 z

(c+1)
ik

n

et la mise à jour de α(c+1)
k dépend de la densité.

3. Obtention d’un estimateur θ̂SEM = 1
niter

∑niter
c=1 θ(c) en moyennant les paramètres obtenus.

4. Calcul des estimateurs des classes ẑSEM par affectation à la classe majoritairement affectée durant
les simulations :

ẑSEMi ∈ argmax
k=1,...,g

niter∑
c=1

z
(c)
ik .

A.3.4 Différences de comportements entre les deux algorithmes
La fonction du maximum de vraisemblance peut être vue comme un massif montagneux (comme sur

la figure A.4) dont le but est de trouver la plus haute montagne. Lorsque le nombre de classes est faible, ce
massif comporte relativement peu de pics mais le nombre de sommets augmente avec le nombre de classes.

Pour retrouver la plus haute montagne, l’algorithme VEM peut être vu comme un randonneur partant
du principe qu’il faille toujours monter pour atteindre le plus haut sommet. S’il commence à la place du
photographe qui a pris la photo de la figure A.4, il finira sur le premier pic que nous voyons.

L’algorithme SEM -Gibbs peut être vu comme un randonneur qui, à chaque pas, choisit au hasard la
prochaine direction en favorisant celles qui le font le plus monter. Ainsi, si nous le laissons marcher assez
longtemps, il change régulièrement de montagnes en restant plus ou moins longtemps suivant si la pente
est raide et si la montagne est haute ou non.

A.3.5 Application
Nous avons appliqué l’algorithme EM sur les données de la section précédente en relançant plu-

sieurs fois avec des initialisations aléatoires et nous obtenons sur la figure A.5 la répartition des impacts
sélectionnée par celui-ci. Même si ce n’est pas l’exacte répartition, le choix semble cohérent.

186



Figure A.4 – Photo d’un massif montagneux. Nous voyons en premier plan un sommet assez proche où
un randonneur ayant la même stratégie que l’algorithme VEM risquerait d’aller tandis qu’un randonneur
ayant la même stratégie que l’algorithme SEM -Gibbs le visiterait d’abord avant d’en descendre pour
explorer les autres pics. Crédit photo : Hugues Habert.

Figure A.5 – En bleu, les impacts du tireur de gauche et en or, celui de droite (des croix ont été mises
lorsque les mauvais labels ont été affectés). Les couleurs plus foncées représentent les deux moyennes et
des cercles symbolisent les deux régions de confiance à 95%.
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