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RÉSUMÉ.L’objectif de cet article est de présenter une méthode permettant la détection de fautes
d’un procédé multivarié, au moyen d’un réseau bayésien. Pour ce faire, la détection est assimi-
lée à une tâche de classification telle que l’analyse discriminante, cette dernière étant aisément
transposable en réseau bayésien. Nous prouvons mathématiquement,dans cet article, l’équi-
valence entre les méthodes de détection usuelles que sont les cartes de contrôle multivariées
(cartesT 2 de Hotelling et MEWMA) et l’analyse discriminante quadratique (modélisée par ré-
seau bayésien), rendant ainsi possible la détection de fautes directement par le biais du réseau
bayésien.

ABSTRACT.The purpose of this article is to present a method for the fault detection in multivari-
ate process, with a bayesian network. In this context, the detection is viewedas a classification
task like the discriminant analysis, which can be transposed in a bayesian network. We prove
mathematically the equivalence between the usual detection methods that arethe multivari-
ate control charts (Hotelling’sT 2, MEWMA) and the quadratic discriminant analysis (in a
bayesian network). So, this makes possible the fault detection with a bayesian network.

MOTS-CLÉS :MSP, multivariés, détection, réseau bayésien,T 2, MEWMA, Analyse Discriminante

KEYWORDS:SPC, multivariate, detection, bayesian network,T 2, MEWMA, Discriminant Analy-
sis.
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1. Introduction

Dans le domaine de la surveillance des procédés, on distingue généralement deux
grandes phases : la détection et le diagnostic. La détectiona pour but de statuer sur
la présence ou non d’une faute (anomalie) dans le procédé, alors que le diagnostic a
pour but d’établir la ou les causes de cette anomalie. Cependant, la littérature assimile
bien souvent le terme diagnostic à la combinaison de la détection et du diagnostic.
Dans la littérature, on retrouve principalement deux grandes familles de méthodes
(Zwingelstein, 1995) : les méthodes internes de diagnostic(se basant sur un modèle
physique du procédé) et les méthodes externes de diagnostic(se basant uniquement
sur un historique des données du procédé). Parmi les méthodes de diagnostic externe,
spécialisées dans la phase de détection, on trouve généralement les cartes de contrôles.
Celles-ci sont très utilisées en industrie et ont pour but desurveiller le centrage ou la
dispersion du procédé. Cependant, les cartes de contrôle classiques :X, R, S, EWMA
(Exponentially Weighted Moving Average), CUSUM (CUmulative SUM), ne peuvent
suivre qu’une caractéristique à la fois (Montgomery, 1997). Ce sont des cartes de
contrôle univariées. Or, de nos jours la qualité des produits est devenue un élément
clé de la réussite des entreprises. Celles-ci ne peuvent donc plus se permettre d’ap-
proximer la qualité d’un produit par une seule de ses caractéristiques. C’est pourquoi
des cartes de contrôle multivariées ont été mises au point, la plus connue étant la carte
T 2 de Hotelling (Hotelling, 1947). Ces cartes sont relativement efficaces pour détecter
une faute dans un procédé multivarié. La faute peut être un changement de moyenne au
niveau d’une ou plusieurs variables. Par exemple, on peut avoir une faute de type saut
en échelon (défaillance d’un capteur, changement de matières premières, changement
d’opérateur, décalibrage d’un outil de mesure, etc) ou de type dérive (usure d’outil,
variation de conditions environnementales, etc). L’inconvénient des cartes de contrôle
multivariées est l’absence d’indication concernant la cause d’une faute détectée, ce
qui les rend difficilement exploitables en milieu industriel. Afin de diagnostiquer la
cause d’une faute, beaucoup d’approches ont été mises au point (Tiplicaet al., 2001).
Mais, il semble intéressant d’avoir sur un seul et même outilla possibilité de détecter
les fautes et de les diagnostiquer. Diverses approches ont été proposées afin de réaliser
le diagnostic de situation hors contrôle, on peut par exemple citer les réseaux de neu-
rones, ou bien les approches par reconnaissance de forme (Dubuisson, 2001). Dans
cette dernière catégorie, l’utilisation de réseaux bayésiens pour le diagnostic semble
une approche intéressante (Verronet al., 2006; Verronet al., 2007). En effet, l’ap-
prentissage de tels réseaux est beaucoup plus rapide que celui de réseaux neuronaux
et permet ainsi d’inclure l’apprentissage du système en temps réel. L’utilisation de ré-
seaux bayésiens peut également permettre d’estimer la fiabilité au cours du temps de
systèmes dynamiques complexes (Weberet al., 2003; Boudaliet al., 2005).

Les réseaux bayésiens semblent donc un outil idéal pour le diagnostic des procé-
dés. Cependant, leur utilisation serait rendue plus intéressante encore si ceux-ci pou-
vaient effectuer la phase de détection en plus de la phase de diagnostic. On pourrait
alors obtenir une synthèse de la détection et du diagnostic de faute dans un seul et
même outil : un réseau bayésien. Dans ce but, il est nécessaire de proposer une mé-
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thode permettant la détection de faute par l’intermédiaired’un réseau bayésien. Cet
article va permettre de démontrer qu’il est possible de modéliser des cartes de contrôle
multivariées directement dans un réseau bayésien.

L’article est structuré de la manière suivante : dans le second paragraphe nous
présentons la détection par cartes de contrôle multivariées, l’analyse discriminante,
et l’analogie entre ces deux outils ; le troisième paragraphe décrit, suite à une pré-
sentation des réseaux bayésiens, la réalisation de l’analyse discriminante par réseau
bayésien ; le quatrième paragraphe présente la modélisation des cartes de contrôle
multivariées dans un réseau bayésien ; les conclusions et les perspectives sont énon-
cées dans le dernier paragraphe.

2. Détection et classification

La détection de faute peut s’effectuer au moyen de cartes de contrôle qui per-
mettent de suivre les caractéristiques clés du procédé. Avant de décrire la méthode de
détection par réseaux bayésiens, nous allons présenter lescartes les plus connues.

2.1. Cartes de contrôle multivariées

2.1.1. La carteT 2 de Hotelling

Les premiers travaux concernant la carteT 2 datent de 1947 (Hotelling, 1947). Ho-
telling a été le premier à mettre au point un concept de surveillance de procédé multi-
varié. Hawkins (Hawkins, 1991) a montré que le principal avantage de cette carte est
qu’elle représente le meilleur test statistique pour détecter un déréglage de la moyenne
du procédé. Pour un procédé àp variables, et en utilisant les notations matricielles, on
peut écrire leT 2 sous la forme de la distance statistique suivante :

T 2 = (x − µ)T
Σ

−1(x − µ) [1]

où :x est le vecteur d’observations à un instant donné de taille1× p, µ est le vecteur
cible du procédé, de taille1 × p, Σ est la matrice de variance-covariance du procédé
de taillep×p, et le symboleT représente la transposée d’un vecteur ou d’une matrice.

Le calcul duT 2 nous donne un scalaire. On va donc pouvoir représenter cette
mesure dans le temps sous la forme d’une carte de contrôle. Bien entendu, à chaque
instant, la mesure duT 2 va être comparée à une limite de contrôle supérieure (la limite
de contrôle inférieure étant fixée à 0). Le calcul des limitesva dépendre de l’estimation
des paramètres du procédé. Ainsi, suivant les cas, les limites seront différentes. Pour le
détail des calculs des limites de contrôle, nous conseillons la lecture de Montgomery
(Montgomery, 1997).

Ainsi, une fois les paramètres (µ et Σ) et la limite estimés, nous obtenons, pour
chaque instant d’échantillonnage, le vecteur d’observationsx. On peut alors calculer
la valeur duT 2 et la comparer à la Limite Supérieure de Contrôle (LSC). Si lavaleur
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duT 2 est inférieure à la LSC, alors le procédé sera déclaré sous contrôle, sinon il sera
déclaré hors-contrôle.

2.1.2. La carte MEWMA

La carte MEWMA développée par Lowry (Lowryet al., 1992) est l’extension mul-
tivariée de la carte univariée EWMA proposée par Roberts en 1959 (Roberts, 1959).
Cette carte est bien adaptée pour le suivi de valeurs individuelles (taille d’échantillon
n = 1), mais elle est surtout utile pour la détection d’écarts de faibles amplitudes par
rapport à la cible. Cette carte est largement employée, maispas toujours sous cette
appellation. En effet, les automaticiens parlent de modèleAR (auto régressif), alors
que les électroniciens parle de filtre à réponse impulsionnelle infinie (filtre Rii).

Pour la carte MEWMA (Lowryet al., 1992), il faut calculer de manière récursive
pour chaque échantillon la variableyt (voir équation 2), avecy0 = µ.

yt = λxt + (I − λ)yt−1 [2]

Dans l’équation 2,xt est le vecteur observation à l’instantt, I est la matrice iden-
tité etλ est la matrice diagonale de pondération dont les élémentsλ1, λ2, . . . , λp se-
ront compris entre 0 et 1 (0 < λi < 1).

Lowry (Lowry et al., 1992) propose d’utiliserλi = λ pour i = 1, 2, . . . , p si
il n’y pas de raison particulière de pondérer les variables différemment. Dans le cas
inverse, la carte MEWMA est dite directionnelle puisqu’elleprivilégie la détection
dans certaines directions de l’espace, mais le traitement de la carte perd alors de sa
simplicité. Ainsi, par la suite, nous considérerons le cas de la carte MEWMA non-
directionnelle (λi = λ pour tout i). On pourra donc réécrire l’équation 2 sous la
forme :

yt = λxt + (1 − λ)yt−1 [3]

Sur la carte de contrôle MEWMA, on tracera alors la statistique suivante :

T 2
t = yT

t Σ
−1
y

t

yt [4]

oùΣy
t

est la matrice de variance-covariance de la variabley pour l’instantt. Elle est
définie ainsi :

Σy
t
=

{

λ[1 − (1 − λ)2t]

2 − λ

}

Σ [5]

Mais, dans le cas oùλ n’est pas trop petit (λ > 0.1), cette matrice approche très
rapidement (4 ou 5 échantillons) sa valeur asymptotique définie par :

Σy =

{

λ

2 − λ

}

Σ [6]
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Le procédé est déclaré hors contrôle dès queT 2
t dépasse la limite de contrôlehM .

Cette limite de contrôlehM est calculée en fonction dep et deλ, afin de respecter une
certaine fréquence donnée de fausses alertes (Lowryet al., 1992). Il faut préciser que
les performances de la carte MEWMA vont être fonction deλ. En effet, unλ faible
permettra une détection performante des sauts de faibles amplitudes, alors qu’unλ
élevé sera plus adapté à la détection de saut de fortes amplitudes. Il faudra donc choisir
λ en fonction de l’amplitude du saut que l’on souhaite détecter. Il est également à
signaler qu’un cas particulier de la carte MEWMA est la carte avecλ = 1. En effet,
dans ce cas, nous obtenons une carteT 2 de Hotelling. La carte MEWMA possède
donc, dans tous les cas, des performances équivalentes (λ = 1) ou supérieures (λ < 1)
à la carteT 2 pour la détection de faibles déréglages. Par contre, dans lecas d’un saut
d’une forte amplitude, la carteT 2 détectera plus rapidement que la carte MEWMA,
car cette dernière possède une inertie que ne possède pas la carteT 2.

2.2. L’analyse discriminante

En dehors de son caractère descriptif, l’analyse discriminante peut également être
vue comme une technique statistique de classification se basant sur la règle de Bayes.
En effet, elle affecte à un nouvel individux la classeCi qui possède la probabilité
a posterioriP (Ci|x) maximale d’appartenance sachant la valeur de tous les descrip-
teurs :

x ∈ Ci, si i = argmax
i=1,...,k

{P (Ci|x)} [7]

On appelle cette règle "règle de Bayes", elle permet d’obtenir la valeur deP (Ci|x)
par la formule de l’équation 8, oùP (Ci) est la probabilité a priori d’appartenance à la
classeCi.

P (Ci|x) =
P (Ci)P (x|Ci)

P (x)
[8]

On voit que pour chaque classe, le dénominateur de l’équation 8 est le même, il
ne va donc pas intervenir dans la fonction discriminante. L’équation 7 peut ainsi se
réécrire sous la forme :

x ∈ Ci, si i = argmax
i=1,...,k

{P (Ci)P (x|Ci)} [9]

Mais, pour plus de facilité nous allons écrire cette règle dedécision sous forme de
fonction de coûtK telle que donnée par :

Ki(x) = −2log(P (Ci)P (x|Ci)) [10]
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On peut alors écrire la règle d’attribution d’un nouvel individu x à une classeCi

par la règle de l’équation 11 suivante :

x ∈ Ci, si i = argmin
i=1,...,k

{Ki(x)} [11]

Classiquement, cette règle est utilisée avec des lois paramétriques, la plus connue
étant la loi normale multivariée.

2.2.1. Application à la loi normale multivariée

La loi normale multivariée est l’extension de la loi normale(ou loi de Gauss) au
domaine multivarié. Sa fonction de densitéφ conditionnellement à une classeCi peut
s’écrire comme indiquée par l’équation 12, oùµi représente le vecteur des moyennes
de la classeCi etΣi représente la matrice de variance-covariance de la classeCi.

φ(x|Ci) =
1

(2π)p/2|Σi|1/2
exp(−

1

2
(x − µi)

T
Σ

−1
i (x − µi)) [12]

Comme les valeurs exactes des paramètres de loi :µ1,Σ1,µ2,Σ2, . . . ,µk,Σk ne
sont généralement pas connus, il faut les estimer à partir des données. Pour cela, on
peut utiliser la méthode d’Estimation par Maximum de Vraisemblance (EMV). L’inté-
rêt premier d’utiliser l’EMV est qu’elle possède de bonnes propriétés de convergence
lorsque la taille d’échantillon utilisée pour l’estimation s’accroît. De plus, elle reste
la méthode la plus simple d’estimation de paramètres de loi.Dans le cas d’une loi
normale multivariée, on peut montrer que l’EMV du vecteur des moyennesµ revient
à l’équation 13. Cette estimation est sans biais.

µ̂ =
1

n

n
∑

i=1

xi [13]

De même, une estimation non-biaisée deΣ est :

Σ̂ =
1

n − 1

n
∑

i=1

(xi − µ̂)(xi − µ̂)T [14]

Pour une justification approfondie de ces estimations, on peut notamment consulter
(Dudaet al., 2001). Il faut également noter que dans certains cas (présence de valeurs
aberrantes dans les données, trop de peu d’exemples), ces estimateurs peuvent se révé-
ler imprécis. Dans ces cas, d’autres estimateurs, appelés estimateurs robustes, peuvent
être utilisés (Huber, 1981; Kobi, 1994).

2.2.2. Analyse discriminante quadratique

Dans le cas de la règle de décision de l’analyse discriminante appliquée à une loi
normale multivariée, l’équation 10 peut alors s’écrire :

Ki(x) = (x − µi)
T
Σ

−1
i (x − µi) − 2log(P (Ci)) + log(|Σi|) + plog(2π) [15]
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Dans l’équation 15, on peut voir que le dernier termeplog(2π) est constant à chaque
Ki et n’interviendra donc pas pour la discrimination. Cette règle se nomme "Analyse
Discriminante Quadratique". Elle réalise des séparationsquadratiques entre chaque
classe. On peut remarquer que l’expression(x − µi)

T
Σ

−1
i (x − µi) est leT 2 dex

pour la classeCi. Si l’on fait l’hypothèse d’indépendance des variables, alorsΣi est
diagonale (toutes les covariances sont nulles) :diag(Σi) = (σ2

1 , σ2
2 , . . . , σ2

p). Cette
règle de décision est également connue sous le nom de classifieur de Bayes ou ré-
seau bayésien naïf. En continuité à l’hypothèse d’indépendance des variables, on peut
également faire l’hypothèse, pour chaque classe, d’égalité des variancesσ2 desp va-
riables. Alors, chaque classe aura une forme sphérique maisde taille différente (taille
dépendante deσ2

i ). Le problème de l’analyse discriminante quadratique est qu’elle
exige l’estimation de beaucoup de paramètres. Or, pour estimer convenablement de
nombreux paramètres il faut avoir beaucoup de données. Les problèmes d’estimation
venant principalement des différentes matrices de variance-covariance, une solution
pourrait être l’analyse discriminante linéaire.

2.2.3. L’analyse discriminante linéaire

Pour réaliser une analyse discriminante linéaire, nous allons faire l’hypothèse
d’égalité des matrices de variance-covariance. C’est à dire que pour toute classeCi,
Σi = Σ, avecΣ la matrice de variance-covariance commune à toutes les classes.
Cette matrice peut être obtenue facilement par l’équation 16 dans laquelle lesni re-
présentent les nombre de cas des classesCi que contient l’ensemble d’apprentissage
et oùn est le nombre de cas total (en d’autres termesn = n1 + n2 + . . . + nk).

Σ =
(n1 − 1)Σ1 + (n2 − 1)Σ2 + . . . + (nk − 1)Σk

n − k
[16]

Ainsi, nous allons de nouveau pouvoir simplifier la discrimination de l’équation
15 puisque le termelog(|Σi|) va devenirlog(|Σ|) et sera donc constant pour chaque
classe. Ainsi, en posantlog(|Σ|) + plog(2π) = Cste nous obtenons la fonction coût
de l’équation 17.

Ki(x) = (x − µi)
T
Σ

−1(x − µi) − 2log(P (Ci)) + Cste [17]

On peut remarquer que si les probabilités marginales de chaque classe sont égales
(même nombre d’exemples pour chaque classe), alors la règlede décision revient
à calculer les distances de Mahalanobis pour chaque classe et à attribuer au nouvel
individu la classe pour laquelle cette distance est la plus faible. Cette fonction coût va
réaliser des séparations linéaires (droites, plans, hyperplans) entre les classes. Mais,
comme dans le cas de l’analyse discriminante quadratique, nous pourrons également
faire l’hypothèse supplémentaire queΣ est diagonale ou bien sphérique. L’analyse
discriminante linéaire est plutôt robuste face aux fluctuations sur les hypothèses de
normalité des classes et d’égalité des matrices de variance-covariance. De ce fait, elle
est fréquemment utilisée et doit être considérée comme une méthode de référence.
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Cependant, bien souvent, l’analyse discriminante linéaire est confondue avec l’analyse
factorielle discriminante. Or, l’analyse factorielle discriminante n’est pas une méthode
de classification, mais une étape de réduction dimensionnelle.

2.3. Analogie entre détection et classification

La détection, comme nous l’avons déjà définie, consiste à déceler la présence de
fautes dans le procédé. Elle a pour but de détecter si celui-ci est soumis à l’effet d’une
cause spéciale qui impliquera un accroissement de la variabilité à plus ou moins long
terme. La détection peut être vue comme une classification endeux classes : fonction-
nement normal du procédé, et respectivement fonctionnement anormal du procédé.
Cependant, la phase de détection ne peut pas être directement assimilée aux types
de classification classique (supervisée ou non-supervisée). En effet, dans le cas de la
détection, bien que l’on suppose posséder des exemples d’individus de la classe de
fonctionnement normal, nous devons pouvoir effectuer la détection même si aucun
exemple de fonctionnement anormal n’est disponible. Ce type de classification est ap-
pelé classification monoclasse ("one-class classification") (Tax et al., 2001). Le but
de la classification monoclasse est de décrire une classe d’individus, et de pouvoir
distinguer si un nouvel individu appartient ou non à cette classe. Dans le cas de la
détection, la classe d’intérêt est celle décrite par des exemples d’individus supposés
sous-contrôle : la classe décrivant le fonctionnement normal du procédé. Cependant,
lorsque l’on parle de classification, il est évident que l’oncherche à faire la distinction
entre plusieurs classes. Or, pour traiter le cas de la classification monoclasse, nous
n’avons qu’une seule classe à disposition. Nous devons donccréer, au minimum, une
seconde classe que nous appellerons classe virtuelle. La première classe représentant
le fonctionnement normal du procédé (classe "Sous-Contrôle" ou classeSC), nous
dénommerons cette seconde classe (virtuelle) : classe "Hors-Contrôle" ou classeHC.
Ainsi, cette seconde classe va représenter l’ensemble des individus qui ne peuvent pas
appartenir à la première classeSC.

Un exemple typique de classification monoclasse est la cartedu T 2 de Hotelling.
En effet, un nouvel individu est déclaré comme appartenant àla classeSC si la mesure
de sonT 2 ne dépasse pas une certaine limite de contrôle LC, alors que cet individu sera
déclaré comme appartenant à la classeHC si sonT 2 dépasse la limite de contrôle LC.
Dans ce cas, il est clair que la frontière de décision entre les deux classesSC et HC

est représentée par la limite de contrôle LC. Dans le cas de cette carte de contrôle, il est
possible de représenter, pour un exemple en deux dimensions, la frontière de décision
induite par l’application de la limite de contrôle LC. Sur lafigure 1, on s’aperçoit que
cette frontière est une ellipse entourant alors la classe defonctionnement normal du
procédé (classeSC), et que tout individu à l’extérieur de cette ellipse est considéré
comme un individu appartenant à la classe hors-contrôleHC.

La figure 1 montre une chose très importante, la classification engendrée ne peut
pas être une classification linéaire. Ainsi, il va être impossible d’utiliser une Analyse
Discriminante Linéaire (voir section 2.2.3) pour arriver àune frontière de classifica-
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Figure 1. Frontière de décision de la carteT 2 dans l’espace bivarié

tion comme celle décrite sur la figure 1. En effet la frontièrede classification n’est
pas un hyperplan (linéaire). Cependant, ce type de frontière est typique d’une Analyse
Discriminante Quadratique. Nous allons donc nous orientervers ce type de classifica-
tion, afin de réaliser la classification monoclasse (détection). Mais, puisque notre but
est de réaliser cette détection dans un réseau bayésien, nous allons tout d’abord voir
comment réaliser une analyse discriminante quadratique par un réseau bayésien.

3. Analogie entre RB et AD

3.1. Réseaux Bayésiens

Un Réseau Bayésien (RB) (Jensen, 1996; Naimet al., 2004) est un modèle gra-
phique dans lequel les connaissances sont représentées sous forme de variable. Chaque
variable est un nœud du graphe et prend ses valeurs dans un ensemble discret ou
continu. Le graphe est toujours dirigé et acyclique. Les arcs dirigés représentent un
lien de dépendance directe (la plupart du temps il s’agit de causalité). Ainsi un arc
allant de la variableX à la variableY exprimera le fait queX dépende directement
deY . L’absence d’arc ne renseigne alors que sur la non-existence d’une dépendance
directe. Les paramètres expriment les poids donnés à ces relations et sont les proba-
bilités conditionnelles des variables sachant leurs parents (exemple :P (Y |X)) ou les
probabilités a priori si la variable n’a pas de parents. On peut définir formellement un
réseau bayésien comme étant un triplet{G, E, D} où :

{G} est un graphe acyclique orienté,G = (V,A), oùV est l’ensemble des noeuds de
G, etA est l’ensemble des arcs deG,

{E} est un espace probabilisé fini(Ω, Z, P ), avecΩ un espace non vide,Z un en-
semble de sous-espaces deΩ, et P une mesure de probabilité surZ avec
P (Ω) = 1,
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{D} est un ensemble de variables aléatoires associées aux nœudsdeG et défini sur
E, tel que :

P (V1, V2, . . . , Vn) =
n

∏

i=1

P (Vi|C(Vi)) [18]

oùC(Vi) est l’ensemble des causes (parents) deVi dans le grapheG.

Il est possible de réaliser des classifieurs performants grâce aux réseaux bayé-
siens (Langleyet al., 1994; Friedmanet al., 1997; Pernkopf, 2005). Nous présentons
ici les principaux types de structures pour employer les réseaux bayésiens comme
classifieurs. Un classifieur bayésien d’un problème àp variables a pour particularité
de posséderp + 1 nœuds. En effet, tous les classifieurs bayésiens modélisentle fait
d’appartenance à une classe par un nœud discret. Nous nommons ce nœud "nœud de
classe", et nous le notonsC. Ce nœud est un nœud discret multinomial àk modalités,
oùk représente le nombre de classe de notre problème (C1, C2, . . . , Ck). Ce nœud de
classe a pour particularité de ne pas posséder de nœud parent. Les autres variables, au
nombre dep, que nous nommons variables descriptives, sont notéesXi (i de 1 àp).

Le classifieur bayésien possédant la structure la plus simple est le Réseau Bayé-
sien Naïf (RBN), également appelé classifieur de Bayes. On lequalifie de naïf car
il fait l’hypothèse, très forte, que chaque variable descriptive est, conditionnellement
à la classe, indépendante des autres. Lorsque toutes les variables descriptives sont
incorporées au modèle, on parlera alors de structure naïve complète. Ce classifieur
est extrêmement connu car ses performances (notamment dansle cas où toutes les
variables sont discrètes) sont intéressantes dans certains domaines et dépassent des
techniques beaucoup plus sophistiquées même lorsque l’hypothèse d’indépendance
est violée (Domingoset al., 1996). Au vu de l’hypothèse forte que ce classifieur
implique, il est normal que certains chercheurs aient vouluaméliorer ce classifieur.
Friedman (Friedmanet al., 1997) propose d’ajouter des arcs entre les différentes va-
riables descriptives du classifieur naïf. Pour cela, il décide de créer un arbre entre les
variables descriptives, à la manière de Chow et Liu (Chowet al., 1968), afin d’obtenir
un TAN (Tree Augmented Naïve Bayes). L’algorithme part d’unréseau bayésien naïf
et ajoute alors un arc entre les variables qui partagent la plus importante information
mutuelle. Mais, pour respecter la topologie de l’arbre, l’algorithme interdit à chaque
nœud d’avoir plus de 2 parents (soit un parent en plus du nœud classe). Afin de prendre
en compte la corrélation entre les différents descripteurs, il a également été proposé le
CSNBN (Condensed Semi-Naïve Bayesian Network) : un réseau bayésien semi naïf
condensé (Kononenko, 1991; Pazzani, 1997). On le nomme condensé car il introduit
un nouveau type de variable : les variables jointes. Ces nouvelles variables jointes re-
présentent en fait un groupement de variables descriptives. Bien entendu, une variable
descriptive ne pourra se trouver que dans une seule variablejointe. Le fait que deux
variables se trouvent dans une variable jointe implique queces deux variables sont cor-
rélées. Un regroupement dep variables continues suivra une loi normale multivariée
et sera donc représenté par un seul nœud continu de dimensionp.
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Figure 2. Différents classifieurs bayésiens : RBN (a), TAN (b) et CSNBN(c).

3.2. Analyse discriminante par Réseau Bayésien

Nous allons pouvoir réaliser aisément des analyses discriminantes par réseaux
bayésiens. En effet, l’inférence dans un réseau bayésien est basée sur la règle de Bayes,
et l’analyse discriminante est également basée sur cette règle de décision. La structure
pour réaliser des analyses discriminantes classiques (quadratiques, linéaires) sur un
système àp variables comprenantk types de fonctionnement peut se modéliser par un
nœud continu normal multivarié de dimensionp (variableX), relié à un nœud discret
de dimensionk (variableC), comme indiqué sur la figure 3 (a). Nous avons déjà pré-
senté rapidement ce type de réseau, il s’agit d’un réseau bayésien semi-naïf condensé.
Ce réseau représente en fait une loi normale multivariée conditionnellement à la classe,
tout comme l’est une analyse discriminante. Le choix entre les différentes possibilités
d’analyse discriminante (quadratique, linéaire, diagonale, sphérique, régularisée, etc)
se fera alors sur le choix desk matrices de variance-covariance qui vont être attribuées
àX. On peut également réaliser une analyse discriminante quadratique en faisant ap-
paraître chaque variable univariéeXi composant la variable multivariéeX, puis en
reliant toutes ces variables afin de prendre en compte toutesles relations pouvant exis-
ter entre lesXi. Un exemple de ceci pour quatre variables est décrit sur la figure 3
(b). Ce réseau représente en fait une série dep − 1 régressions linéaires. L’avantage
de ce type de réseau est qu’il permet de donner un résultat même si nous n’avons
pas les valeurs de chaque variable descriptive. Cependant,l’évaluation de tous les pa-
ramètres de régression ainsi que le temps d’inférence vont demander plus de temps
calcul que dans le cas précédent. Supposons à présent que l’hypothèse de diagonalité
des matrices de variance-covariance soit faite. Cela signifie que chaque variableXi est
indépendante des autres variables, excepté la variable de classeC. Dans ce cas, il est
toujours possible d’exprimer ceci sous la forme générale vuprécédemment (figure 3).
Cependant, il est aussi possible de modéliser une analyse discriminante quadratique
diagonale grâce au réseau de la figure 3 (c). Ce type de réseau se nomme également
réseau bayésien naïf, ou classifieur de Bayes, car il fait l’hypothèse naïve que chaque
variableXi est indépendante. Là encore, l’avantage de cette modélisation est le fait de
pouvoir obtenir un résultat même si nous n’avons pas les valeurs de chaqueXi.
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Figure 3. Différents type d’analyse discriminante (AD) : AD classique (a), AD pour
données manquantes (b) et AD diagonale (c).

4. Cartes multivariées par réseau bayésien

Comme nous l’avons vu dans les deux sections précédentes, d’une part il est pos-
sible d’assimiler la détection (et notamment le principe des cartes multivariées) à une
étape de classification, et d’autre part, il est simple de réaliser une analyse discrimi-
nante par réseau bayésien. Dans cette section, nous allons présenter mathématique-
ment la modélisation des cartes de contrôle multivariées dans un réseau bayésien.

4.1. Définition de la classe HC

Nous avons vu dans la section 2 que la détection par carte de contrôle multivariée
peut être assimilée à une classification en deux classes : la classe de fonctionnement
normal (classeSC) et la classe virtuelle représentant tous les individus n’appartenant
pas à la première classe (classeHC).

Afin de définir la classe de fonctionnement normal (SC), nous supposons que plu-
sieurs individus supposés sous-contrôle sont disponibles. De même que pour les cartes
multivariées, ces individus nous permettent d’estimer le vecteur des moyennesµ ainsi
que la matrice de variance-covarianceΣ de notre procédé, lorsque celui-ci est en fonc-
tionnement normal. Concernant la classe virtuelleHC, nous n’avons pas forcement
d’individus à disposition. De plus, même si nous en avions, ceux-ci ne suffiraient ja-
mais à couvrir toute la zone de l’espace pour laquelle nous voulons attribuer la classe
hors-contrôleHC. En analysant un peu la différence entre les deux classes surla fi-
gure 1, on voit qu’il est possible d’assimiler leur centre declasse au même point. Alors
la seule chose différenciant les deux classesSC etHC est leur variabilité. En effet, la
classeSC possède une variabilité plus faible que la classeHC. Cette remarque nous
pousse donc à définir le vecteur des moyennes de la classeHC comme étant le même
que celui de la classeSC, mais avec une matrice de variance-covariance exprimant
plus de variabilité. Pour cela, nous définissons alors la matrice de variance-covariance
de la classeHC comme étantc × Σ où Σ est la matrice de variance-covariance de
la classeSC, etc est un coefficient strictement supérieur à 1, permettant ainsi d’aug-
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menter la variabilité de la classeHC par rapport à celle de la classeSC. Nous avons
donc les deux classes possédant les paramètres répertoriésdans la table 1.

Classe Distribution
Sous contrôle (SC) X ∼ N (µ,Σ)
Hors-contrôle (HC) X ∼ N (µ, c × Σ)

Tableau 1.Paramètres des classes pour la détection

Cependant, fixer les lois sous-jacentes au fonctionnement du procédé ne suffit pas
pour tirer des conclusions sur son état. En effet, la définition de ces paramètres permet
l’application d’une analyse discriminante directe ou par réseau bayésien. Lorsqu’un
nouvel individux est présenté au classifieur, nous allons alors obtenir une probabilité
P (SC|x) que cet individu appartienne à la classeSC et une probabilitéP (HC|x)
que cet individu appartienne à la classeHC (avecP (SC|x)+P (HC|x) = 1, puisque
seulement deux classes sont présentes). Cependant, comment alors interpréter ces dif-
férentes probabilités, comment prendre une décision correcte en fonction de ces pro-
babilités ? Plusieurs facteurs vont alors rentrer en ligne de compte. En effet, comme
pour le cas des cartes multivariées, nous allons devoir nousfixer un certain tauxα de
fausses alertes. De plus, la valeur du paramètrec définissant la classeHC va jouer un
rôle sur les valeurs des probabilités et donc de la décision àprendre. Nous allons donc
dans la section suivante nous attacher à adapter les paramètres du réseau bayésien afin
d’obtenir la même règle de décision que celle des cartes de contrôle multivariées.

4.2. Equivalence RB - cartes de contrôle

Après avoir montré l’équivalence qu’il peut y avoir entre unréseau bayésien et une
analyse discriminante (voir section 3.2), nous allons prouver ici l’équivalence entre le
principe des cartes de contrôle et un réseau bayésien, ou plus précisément définir les
paramètres de celui-ci permettant d’obtenir l’équivalence avec les cartes de contrôle
multivariées.

Dans un premier temps, comme pour le cas des cartes de contrôles multivariées
et en plus de l’hypothèse de normalité, nous allons nous fixerun certain tauxα de
fausses alarmes. Ainsi, nous nous fixons des probabilités a priori d’être sous-contrôle
P (SC) et hors-contrôleP (HC) données par :

P (SC) = 1 − α

P (HC) = α
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De plus, comme pour les cartes de contrôle, nous allons nous fixer un seuil per-
mettant de prendre une décision : "procédé hors-contrôle siP (HC|x) > α", ou de
façon équivalente "procédé sous-contrôle siP (SC|x) > 1 − α", soit :

x ∈ SC si P (SC|x) > 1 − α [19]

Puisque nous nous sommes fixés le paramètreα, ainsi que la règle de décision vou-
lue, il ne nous reste plus qu’un seul paramètre à étudier : le coefficientc permettant
l’augmentation de la variabilité de la classeHC. Dans ce but, nous allons développer
l’inéquation de la règle de décision (équation 19) :

P (SC|x) > 1 − α

P (SC|x) > (1 − α)(P (SC|x) + P (HC|x))

P (SC|x) > (1 − α)P (SC|x) + (1 − α)P (HC|x)

P (SC|x) >

(

1 − α

α

)

P (HC|x)

Or, d’après la loi de Bayes, on a :

P (SC|x) =
P (SC)P (x|SC)

P (x)
[20]

et

P (HC|x) =
P (HC)P (x|HC)

P (x)
[21]

avecP (SC) = 1 − α etP (HC) = α, on peut alors obtenir :

P (SC)P (x|SC)

P (x)
>

(

1 − α

α

)

P (HC)P (x|HC)

P (x)
(

P (SC)

P (HC)

)

P (x|SC) >

(

1 − α

α

)

P (x|HC)

P (x|SC) > P (x|HC) [22]

Or, dans le cas d’une analyse discriminante avec normalité dek classesCi, les proba-
bilités conditionnelles (par rapport aux différentes classes) peuvent être calculées par
l’équation 23, oùφ représente la fonction de densité de probabilité de la loi normale
multivariée correspondante à la classe.

P (x|Ci) =
φ(x|Ci)

k
∑

j=1

P (Cj)φ(x|Cj)

[23]

L’inéquation d’équivalence 22 peut alors s’exprimer comme:

φ(x|SC) > φ(x|HC) [24]
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On rappelle que la fonction de densité de la loi normale multivariée de dimensionp,
de paramètresµ etΣ, d’un individux est donnée par :

φ(x) =
e−

1

2
(x−µ)T

Σ
−1(x−µ)

(2π)p/2|Σ|1/2
[25]

A présent, si les paramètres de la loi sontµ et c × Σ, alors la fonction de densité va
être :

φ(x) =
e−

1

2c
(x−µ)T

Σ
−1(x−µ)

(2π)p/2|Σ|1/2cp/2
[26]

En identifiant l’expression(x − µ)T
Σ

−1(x − µ) comme étant leT 2 pour l’individu
x, on peut alors écrire les inéquations suivantes :

φ(x|SC) > φ(x|HC)

e−
T

2

2

(2π)p/2|Σ|1/2
>

e−
T

2

2c

(2π)p/2|Σ|1/2cp/2

e−
T

2

2 >
e−

T
2

2c

cp/2

−
T 2

2
> −

T 2

2c
−

p ln(c)

2

T 2 <
T 2

c
+ p ln(c)

T 2 <
p ln(c)

1 − 1
c

[27]

Or, nous recherchons les valeurs dec permettant d’obtenir une règle de décision équi-
valente aux cartes de contrôle multivariée, à savoir :x ∈ SC si T 2 < LC. Nous
obtenons donc l’équation suivante pourc :

p ln(c)

1 − 1
c

= LC [28]

Ce qui revient à résoudre l’équation :

1 − c +
pc

LC
ln(c) = 0 [29]

L’équation 29 admet deux solutions. Cependant, l’une des solutions (évidente) est
c = 1. Mais ceci n’est pas possible puisque nous avons précédemment défini le para-
mètrec comme étant strictement supérieur à 1. De plus, attribuer lavaleur 1 àc revien-
drait à réaliser une analyse discriminante entre deux même classes, ce qui n’aurait pas
de sens. L’équation 29 admet également une autre racine calculable numériquement.
Ainsi, c ne dépendant que de LC et dep, on peut établir des abaques en fonction de la
dimensionp du système à surveiller et du risqueα fixé (en effet, LC est uniquement
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fonction dep et deα). Nous avons établis ces abaques pour les cartes de contrôledu
T 2 de Hotelling ainsi que pour la carte MEWMA (à différents paramètresλ), pour
des valeurs deα de 1% et de 0.5%, et des valeurs dep allant de 1 à 50 variables. Les
cartes de contrôle univariés n’étant que des cas particuliers des cartes de contrôle mul-
tivariées, la méthode développée ici (ainsi que le calcul duparamètrec) est également
valable pour ce type de carte de contrôle. Les différents abaques sont disponibles en
annexes (voir annexes A). Ainsi, suivant la carte que l’on veut utiliser, la dimension
du système et le risqueα choisi, ces abaques nous donnent la valeur du coefficientc à
utiliser afin d’obtenir dans tous les cas une règle de décision comparable à celle de la
carte de contrôle choisie.

4.3. Exemple des cartesT 2 et MEWMA

Nous proposons d’illustrer l’approche décrite sur un exemple très simple d’un sys-
tème à deux dimensions. Ainsi, nous allons étudier sur ce système une carteT 2 et sa
transposition par un réseau bayésien, ainsi qu’une carte MEWMA (avecλ = 0.1) et
sa transposition par un réseau bayésien, les deux cartes possédant un risque de fausses
alertesα = 1%. Lorsque ce système est sous-contrôle, il suit une loi normale multi-
variée de paramètresµ etΣ tels que :

µ =
(

5 10
)

Σ =

(

1 1.2
1.2 2

)

Afin de surveiller ce procédé, nous appliquons alors la méthode proposée de dé-
tection par réseau bayésien. Ainsi, pour une carte duT 2 de Hotelling, nous obtenons
le réseau bayésien de la figure 4, où sont également représentées les tables de proba-
bilités conditionnelles de chaque nœud, et où le paramètrec est égal à 95,28.

X

C

ClasseC
SC HC

1 − α α

C X

SC X ∼ N (µ,Σ)
HC X ∼ N (µ, c × Σ)

Figure 4. Réseau bayésien similaire à la carteT 2
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De la même façon, on peut également surveiller le procédé parune carte MEWMA
sous forme du réseau bayésien de la figure 5, où le paramètrec est égal à 90,29.

Y

C

ClasseC
SC HC

1 − α α

C Y

SC Y ∼ N (µ,
(

λ
2−λ

)

Σ)

HC Y ∼ N (µ, c ×
(

λ
2−λ

)

Σ)

Figure 5. Réseau bayésien similaire à la carte MEWMA

Nous avons simulé ce système sur 30 observations, mais nous avons introduit un
saut en échelon d’amplitude 0.5 à partir de l’observation 6 sur la première variable.
La figure 6 présentent graphiquement les différentes conclusions obtenues, respecti-
vement pour la carteT 2 (graphiques de gauche) et la carte MEWMA (graphiques de
droite). Sur chaque figure, le graphique du haut représente le calcul de la distance
statistique pour la carte de contrôle, alors que le graphique du bas représente la proba-
bilité de la modalitéSC du nœud classe pour la modélisation par réseau bayésien. La
limite de contrôle est également représentée pour chaque graphique. Ainsi, on observe
bien la limite sur le réseau bayésien, fixée à1 − α, soit 99%.

La figure 6 permet de voir que les décisions prises à un instantt, entre une carte de
contrôle multivariée et son équivalence par réseau bayésien, sont les mêmes. De plus,
on peut remarquer qu’il existe une certaine ressemblance entre ces signaux, malgré
une légère différence du fait de la prise en compte de la bornesupérieure et infé-
rieure (à savoir 0 et 1) pour le calcul deP (SC|x). Désormais, il est ainsi possible de
pratiquer la détection de faute dans un procédé multivarié,directement par un réseau
bayésien.

5. Conclusions et perspectives

Dans cet article nous avons présenté une approche permettant d’effectuer la dé-
tection de fautes dans un procédé multivarié. Cette approche se base sur un réseau
bayésien. Un nœud de classe permet de représenter l’état du système (sous contrôle
ou hors-contrôle), alors qu’un nœud gaussien multivarié représente les données du sys-
tème à un instant donné. Nous avons alors prouvé que l’on pouvait obtenir une équiva-
lence entre ce réseau et une carte de contrôle multivariée (T 2 ou MEWMA). L’intérêt
principal de cette méthode est qu’elle va pouvoir être étendue puisque le diagnostic de
faute par réseau bayésien a déjà démontré son efficacité (Verron et al., 2006; Verron
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Figure 6. Résultats des cartes de contrôleT 2 et MEWMA, ainsi que leurs équiva-
lences en réseau bayésien, pour l’exemple du système bivarié

et al., 2007). Ainsi, la perspective qu’entraîne cette méthode est la mise au point d’un
réseau bayésien complet permettant à la fois la détection etle diagnostic de faute dans
un procédé multivarié.

A. Abaques du coefficientc

La table 2 présente les valeurs du coefficientc afin de modéliser une carte
MEWMA, pour des valeurs de fausses alertesα de 1% ou 0.5%, pour un nombre
de variablesp de 1 à 50, et pour unλ de 0.1 ou bien de 1 (équivalent à la carteT 2).

λ
H

H
H

HH
α

p
1 2 5 10 20 50

1 1% 754.54 95.28 17.14 7.46 4.17 2.48
0.5% 2634.5 194.63 24.91 9.53 4.92 2.75

0.1 1% 650.81 90.29 16.57 7.3 4.01 2.45
0.5% 2228.61 111.49 23.42 9.37 4.81 2.72

Tableau 2.Coefficientc pour la carte MEWMA
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