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Résumé 

       On utilise dans ce travail une méthode bayésienne pour traiter une problème de segmentation 
de processus MA par morceaux. La complexité des lois a posteriori ainsi que la structure 
particulière de l’espace des paramètres amène a utiliser la méthode de simulation de type Monte 
Carlo par Chaînes de Markov à sauts réversibles. Les sorties de l’agorithme sont utilisées pour 
obtenir plusieurs types d’estimateur des paramètres d’intéret : Maximum Marginal a Posteriori, et 
Moyenne Marginale a Posteriori.  
       La délicat problème du réglage des hyperparamètres est contourné en munissant des 
hyperparamètres de loi, utilisant ainsi une structure bayèsienne hièrarchique. 
 
Mots-Cles : Simulation de Monte Carlo par Chaine de Markov a Sauts Reversibles, Segmentation 
de processus MA. 
 

Abstract 
       A bayesian approach is used in this work to deal with study of segmentation of piecewise MA 
processes. Monte Carlo Markov Chain Simulation methods (with reversible jumps) are used to 
draw samples distributed according to the posterior distribution of interest. These samples are used 
to obtain different kinds of parameter estimates : the Marginal Maximum A Posteriori estimate 
(MAP), the Marginal Minimum Mean Square Error estimate (MMSE) and also the estimated 
Marginal Posteriors.  
       Hyperparameters are also considered as random varaiables to face with the difficult problem of 
choosing hyperparameters. 
 
Keywords : Reversible Jump Markov Chain Monte Carlo Simulation, Segmentation of piecewise 
MA processes. 
 
 
1. Introduction  
 
       Considérons un signal )y,,y(y N1 L= , ou N est le nombre d’observations, modélisé comme un 
processus MA avec paramètre constant par morceaux et K )K,,K( max0 L  ruptures. Ce processus 
MA est un cas particulier du processus ARMA décrit précédemment lorsque le polynome de la part 
AR est égal à 1. Alors il est toujours causal. Mathématiquement, le modèle du signal est le suivant : 

jn
)q(

j,K,i
q

1jnn zzy K,iK,i

−=
θ+= ∑ , ]]n,1n[[n K,1iK,i ++∈ , ,K,,0i L=  

où sous l’hypothèse de K rupture : K,in est le ième instant de rupture (avec la convention 0n K,0 =  et 
Nn K,1K =+ ), et our chaque ième intervalle : 
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K,i θθ= L  sont l’ordre et le paramètre du processus MA associé à cet 
intervalle. 



• nz est un bruit gaussien de variance 2
K,iσ associé au processus MA dans cet intervalle. Soit 

nz ~ ),0(N 2
K,iσ  pour ]]n,1n[[n K,1iK,i ++∈ . 

De plus, on supposera que pour chaque segment i, ce processus MA( K,iq ) verifié la condition 
d’inversibilité. On sait que (cf. [2]) ce processus MA( K,iq ) est inversible si le vecteur 
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       Notre but est alors à partir de y, d’estimer le nombre de ruptures k, les instants de rupture 
)K(n )n,,n( K,KK,1 L= , les ordres )K(q )q,,q( K,KK,1 L= , les paramètres )q(

K,i
K,iθ et les variance du bruit 
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       On utilisera la reparamètrisation avec des fonction d’autocorrélation partielle inverse 
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où 0ẑẑ
maxq1 ===L  et ou pour n = qmax+1, ..., N 
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2. Approche Bayésienne  
 
       Comme nous adoptons l’approche bayésienne (cf. [8]) pour estimer le paramètre inconnu ω , 
nous devons donc choisir les distributions a priori sur ω . Notons Kmax le nombre maximum de 
rupture et qnax le nombre maximum d’ordre. Les distributions a priori du nombre de rupture et des 
instants de rupture sont choisis : 
• Le nombre de ruptures k suit une distribution binomial B(Kmax ,λ ) et 
• Les instants de rupture )K(n  suivent des lois des postitions d’indice pair de statistique d’ordre à 

2K+1 points tirés uniformément sans répétition dans {1, ....,N-1}. 
Ensuite pour K et n(K) donnés, à chaque intervalle i (i=0, ...., K) : 
• L’ordre qi,K suit une distribution uniforme sur {0,...,qmax} 
• Le vecteur coefficient )q(

K,i
K,iρ  suit une distribution uniforme sur l’intervalle K,iq)1,1(−  

• La variance du bruit 2
K,iσ suit une distribution gamma inverse )2/,2/(IG βα . 

Nous prenons 2=α , λ  est choisi uniformément dans (0,1) et la distribution a priori du β suit la loi 
de Jeffrey. 
       Notons ),( βλ=ξ . Si )K( λπ est distribution a priori de K, )Kn( )K(π la distribution a priori 

de n(K), )Kq( )K(π la distribution a priori de q(K), )K,,( )K(2 βασπ est la distribution a priori de 
)K(2σ , )(λπ est la distribution a priori de λ , et )(βπ est la distribution a priori de β  alors la 

distribution a priori du paramètre ),( ξω est donnée par : 
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Ainsi nous obtenons la distribution a posteriori de ),( ξω suivante 
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L’estimation du paramètre ω  est basèe sur la marginalisation de la loi a posteriori )y,( ξωπ . 
Ensuite nous utilisons la méthode MCMC (cf. [3], [4], [5] et [6]) pour estimer le paramètre ω . 
 
 
3. Méthode MCMC  
 
       Nous adoptons également un algorithme de Gibbs hybride (cf. [7]) pour simule le choix 
aléatoire de point selon la loi a posteriori )y,( ξωπ  où })(,}{,q,n,K( )K(2K

0i
)q(

k,i
)K()K( k,i σθ=ω =  est le 

vecteur paramètre et ),( βλ=ξ  le vecteur des hyperparamètre. Cet algoritme se décompose en deux 
étapes : 
• Etape 1 : Simuler selon )y,( ωξπ  

• Etape 2 : Simuler selon )y,( ξωπ  

La loi )y,( ωξπ a une forme explicite.  
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Nous pouvons donc employer l’algorithme de Gibbs (cf. [5]) pour la simuler. Par contre, la loi 
)y,( ξωπ n’a pas de forme explicite. La simulation exacte étant impossible, nous proposons une 

étape de l’algorithme hybride qui combine l’algorithme MCMC à sauts reversibles (cf. [6]) et 
l’algorithme de Gibbs. Cet algorithme se décompose en trois étapes : 
• Etape 2.1 : Simuler )y,}{,q,n,K( K
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• Etape 2.2 : Simuler )y,,n,K,q( )K()q(
k,iK,i

k,i ξρπ pour tout i = 0, ..., K 

• Etape 2.3 : Simuler )y,,,q,n,K( )q(
k,i

)K()K(2
K,i

k,i ξρσπ  pour tout i = 0, ..., K 
Nous utilisons l’algorithme MCMC à sauts reversibles pour les étapes 2.1 et 2.2, car le nombre du 
ruptures K et l’ordre qi,K de chaque segment i sont inconnus. D’autre part nous employons 
l’agorithme de Gibbs pour l’étape 2.3. 
 
 
4. Résultats de simulation 
 
       Un échantillon de taille 250 est simulé. Le nombre de ruptures et les instants de rupture de ce 
modèle sont respectivement K = 1 et n(1) = 125. L’ordre, les coefficient et la variance du bruit pour 
chaque segment sont résumés dans le tableau 1. 

Tableau 1 

 
Le signal origine est représenté figure 1. 



 
Figure 1 

 
       On fait tourner la simulation MCMC pour 60.000 itérations, après une période de chauffage de 
10.000 itérations (Kmax = 10, qmax=15). L’histogramme de la distribution marginale a posteriori K 
est représentée à la figure 2, et nous obtenons le MMAP de K : 1K̂ = . 

 
Figure 2 

 
Conditionnellement a K= K̂ , l’histogramme de la distribution marginale a posteriori de n(K) est 
donnée dans la figure 3. 

 
Figure 3 

 
Pour K= K̂ =1, nous obtenons le Marginal Maximum A posteriori (MMAP) de n(1), )1(n̂ =125. La 
superpostion du signal avec le MMAP de n(1) est donnée figure 4 



 
Figure 4 

 
Conditionnellement a K= K̂ , nous donnons égalemet les histogrammes de la distribution marginale 
a posteriori de q0,1 et q1,1 sont données figure 5 et figure 6. 

 
Figure 5                                                 Figure 6 

 
       Avec la figure 5 et la figure 6, nous obtenons le MMAP de q0,1 et q1,1 soit 1q̂ 1,0 = et 2q̂ 1,1 = . A 

1,01,0 q̂q = fixé, la courbe a (figure 7) montre l’estimateur de la densité marginale conditionnelle a 

posteriori de )q(
1,1,0
1,0θ . De même pour 1,11,1 q̂q = fixé, dans la même figure 7 la courbe b et le courbe c 

montrent l’estimateur de la densité marginale conditionelle a posteriori de )q(
1,1,1
1,1θ  et )q(

2,1,1
1,1θ , utilisant 

le même noyau gaussien. 

 
Figure 7 

 
Les histogrammes de la distribution marginal a posteriori de 1,0σ et 1,1σ  sont donneés figure 8. 



 
Figure 8 

 
 
5. Conclusion  
 
       Nous avons illustré une applications de la méthode MCMC à sauts réversibles a la 
segmentation de processus MA par morceaux. L’algorithme donne de bons résultats. Cette 
technique nous permet d’estimer le nombre de rupture, les instants des ruptures et les paramètres du 
processus MA. Par contre, la segmentation de processus ARMA par morceaux semble plus délicate 
par une telle méthode. Peut-être à cause de la lourdeur des calculs. 
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