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Résumé : Nous nous intéressons dans ce rapport aux possibilités d’application d’outils
de modélisation du langage naturel a ’analyse de séquences génomiques. Le probleme bio-
logique est la modélisation de régions promotrices eucaryotes, dans un but de prédiction
et d’explication. Une partie de ce rapport traite de la représentation des sites de fixation,
qui jouent un role déterminant dans la régulation de l’expression des genes. L’autre partie
concerne la caractérisation des régions promotrices sans connaissances a priori.

Plusieurs approches ont été tentées, parmi lesquelles I'inférence grammaticale, les mo-
deles de Markov cachés, les ngrams et multigrams. Les résultats obtenus sur les sites de
fixation sont comparables & ceux obtenus dans la littérature sur le sujet, et nous semblent
difficilement exploitables dans un but de caractérisation, en raison de la complexité des mé-
canismes biologiques liant ces sites & la régulation. Les résultats concernant la caractérisation
des régions promotrices sont probants mais révelent une différence fondamentale entre lan-
gages naturel et biologique. Alors que les textes en langage naturel sont caractérisés par une
grande stabilité des fréquences des différentes combinaisons de lettres, des régions fonction-
nellement similaires de ’ADN peuvent étre d’une grande diversité quant a leur composition.
Nous pensons que la prise en compte de cette variabilité est essentielle pour ’application de
modeles de langages & ’ADN. Nous décrivons une premiere tentative dans ce sens, en adap-
tant une méthode simple de comparaison des fréquences. Les résultats sont concluants et
suggerent, que ’adjonction de telles corrections aux techniques plus sophistiquées existantes
puisse étre d’un grand intérét.

Mots-clé : analyse de séquences, génome, modeles de langages, promoteurs, inférence
grammaticale, modeles de Markov cachés, ngrams, multigrams
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Application of language models to promoter
recognition

Abstract: This document deals with the application of classical language modeling tools
to a DNA recognition problem. Our aim is to model eucaryotic promoter regions, the
purpose being to be able to predict whether a sequence is a promoter or not, as well as to
infer informations about their mode of action. The first part of the document deals with
the representation of DNA binding sites which play a determinant role in the regulation of
transcription. The second part deals with modeling promoter regions as a whole, using no
biological knowledge.

Several approaches are explored: grammatical inference, Hidden Markov Models, ngrams
and multigrams. The results obtained concerning binding sites are comparable with those
obtained with the commonly used method. The mechanisms that link binding sites to reg-
ulation are complex and yet relatively obscure, so that it seems difficult to characterize
promoters from the knowledge of binding sites only. The results concerning the charac-
terization of promoter regions from scratch are satisfying but reveal a first fundamental
difference between natural language and genetic texts. Indeed, while the frequencies of the
different combinations of symbols are remarkably conserved in natural language ([Dam95]),
the composition of functionally equivalent sequences of DNA can vary widely. We think
that taking into account this variability is essential when trying to apply natural language
models to DNA. The results of a first attempt based on this consideration are conclusive
and suggest that adapting the existing techniques to the variability of DNA composition
might be of great interest.

Key-words: sequence analysis, genome, models of languages, promoters, grammatical
inference, Hidden Markov Models, ngrams, multigrams
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4 Jean-Yves GIORDANO

1 Introduction

Nous présentons ici les notions biologiques employées et exposons le pro-
bléeme de la reconnaissance des promoteurs. L’analogie entre les séquences gé-
nomiques et les langages naturels (il s’agit dans les deux cas de séquences
de symboles) incite & transposer les techniques de modélisation du langage
a ce probleme. Nous rappelons brievement le principe de quatre techniques
étudiées: 'inférence grammaticale et les modeles de Markov cachés pour les
sites de fixation, les ngrams et les multigrams pour la modélisation des régions
promotrices.

1.1 Probleme de la reconnaissance des promoteurs

Nous définissons ici les termes employés concernant ’expression des pro-
téines et leur régulation chez les organismes eucaryotes (dont les cellules pré-
sentent un noyau a 'intérieur duquel se trouve la molécule d’ADN). Le cas des
procaryotes (essentiellement des bactéries) est plus simple, et la structure des
régions promotrices est beaucoup mieux conservée.

Les séquences biologiques sont des macro-molécules constituées par 1’en-

chainement d’acides appartenant a un éventail réduit de molécules possibles.
Il existe essentiellement 3 types de séquences biologiques, que I'on distingue
en fonction de ce "vocabulaire” (de 4 & 20 lettres) sur lesquelles elles sont
construites: ADN, ARN et acides aminés (protéines).
ARN et proteines sont codés et donc formés a partir d’'une matrice d’ADN.
Plus spécifiquement, ’expression des protéines a partir de la molécule d’ADN
s’effectue chez les eucaryotes en trois étapes. Dans un premier temps, un frag-
ment d’ADN est transcrit (copié) pour former une molécule d’ARN. Dans un
deuxiéme temps, plusieurs parties de la molécule d’ARN sont supprimées (épis-
sage). Les séquences de ADN initial correspondant & I’ARN résultant sont
appelées des exons. La derniere étape consiste a traduire la molécule d’ARN
pour produire une protéine.

Ce mécanisme est général. Cependant, les besoins en protéines variant sui-
vant les tissus, un mécanisme de régulation intervient sur leur expression. Il
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existe sur le gene, en amont de chaque ensemble de nucléotides a transcrire,
une région dite promotrice chargée d’activer ou d’inhiber la transcription. Sur
la région promotrice viennent se fixer des protéines (dites facteurs de trans-
cription) facilitant ou inhibant la transcription®. Les endroits ou se fixent ces
protéines sont les sites de fixation.

Alors que le probleme de la détection d’exons a fait ’'objet de nombreuses
études ayant mené a des algorithmes relativement fiables (voir par exemple
[YXMSU94]), les connaissances sur les mécanismes de régulation sont limi-
tées. Il n’existe que peu d’algorithmes de reconnaissance des promoteurs et ils
présentent I'inconvénient majeur de produire un nombre élevé de faux posi-
tifs, i.e. de séquences non promotrices reconnues promotrices. Le taux de faux
positifs est un facteur important, étant donné le nombre restreint de régions
promotrices (que 1’on peut estimer & 100000 pour le génome humain, la taille
d’une région étant de 1000 nucléotides), comparé & la taille du génome (3.10°
nucléotides pour le génome humain).

1.2 Approche proposée

Nous nous sommes proposé d’examiner les possibilités d’application a ce
probléme de techniques classiques en traitement du langage naturel (aux ni-
veaux phonétique, lexical et syntaxique). Présentons quatre techniques déve-
loppées par la suite : I'inférence grammaticale et les modeles de Markov cachés
pour les sites de fixation, les ngrams et les multigrams pour la région promo-
trice.

— Inférence grammaticale

L’inférence grammaticale consiste a inférer la syntaxe sous-jacente a un
langage, sous forme d’'un langage formel (la classe de langages générale-
ment inférée est la classe des langages réguliers). Elle peut étre utilisée

1.la région que nous appelons promotrice est plus exactement constituée d’une zone
promotrice au sens strict (longue d’une soixantaine de nucléotides et enserrant le début de
transcription), dont le réle est essentiellement de rendre possible la transcription, et d’une
zone située en amont et dite régulatrice, qui elle peut a la fois promouvoir ou inhiber la
transcription. Cette distinction étant secondaire pour la suite de ’exposé, nous confondrons
promotion et régulation.

RR n”° 3099
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pour l'acquisition automatique de modeles de langages permettant de
guider la reconnaissance de la parole, au niveau phonétique [GSCT94]
ou syntaxique [Dup96|, aussi bien qu’en reconnaissance de formes quand
une partie des données peut étre représentée sous forme de séquences de
symboles [Luz94].

Modeéles de Markov cachés

Un modele de Markov caché est un modele statistique constitué d’un
ensemble d’états et de transitions. a chaque état (ou transition) est liée
une probabilité d’émission (d’un symbole, d'un vecteur acoustique...). a
chaque transition est liée une probabilité de passage par cette transition.
Les probabilités associées aux états et transitions ainsi que 1’état courant
sont inconnues de I'observateur qui n’a connaissance que des séquences
émises. & partir de celles-ci les probabilités peuvent étre estimées selon
differents criteres, le but étant 'obtention d’un modele pour la produc-
tion de ce type de séquences.

Les modeles de Markov cachés sont utilisés comme modeles acoustiques
dans la majorité des systemes de reconnaissance de la parole, et sont uti-
lisés en bioinformatique, notamment pour la modélisation de la structure
des protéines [AKMSH94, Sea96].

Ngrams

Les ngrams sont un modele de langage statistique intervenant en recon-
naissance de la parole au niveau lexical, et permettant de réduire le taux
d’erreur du systeme par le biais d’une estimation de la probabilité a
priori d'une séquence de mots [Jel90]. Concrétement, la probabilité des
séquences de mots est estimée proportionnellement a leur fréquence d’ap-
parition dans un corpus d’apprentissage, la probabilité d’un mot dans une
séquence dépendant de ses n — 1 prédécesseurs, ou n est un parametre
fixé.

Multigrams

Ce modele récent, contrairement aux ngrams, porte sur des suites de sym-
boles de longueur variable. Le principe en est la segmentation dune sé-
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quence de symboles en sous-unités (phonétiques, lexicales ou syntaxiques),
la probabilité d’une segmentation étant estimée apres entrainement sur
un corpus. Un des attraits de cette technique est la production d’uni-
tés élémentaires significatives (au moins dans le cas du langage naturel
[DB95]).

Ce document décrit les trois étapes de notre travail.

Nous nous sommes attaché dans un premier temps a la description des sites
de fixation (a l'aide de grammaires ou de modeles de Markov).

La caractérisation des régions promotrices dans leur ensemble est ensuite
abordée a travers le modele ngrams. Les résultats obtenus dépendant forte-
ment de la composition des séquences, ce modele est comparé a une méthode
simple basée sur la comparaison des fréquences de n-uplets [Dam95|. Les résul-
tats sur le modele multigrams, bien qu’incomplets (le mode d’apprentissage le
plus simple est étudié), confirment que 1'application de modeles de langages au
probleme de la reconnaissance de promoteurs est limitée par le biais introduit
par la composition des séquences.

Une premiere tentative concluante pour se dégager de ce biais est alors dé-

crite (on compare les différences entre les fréquences observées et les fréquences
attendues des n-uplets).

2 Description des sites de fixation
Les sites de fixation sont de courtes séquences situées sur la région promo-

trice, sur lesquelles viennent se fixer des protéines (facteurs de transcription)
facilitant ou inhibant la transcription.

RR n”° 3099
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Donnons a titre d’exemple quelques sites correspondant au facteur YY1

[SYSGG95] :

CAGAGACACAGACGCCAT
TACAGCCATTATTCCCCA
CAGACTACAATCTACCAT
TGACCGGCGCCATTGTTA
GTACGCCATTATCCCTTG
CAGAAAGGCGCCATTTCG
TTAAAGCTATCCCACCAT
TTCGCCATTTGCGTGAGT
TACTGTAATCGCCATACT
CACACGCGGCCATTTTCC
AGGGGTCGTCCATTTTTA
TAACACCACCTCCGCCAT
TAACAAACACCCGGCCAT
TGAATCTGCGGCAACCAT
GGGAAACACTCCCGCCAT
TACACCATATTGCCTCAC
CAGTACGCCATTACCCTA
TACGTCCATATTGATTTC
CATATAGCCGCCATTTAC

On remarque que ces séquences ont toutes en commun la sous-séquence CCAT
caractéristique de ce facteur. Une telle sous-séquence (appelée core) existe pour
tous les facteurs, mais elle est rarement aussi bien conservée et son contexte
(les nucléotides voisins) joue un réle important dans l'affinité du site pour le
facteur correspondant.

2.1 Meéthode des matrices

La méthode classique pour mesurer 1’affinité d’un site pour un facteur est
la méthode des matrices. Une fois les sites connus alignés autour du core, la
matrice est construite en fonction du nombre de nucléotides présents a une
position donnée. Une matrice correspondant au facteur YY1, calculée sur 53

INRIA
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séquences, est ainsi:

5 |-4]-3|-2|-1|CCAT| 1|2 |3 ]|4]|5
G |28|45123|21 |79 21| 51 212619
A36|25 |17 (24| 4 19121 2 |15 21
T 26|21 |15 4 |15 45 | 70 | 83 | 42 | 30
C|l10| 9 |45|51 | 2 15| 4 |13 |17 ] 30

a chaque nouvelle séquence contenant le core est alors associé un score, somme
des scores de chacun des nucléotides la composant. Il représente 1’affinité de la
séquence pour le facteur, un haut score indiquant un site de fixation potentiel.

2.2 Recherche d’une syntaxe des sites de fixation

Nous avons tenté de découvrir si la séquence de nucléotides constituant un
site de fixation était organisée selon des regles syntaxiques simples. L’outil le
plus adapté a cette tache est 'inférence grammaticale, dont 'objet est la pro-
duction d’une grammaire a partir d’un ensemble d’exemples (éventuellement

de contre-exemples). Deux algorithmes ont été testés:

— RPNI (Regular Positive and Negative Inference) [OG92]

Cet algorithme produit en temps polynomial un automate déterministe
minimal compatible avec deux ensembles disjoints de mots I* et I,

c’est-a-dire acceptant tous les mots de I et rejetant ceux de .

— TGI (Tabu Grammatical Inference) [Gio96]

TGI cherche a produire une grammaire réguliere discriminant au mieux
deux ensembles de mots, en utilisant une technique classique d’optimi-
sation combinatoire (Tabu Search).

Les contre-exemples utilisés pour ces deux algorithmes sont des séquences
extraites de la banque EMBL (European Molecular Biology Laboratory), de
longueur égale a celle des exemples et ne contenant pas la sous-séquence CCAT.

RR n”° 3099
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Nous avons cherché dans un premier temps a inférer une grammaire a
partir de la séquence entiere des sites de fixation. RPNI produit 'automate
reconnaissant tous les mots contenant CCAT, et seulement ceux-ci. Le résultat
est prévisible pour cette méthode qui cherche a inférer un automate minimal.
TGI produit des automates complexes, dont les taux de reconnaissance (pour
les meilleurs d’entre eux) sont de 'ordre de 95% pour les exemples et 5%
pour les contre-exemples. Malheureusement, le taux de faux positifs sur un en-
semble de contre-exemples test est de Iordre de 70%, situation caractéristique
d’un apprentissage "par cceur”, c’est a dire se contentant de mémoriser sous
une forme plus ou moins directe les instances d’entrainement. Ceci conduit a
des automates tres spécifiques, incapables de détecter une éventuelle structure
commune dans les exemples.

Nous avons tenté d’isoler I'information concernant le contexte du core en
lancant les deux programmes sur les préfixes et suffixes de CCAT. Les résul-
tats obtenus avec RPNI comme avec TGI ne sont pas probants (automates
complexes, trop de faux positifs).

Ces premieres expériences semblent indiquer que la classe des langages
réguliers, parmi les plus simples dans la hiérarchie de Chomsky, ne permet pas
de représenter le langage des séquences correspondant a des sites de fixation
(si ce n’est en extension). Nous nous sommes interessés en conséquence a des
modeles plus statistiques.

2.3 Représentation sous forme de modeles de Markov

La méthode la plus courante pour mesurer 1’affinité d’un site pour un fac-
teur est la méthode des matrices (cf. section 2.1). Nous avons tenté de rendre
compte de fagon plus précise de cette affinité en utilisant un outil plus élaboré.
Notre choix s’est porté sur les modeles de Markov cachés, déja utilisés pour
modéliser la structure primaire (i.e. la suite de nucléotides) d’une famille de
séquences [AKMSH94, Sea96].

INRIA
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d
T(i4id4)
T(i4jma)

m4

Fic. 1 - Structure du modele inféré

Nous avons utilisé une batterie d’algorithmes du domaine public?, et re-
marqué une forte corrélation des résultats obtenus sur un échantillon test avec
ceux obtenus par la méthode des matrices.

La structure du modele inféré, représentée en figure 1, est classique dans le
domaine. Le graphe est linéaire et comprend trois types d’états représentant
I'insertion (Insert), la suppression (Delete) ou I’émission (Match) d’un sym-
bole. Les états correspondant a une suppression n’émettent pas de symbole,
au contraire des deux autres.

Le modele construit a partir des 53 séquences disponibles compte 12 états
d’émission. Comme pour la méthode des matrices, une région entiere peut alors
étre parcourue a la recherche de sites potentiels. Afin de comparer les deux mé-
thodes nous considérons une séquence de 73308 nucléotides, contenant le gene
de la [-globine humaine et 350 core CCAT. La figure 2 montre la corrélation
entre les scores calculés avec la méthode des matrices et le modele de Markov.
Cette corrélation s’explique par le fait que la modélisation matricielle est fina-

2. http://genome.wustl.edu/eddy /hmm.html
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lement équivalente a une chaine de Markov simple.

Il est difficile de déterminer quelle approche est la meilleure (dans le sens
ot elle permet de mesurer ’affinité d’un site pour un facteur) car la vérification
expérimentale est complexe, dépend des conditions de l'expérience (in wvitro,
in vivo) et en dernier ressort de la région de I’ADN entourant le site.

Le mécanisme liant sites de fixation, facteurs de transcription et régulation
est par ailleurs complexe et relativement mal connu, et 'affinité intrinseque
d’un site n’est pas le seul critere a prendre en compte. Citons a cet égard un
ouvrage de référence [Lew95]: ” Any protein that is needed for the initiation of
transcription, but which is not itself part of RNA polymerase, is defined as a
transcription factor. Many transcription factors act by recognizing cis-acting
sites that are classified as comprising parts of promoters or enhancers. We must
recognize, however, that binding to DNA is not necessarily the only means of
action for a transcription factor. A factor may recognize another factor, or may
recognize RNA polymerase, or possibly may be incorporated into an initiation
complex only in the presence of several other proteins. The ultimate test for
membership of the transcription apparatus is functional: a protein must be
needed for transcription to occur at a specific promoter or set of promoters.”

En raison d’une part de la difficulté de calculer I'affinité d’un site pour un
facteur, d’autre part du mécanisme subtil liant sites potentiels et régulation,
nous nous sommes tourné pour la reconnaissance des régions promotrices vers
une approche plus globale n’exploitant aucune connaissance sur les classes de
séquences considérées.

3 Reconnaissance des régions promotrices

Cette section traite de 'utilisation de modeles de langages statistiques pour
la caractérisation de régions promotrices, sans connaissances a priori. Le but
est dans un premier temps de fournir un outil permettant de parcourir une
large séquence a la recherche de promoteurs, ou de déterminer si une séquence
donnée est promotrice (prédiction). Nous espérons dans un deuxiéme temps

RR n”° 3099



14 Jean-Yves GIORDANO

étre capables de déduire de l’examen des modeles des éléments caractéris-
tiques des promoteurs et susceptibles de nous instruire sur leur mode d’action
(explication).

Nous étudierons les modeles ngrams et multigrams. Leur but premier en
traitement de la parole n’est pas la discrimination de deux classes de sé-
quences, mais ils constituent des modeles pouvant éventuellement mieux rendre
compte des propriétés statistiques des régions promotrices que des méthodes
plus simples.

La démarche est la suivante pour les deux approches: deux modeles sont
construits pour chaque classe (ADN quelconque ou promoteur). Chacun per-
met d’associer a une nouvelle séquence une probabilité d’appartenance a la
classe qu’il représente. Les criteres d’évaluation du modele seront d'une part
le taux de promoteurs reconnus, d’autre part le taux de faux positifs.

Nous constatons des I’étude du modeéle ngrams une forte corrélation entre le
score associé a une séquence et la proportion de G et de C dans cette séquence
(que l'on désignera par la suite par taux de GC). Nous confrontons alors la
méthode ngrams a une méthode simple basée sur les fréquences de n-uplets.
Les résultats des deux méthodes sont corrélés et liés aux taux de GC, mais la
comparaison est en faveur des ngrams.

Contrairement aux deux méthodes précédentes, le modele multigrams ne
repose pas directement sur un comptage des n-uplets, et présente ’avantage
d’opérer une segmentation des séquences. Il est difficile de comparer cette mé-
thode aux deux précédentes, ’ensemble d’apprentissage étant différent, mais
on constate pareillement une corrélation entre le taux de GC et le score associé
aux séquences.

3.1 Ngrams et comparaison de fréquences

Cette section a pour objet d’évaluer les performances de ’approche ngrams
et de la comparer a une méthode simple basée sur la comparaison des fré-
quences des n-uplets dans les ensembles d’apprentissage d’une part et la sé-
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quence a classer d’autre part.

Deux facteurs jouant sur la qualité des résultats sont examinés. Le premier
est la taille des n-uplets utilisés: n = 6 s’avere étre un bon compromis dans
notre cas. Un deuxieme facteur est la taille des séquences considérées: les pré-
dictions sur des séquences courtes sont de moins bonne qualité que sur des
séquences plus longues, mais les performances tendent a se stabiliser a partir
d’une certaine taille.

Deux exemples de détection sont donnés en fin de section.

3.1.1 Nature des échantillons

Nous avons utilisé pour les promoteurs 1265 séquences extraites de la
banque EMBL, contenant un début de transcription, de longueur variant entre
150 et 1050 nucléotides et situées dans la région [-1000,+50] autour du début
de transcription.

381 de ces séquences ont été validées par vérification du début de transcrip-
tion. Elles totalisent 292068 nucléotides et constituent 1’échantillon d’appren-
tissage positif. Les 884 séquences restantes, non vérifiées, constituent 1’échan-
tillon de validation positif.

L’échantillon d’apprentissage négatif est 1’ensemble des séquences d’ADN
humain d’EMBL (environ 2.107 nucléotides). Le poids des promoteurs présents
dans cet échantillon étant négligeable, nous avons choisi de ne pas les oter de
la base de contre-exemples. L’échantillon de validation négatif est constitué
de 24 séquences de longueur supérieure a 50000 nucléotides (au total 1,7.10°
nucléotides), qui seront découpées en trongons de la longueur désirée.

3.1.2 Ngrams

Nous présentons dans cette section la méthode ngrams, et montrons que
les résultats dépendent de la composition des séquences.
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Modélisation des échantillons

Les ngrams permettent de modéliser une classe de séquences en associant a
chaque symbole sa probabilité d’occurrence en fonction de ses n — 1 prédé-
cesseurs. La vraisemblance d’une séquence w = wqws...wy (N > n) est alors
calculée de la fagon suivante:

L(w) = P(wy|wy ... wp—1)P(Wpir|we...wy) ... P(Wy|Wy—pt1--. WN-1)

Les probabilités P(w;|w;_ny1-..w;_1) constituent les parametres du mo-
dele, et sont estimées d’apres les ensembles d’apprentissage.

La vraisemblance associée a une nouvelle séquence par chacun des modeéles
permet alors de déterminer sa classe d’appartenance.

Résultats

Nous avons calculé deux modeéles de 6-grams a partir des échantillons d’ap-
prentissage, et associé a chaque séquence w = wiws ... wy des échantillons de

validation un score S(w):
S(a) — 129(Earo(w)/ Lana(w)
N—-n+1
w est ainsi reconnu comme promoteur ssi S(w) > 0. De plus, le calcul de
S(w) prend en compte la longueur de la séquence, de telle maniére que des
séquences de tailles différentes peuvent étre comparées: si S(w;) > S(wq) pour
deux séquences w; et wsq, alors w; est un meilleur candidat promoteur que ws,.

La figure 3 montre la corrélation entre S(w) et le taux de GC dans w. Les
séquences de I’échantillon négatif sont de longueur 600. 40% des promoteurs
sont reconnus comme tels, ainsi que 6,3% des séquences d’ADN (ainsi que nous
le verrons, certaines de ces derniéres sont effectivement des promoteurs).

La prédiction est directement liée au taux de GC, ce qui s’explique par
le fait que les séquences promotrices sont en moyenne plus riches en GC que
le reste de ’ADN. Ceci nous amene a confronter cette méthode a une simple
comparaison des fréquences des n-uplets.
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3.1.3 Comparaison des fréquences des n-uplets

Les parametres des modéles ngrams sont calculés par comptage des n-uplets
des ensembles d’apprentissage. Nous présentons une autre méthode basée sur
le comptage des n-uplets, proposée par M. Damashek [Dam95] pour la recon-
naissance et la classification de textes écrits en langage naturel (il s’agit de
regrouper différents textes par famille de langue, par langue ou sujet traité),
et testée pour la reconnaissance de promoteurs dans [Leg95].

Principe de la méthode

Pour une séquence donnée les fréquences f;(i = 1...4") de tous les n-uplets
sont calculées. Ces fréquences correspondent a un vecteur dans un espace de
dimension 4". Puisque la somme des fréquences est égale a 1, ce vecteur est
contenu dans ’hyperplan d’équation :

2?21]01' =1

Une séquence peut donc étre représentée par un vecteur. L’avantage de
cette représentation est qu’'une distance entre deux séquences peut étre calcu-
lée, comme la valeur de ’angle entre leurs vecteurs associés.

De la méme fagon, un ensemble de séquences est représenté par un vec-
teur dont les coordonnées sont les fréquences d’apparition des n-uplets dans
cet ensemble. étant donnés deux ensembles de séquences, deux vecteurs ca-
ractéristiques peuvent étre calculés. La classification d’une nouvelle séquence
s’effectue alors par comparaison du vecteur la représentant et de ces deux
vecteurs caractéristiques.

Résultats

La figure 4 montre que les deux méthodes tendent a classer les séquences
de la méme maniere (n vaut 6 dans les deux cas, les séquences de 1’échantillon
négatif sont de taille 600).
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Ce résultat n’est pas surprenant, les parametres des modeles ngrams étant
estimés par une procédure de comptage des n-uplets. Les deux méthodes dif-
ferent toutefois quant aux taux de reconnaissance, comme le montre la section
suivante.

3.1.4 Comparaison des deux méthodes

La comparaison qui suit s’oriente sur deux axes: la valeur de n et la taille
des séquences, les taux de vrais positifs et de faux positifs étant utilisés comme
criteres de qualité.

Classification des promoteurs

Les taux de vrais positifs sont ici comparés pour des valeurs de n allant de
1 a7 (la taille de I’échantillon d’apprentissage positif ne permet pas d’aller au
dela de cette valeur). La figure 5 montre que les ngrams reconnaissent moins
de promoteurs.
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Ici encore nous considérons des séquences de taille 600. Le taux de faux positifs

est plus élevé avec la méthode des fréquences (figure 6).

Ces résultats sont en faveur des ngrams, la perte sur les vrais positifs (-14%
pour n = 6) étant largement compensée par le gain sur les faux positifs (-35%)
(ceci reste vrai pour des tailles de séquence autres que 600). Rappelons que la
densité des régions promotrices dans I’ADN justifie que I'on souhaite réduire

le taux de faux positifs au maximum.

Influence de la taille des séquences

Nous n’avons pas étudié l'effet de la taille des séquences concernant I’échan-
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tillon de promoteurs, la taille de ceux-ci étant petite et variant beaucoup.

Concernant ’échantillon négatif, le taux de classification correcte pour des
séquences de longueur différente fournit une indication sur la fiabilité d’une
prédiction en fonction de la taille de la séquence, et permet de fixer la taille
de la fenétre lors de I'exploration d’une grande séquence. Les résultats de la
figure 7 concernent des tailles de 300, 360, 420, 480 . . . 960.

Comme ’on pouvait s’y attendre les résultats sont meilleurs sur de grandes

séquences. Toutefois le taux de faux positifs tend a se stabiliser rapidement, si

bien que 700 nucléotides semblent suffire (ceci reste vrai pour d’autres valeurs
de n).

En conclusion, cette étude comparative montre que bien que la méthode ngrams
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soit basée sur le comptage des n-uplets et que ses résultats dépendent du taux
de GC, elle ne se réduit pas a une simple comparaison de la composition de la
séquence avec celles des échantillons.

Exemples de détection

La détection de régions promotrices dans une large séquence d’ADN s’effectue
en faisant glisser une fenétre de taille fixée le long de la séquence. Cette fenétre
délimite une sous-séquence dont le score est reporté sur un graphe visualisant
les régions potentiellement promotrices.

Les deux séquences étudiées appartiennent a I’ensemble de validation né-
gatif. Sur la premiere (figure 8) apparaissent clairement trois pics qui corres-
pondent effectivement a trois des cinq débuts de transcription connus de la
séquence. Le seul algorithme de détection de promoteurs publié, PROSCAN
[Pre95], prédit deux de ces trois promoteurs, plus treize autres non recensés
(PROSCAN est basé sur la fréquence de sites de fixation dans un corpus d’ap-
prentissage).

La deuxiéme, composée a 62,5% de G et C, est reconnue comme composée
quasi-exclusivement de promoteurs, alors qu’elle n’en contient qu'un (PROS-
CAN en trouve 26). Les trois pics visibles sur la figure 9 sont des régions parti-
culierement riches en GC. On voit ici I'importance pour la reconnaissance des
promoteurs de se dégager du biais introduit par la composition des séquences.

3.2 Multigrams

Alors que les ngrams exploitent les dépendances entre un symbole et un
contexte de longueur fixe, le modele multigrams [BPLA94] représente les sé-
quences comme une concaténation de sous-séquences de longueurs variables.
La longueur de ces sous-séquences est bornée. On parle alors de n-multigrams
si n est la longueur maximale d’une sous-séquence.
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3.2.1 Segmentation d’une séquence

Les parametres d’un modele n-multigrams sont les probabilités de chacune
des sous-séquences. Si on les suppose déterminées, la vraisemblance d'une sé-
quence segmentée est égale au produit des probabilités des sous-séquences com-
posant la segmentation. Plus formellement :

étant donnée une segmentation de w = wiwy...wy de la forme w =
5152 ... 5¢,

L(w) =L, P(si)

La segmentation de w s’effectue alors au sens du maximum de vraisem-
blance, la segmentation optimale pouvant étre déterminée par un algorithme
de Viterbi.

Ainsi, pour une séquence de 4 symboles et un modele de 3-multigrams:

L(w) = L{wwaw3wy)

3.2.2 Estimation des parameétres

étant donné un ensemble d’apprentissage constitué de plusieurs séquences,
les probabilités des sous-séquences peuvent étre estimées en deux temps: une
estimation initiale et une estimation itérative. L’estimation initiale des proba-
bilités utilise toutes les sous-séquences présentes dans I’ensemble d’apprentis-
sage, par un simple calcul de fréquences. La ré-estimation s’effectue en seg-
mentant les séquences d’apres les probabilités calculées a 1’étape précédente.
Les fréquences des sous-séquences obtenues fournissent les parametres d’un
nouveau modele. Ces parametres permettent de re-segmenter les séquences, le

INRIA



Application de modéles de langages a la reconnaissance de promoteurs 27

processus étant itéré jusqu’a convergence.

a l'issue de ce traitement on obtient un dictionnaire de sous-séquences de
longueur variable permettant de décrire ’ensemble d’apprentissage.

3.2.3 Application a la reconnaissance de promoteurs

Deux modeles sont calculés, I'un pour les promoteurs et ’autre pour ’ADN.
Les vraisemblances de chaque séquence des échantillons de validation sont
comparées, ce qui permet d’effectuer une prédiction. Ici encore, les résultats
dépendent de la composition des séquences.

Nature des échantillons

En raison de la complexité de la procédure permettant de calculer les para-
metres des modeles, nous n’avons pas pu utiliser le méme ensemble d’appren-
tissage négatif que pour les deux méthodes précédentes. Nous avons sélectionné
un échantillon de taille réduite (2, 4.10° nucléotides, soit 2684 séquences de 900
nucléotides et un facteur de réduction de I'ordre de 10) disjoint de I’ensemble
de validation.

Les autres échantillons sont les mémes que pour les ngrams, 1’échantillon
de validation négatif étant constitué de séquences de taille 600.

Résultats

La figure 10 montre les résultats des prédictions pour ’ADN et les promo-
teurs. Les taux de vrais et faux positifs sont tous deux moindres qu’avec les
deux méthodes précédentes. Il est toutefois difficile d’établir une comparaison,
I’échantillon d’apprentissage négatif étant différent. Nous avons de plus choisi
ici le mode d’apprentissage le plus simple. Il est en effet possible [DB95] de
prendre en compte toutes les segmentations possibles lors de I'apprentissage
comme du calcul de la vraisemblance d’'une séquence.
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La modélisation reposant en derniére instance sur un processus de comp-
tage, il n’est pas étonnant que les résultats dépendent encore du taux de GC

(figure 11). Nous proposons dans la section suivante une technique tenant
compte de la variabilité de la composition des séquences génétiques.
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4 Comparaison de z-scores

Nous reprenons ici la méthode de comparaison des fréquences de la section
3.1.3, en rapportant les fréquences observées a la composition des séquences. La
notion statistique de z-scores, couramment utilisée en bioinformatique, répond
a ce besoin.

4.1 Z-scores

La recherche de motifs caractéristiques d’'un ensemble de séquences fonc-
tionnellement équivalentes a fait I’objet de nombreux travaux [Kon94|. L'une
des approches consiste a déterminer un ensemble de mots sur ou sous-représentés
dans ces séquences. On compare pour cela les fréquences observées aux fré-
quences théoriques attendues, calculées a priori a partir de données statis-
tiques sur les séquences.

La procédure est en général la suivante:

1. Calculer les fréquences réelles F(i) (i = 1...4") des mots de longueur
N.

2. Choisir un modele a partir duquel les mots considérés pourraient étre
générés.

3. Calculer les fréquences attendues F,(7) et leurs variances V(i) relative-
ment a ce modele.

4. Comparer fréquences observées et attendues, en tenant compte de la
variance :

F(i) - Fe(i)

W=7

(i) est le z-score associé au i*™ mot.

5. Comparer z(i) a une valeur seuil arbitraire z;. Le mot est considéré
comme sur (resp. sous) représenté si z(i) > zy (resp. z(i) > zp).
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4.2 Application a la reconnaissance de promoteurs

La méthode des fréquences de la section 3.1.3 était basée sur la comparaison
du vecteur représentant une séquence avec deux vecteurs représentant deux
classes. Nous reprenons ce principe, en comparant non plus les fréquences de
mots mais leurs z-scores.

4.2.1 Choix d’un modele de prédiction des fréquences

Nous faisons I’hypothese que 1’observation d’un mot suit une loi binomiale.
Ceci est faux, chaque mot déterminant en partie le suivant. Un autre modele,
prenant en compte ces dépendances et plus adapté pour la recherche de motifs
[SEGNOQ0], s’est révélé inadéquat, les variances calculées dépendant de la taille
des échantillons.

La probabilité d’observation de chaque mot est calculée via un modele
ngrams (cf. section 3.1.2) de la séquence: pour w = wywsy ... wy,

P(w)=P(w;...wp—1)P(wp|wy ... we—1) ... P(Wn|WN—pt1-. - WN-1)

La fréquence attendue de w est alors P(w), et sa variance P(w)(1— P(w)).

Différentes valeurs de n ont été testées. Choisir un n trop grand induit
une trop grande corrélation entre les parametres du modele ngrams et les
fréquences observées, si bien que les fréquences théoriques different peu des
fréquences observées. Pratiquement, n = 1 et n = 2 fournissent les meilleurs
résultats.

4.2.2 Résultats

Pour chaque classe de séquences (ADN ou promoteurs), 1’ensemble des
z-scores de chaque mot peut étre représenté par un point dans un espace
de dimension 4". La distance euclidienne du point représentant une nou-
velle séquence, soit S, a chacun des points caractéristiques des deux classes,

soient A et P, permet alors de classer la séquence: celle-ci est promotrice ssi
d(S,A) > d(S,P).
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Notons que la comparaison des z-scores associés aux mots par les deux
modeles permet de mettre en évidence la fréquence anormalement élevée dans

les promoteurs des deux motifs caractéristiques les plus courants et les mieux
conservés: GGGCGG (site Spl) et TATAAA (TATA-box).

Une étude systématique de I'influence des différents parametres (n, N, taille
des séquences) sur la nature des prédictions reste a mener. Les premiéres ex-
périmentations sont toutefois probantes, en particulier pour les séquences a
majorité de GC. Ainsi pour n = 2 et N = 4, on a représenté sur la figure 12
le score d(S, A) — d(S, P) associé a une séquence. La méthode discrimine assez
bien les séquences comportant plus de 50% de GC (50% de vrais positifs, 10%
de faux positifs).

Les deux ensembles d’apprentissage sont ici représentés par deux points.
Nous pensons obtenir de meilleurs résultats grace a une approche du type ana-
lyse discriminante, les deux ensembles d’apprentissage étant alors représentés
par des nuages de points. Il est toutefois probable que la fréquence anormale
de certains motifs n’est pas caractéristique de tous les promoteurs. La majorité
des motifs correspondant aux sites de fixation subissent ainsi des altérations
d’'une séquence a l'autre, ce qui limite notre approche. De plus, I'importance
d’un mot dépend souvent de son contexte, au niveau de la séquence elle-méme
ou des structures d’ordre supérieur de la molécule (conformation dans I’espace).

Quoi qu’il en soit, la section 3.1.4 a montré que la méthode que nous avons
adaptée ici n’est pas parmi les plus efficaces. Une voie de recherche est ainsi
la conception de modeles plus complexes (ngrams, multigrams...) prenant en
compte la composition des séquences.

5 Conclusion
L’utilisation de modeles de langages pour ’analyse de séquences géno-

miques a été abordée, avec pour but la caractérisation d’un ensemble de sé-
quences fonctionnellement équivalentes, les régions promotrices.
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Un premier travail sur les sites de fixation a débouché sur une nouvelle mé-
thode de détection. L’apport reste cependant mineur, et ’absence de librairies
de sites homogenes et exhaustives ainsi que la complexité des mécanismes liant
les sites a la régulation nous semblent proscrire une approche basée directe-
ment et uniquement sur les connaissances biologiques du phénomeéne (d’autres
connaissances peuvent par ailleurs étre exploitées, sur la structure secondaire

de ’ADN par exemple [MP96]).

Nous nous sommes ensuite tournés vers la caractérisation de régions promo-
trices & travers des modeles de langages statistiques. Si ces modeles (ngrams,
multigrams) se sont avérés relativement satisfaisants, dans le sens ot ils per-
mettent une meilleure détection que les algorithmes dont nous avons connais-
sance, une grande part de leur efficacité est due a la capture d’informations
sur la composition des séquences considérées.

Notre but ultime étant la mise en évidence dans les textes génomiques de
structures similaires sinon analogues a celles du langage naturel, nous pensons
devoir nous abstraire de cette caractéristique premiere de la séquence.

Nous avons proposé a cet égard une premiere méthode fondée sur la com-
paraison des fréquences des n-uplets dans les deux classes de référence et la
séquence considérée, en effectuant une correction en fonction de la composition
des séquences. La méthode de comparaison est rudimentaire, mais le systéme
permet, parmi les séquences comptant plus de 50% de GC, de rejeter neuf
contre-exemples sur dix tout en gardant un exemple sur deux (ce que ne per-
mettait aucun des systémes précédents).

Nous comptons dans un premier temps améliorer cette technique, puis
poursuivre l'étude des modeles de langages en tentant de les adapter a la
disparité de la composition des séquences. Les connaissances ainsi acquises se-
ront a associer aux résultats d’autres approches, par exemple la détection de
sites de fixation ou la prédiction de structures d’ordre supérieur.
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